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Résumé

La modélisation de phénomènes biologiques qui impliquent un très grand nombre d’unités
pose toujours un défi. De nombreux modèles présentent une vision globale de la dynamique
moyenne du phénomène sous la forme d’un système d’équations différentielles ordinaires.
C’est le cas notamment du modèle de Wilson–Cowan, qui décrit l’activité qui se propage
dans un réseau de neurones biologiques. Une limite importante de ce modèle est qu’il
néglige d’éventuelles corrélations entre les états de différents neurones. L’objectif premier
de ce mémoire est ainsi de le généraliser afin de décrire de telles corrélations. On veut aussi
mieux en comprendre les fondements mathématiques et les liens qu’il a avec des modèles
semblables utilisés en épidémiologie et en écologie.

Pour s’attaquer à ce problème, on construit une chaîne de Markov en temps continu qui
décrit l’évolution des états des nœuds d’un graphe, et qui peut ainsi modéliser un phéno-
mène biologique d’un point de vue microscopique. Étant donné le très grand nombre de
nœuds que comporte le graphe, ce modèle microscopique est difficile à analyser. À par-
tir du processus stochastique, on obtient alors par un moyennage un système d’équations
différentielles ordinaires afin de décrire la dynamique sur le graphe d’un point de vue
macroscopique. Deux applications de cette méthode sont alors présentées : l’une en épidé-
miologie et l’autre en neurosciences. On se concentre particulièrement sur l’application en
neurosciences, qui permet de décrire la dynamique d’un réseau de neurones biologiques et
de généraliser le modèle de Wilson–Cowan. En effet, on arrive à proposer deux nouveaux
systèmes qui sont des extensions de ce modèle, puisqu’elles permettent de considérer des
corrélations entre les états de différents neurones. On présente finalement un exemple dans
lequel le comportement dynamique de l’une de ces extensions est plus près du comporte-
ment du processus stochastique que celui du modèle de Wilson–Cowan.
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Abstract

Modeling biological phenomena that involve a very large number of individual units is al-
ways a challenge. In this context, many models consist in a system of ordinary differential
equations that gives an overview of the mean dynamics of a phenomenon. Among these is
the Wilson–Cowan model, which describes the activity of a biological neural network. An
important weakness of this model is that it neglects all possible correlations between the
states of different neurons. The main goal of this thesis is to generalize Wilson–Cowan’s
model to describe such correlations. We also seek to get a better understanding of its ma-
thematical foundations, as well as its links with other models used in epidemiology and
ecology.

To tackle this problem, we construct a continuous-time Markov chain to describe the evolu-
tion of the states of the nodes of a large graph. Such a process can then model a biological
phenomenon from a microscopic point of view. Since the size of the graph is very large,
this microscopic model is hard to analyze. Hence, from the stochastic process, we use an
averaging method to obtain a system of ordinary differential equations which describes the
dynamics on the graph from a macroscopic point of view. We show two applications of this
method : one in epidemiology and the other in neuroscience. We focus on the application
in neuroscience, which leads to a description of the dynamics a biological neural network
and generalizes Wilson–Cowan’s model. Indeed, we introduce two new systems which are
extensions of this model since they can describe correlations between the states of different
neurons. Finally, we present an example where the behavior of the stochastic process is
closer to the dynamical behavior of one of the extensions than that of Wilson–Cowan’s
model.
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Introduction

Plusieurs phénomènes biologiques sont le résultat d’interactions complexes entre une mul-
titude d’unités, d’individus ou de cellules. De bons exemples sont les mouvements de popu-
lations animales étudiés en écologie, la propagation d’une épidémie dans une population,
ou encore l’activité échangée par des neurones dans un réseau. Ces exemples sont très
semblables du point de vue d’un mathématicien qui voudrait les modéliser : on s’intéresse
dans chaque cas à un grand nombre d’unités qui sont toutes interreliées, et qui peuvent se
trouver dans quelques états distincts. Pour étudier de tels phénomènes en biologie mathé-
matique, deux approches distinctes sont souvent utilisées [76].

D’une part, il est possible de modéliser la structure par un graphe dont les nœuds repré-
sentent les unités étudiées — par exemple des individus ou des cellules — et dont les
liens représentent les relations entre elles — par exemple des relations sociales ou des sy-
napses. Pour modéliser le phénomène biologique, on peut supposer que pour chacune de
ces unités, le passage d’un état à un autre est aléatoire. Il est alors possible de construire
un processus stochastique qui modélise la dynamique voulue d’un point de vue microsco-
pique, au sens où les interactions individuelles entre chaque paire d’individus sont toutes
décrites. On peut s’imaginer que ce genre de modèle est assez près de la réalité, mais très
difficile à étudier analytiquement.

D’autre part, il est possible d’étudier les fractions d’unités qui sont dans chacun des états
possibles, en adoptant un point de vue global pour observer le phénomène. Par exemple,
afin d’étudier une épidémie, on pourrait simplement s’intéresser aux proportions x et y
d’individus qui sont malades et d’individus qui ne le sont pas. Pour modéliser la dyna-
mique, on peut ensuite supposer que les unités passent d’un état à un autre à certains taux
donnés. En reprenant l’exemple de l’épidémie, on pourrait supposer 1 que les individus ma-
lades guérissent à un taux a et que les individus qui ne sont pas malades le deviennent à un
taux b. Il est alors possible de construire un système d’équations différentielles ordinaires :
avec l’exemple de l’épidémie on trouve que .x = −ax + by et que .y = −by + ax. Un tel
système décrit le phénomène d’un point de vue macroscopique, au sens où seule une vue
d’ensemble de la situation est obtenue, sans détails sur les interactions entre les individus
eux-mêmes. Ce genre de modèle est alors plus simple à étudier, mais plus approximatif.

Ces deux approches, qui semblent très différentes a priori, peuvent en fait souvent être re-

1. Évidemment, on veut seulement illustrer l’idée générale d’une telle modélisation ; les suppositions don-
nées ne mènent pas à un très bon modèle épidémiologique !
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liées mathématiquement. En effet, un modèle macroscopique présenté sous la forme d’équa-
tions différentielles est typiquement construit pour représenter le comportement moyen ou
attendu d’une dynamique stochastique décrite par un modèle microscopique. Un tel mo-
dèle macroscopique est souvent appelé modèle de champ moyen [60]. De façon plus générale,
le passage d’un modèle microscopique vers un modèle macroscopique peut se faire en dé-
finissant des variables aléatoires qui représentent un état macroscopique du système. À
partir du processus stochastique qui décrit le phénomène du point de vue microscopique,
il est alors possible de décrire l’évolution des moments de ces variables aléatoires par des
équations différentielles. Ceci fait survenir un problème de fermeture de moments : en arri-
vant à exprimer l’évolution de certains moments de façon autonome, on obtient un système
dynamique qui décrit le phénomène d’un point de vue macroscopique.

Des exemples typiques qui présentent une telle dichotomie entre des versions microsco-
piques et macroscopiques sont les modèles compartimentaux étudiés en épidémiologie,
reliés aux célèbres travaux [57] de Kermack et McKendrick. En effet, ils ont à l’origine
été construits comme des modèles macroscopiques, et sont encore souvent présentés ainsi,
comme dans [7, 46, 70]. Or, ils ont aussi été reformulés comme des processus de Markov
qui décrivent les états de chacun des individus de la population, notamment dans [1, 54,
61, 91, 94, 95]. En écologie, des dynamiques de populations sont souvent présentées comme
des processus de Markov qui correspondent d’un point de vue macroscopique au modèle
de Lotka–Volterra cyclique [34, 84]. Finalement, en neurosciences, l’activité qui se propage
dans un réseau de neurones est souvent étudiée à partir d’équations différentielles, par
exemple par le modèle de Wilson–Cowan [101]. Celui-ci est un autre modèle de champ
moyen qui a été reformulé par des processus stochastiques, notamment dans [2, 9, 21].

Une limite importante des modèles de champ moyen est qu’ils négligent d’emblée les cor-
rélations entre les états des unités qu’ils étudient [17, 75, 83]. Ces corrélations pourraient
pourtant être importantes, puisque ces modèles sont basés sur des processus stochastiques.
Ce problème a suscité beaucoup d’efforts en recherche au cours des dernières décennies,
particulièrement en écologie et en épidémiologie. Depuis les années 1990, plusieurs auteurs
dont [54, 55, 56, 61, 67, 71, 83, 88, 91, 94] ont présenté des généralisations de modèles épidé-
miologiques compartimentaux ou de modèles de dynamiques de populations en écologie
afin d’inclure explicitement des corrélations dans les équations des modèles. Le même pro-
blème survient en neurosciences, où plusieurs auteurs dont [2, 9, 21, 33, 38] ont proposé des
méthodes pour permettre ou simuler des corrélations dans des modèles de champ moyen
similaires à celui de Wilson–Cowan.

Le travail présenté dans ce mémoire s’incrit d’abord dans cette lignée. L’objectif premier est
de généraliser le modèle de Wilson–Cowan afin d’y inclure explicitement des corrélations.
Pour trouver une solution à ce problème, on propose d’abord une nouvelle construction du
modèle afin de bien comprendre ses fondations mathématiques. En effet, à la connaissance
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de l’auteur de ce mémoire, la littérature ne contient pas de présentation du modèle de
Wilson–Cowan où la construction d’un processus de Markov et le passage vers un système
d’équations différentielles sont donnés en détail. Lorsque ce modèle est construit, l’attention
est portée sur l’interprétation biologique des arguments utilisés bien davantage que sur leur
rigueur mathématique. Or, sans bien comprendre la construction mathématique du modèle,
il est difficile de bien voir dans quelle mesure il est approximatif et de quelle façon des
corrélations entre les états des neurones peuvent avoir un effet.

Par ailleurs, les constructions de plusieurs modèles de champ moyen distincts sont très
similaires entre elles, de même que les constructions de leurs versions stochastiques micro-
scopiques. Cependant, du moins à la connaissance de l’auteur de ce mémoire, ils ne sont
jamais étudiés de façon aussi générale qu’ils pourraient l’être. Les formes particulières de
ces processus sont plutôt étudiées directement dans le contexte d’applications données. Des
parallèles sont souvent faits entre des modèles épidémiologiques et écologiques, comme
dans [15, 71], mais peu de liens sont faits entre ces modèles et les modèles semblables en
neurosciences. Un autre objectif important de ce mémoire est ainsi de présenter la construc-
tion d’un modèle suffisamment général pour pouvoir être appliqué à plusieurs phénomènes
biologiques distincts, et ce, en faisant le moins de concessions possible quant à la rigueur
mathématique des arguments.

Ce mémoire est essentiellement divisé en deux parties : on construit d’abord un modèle
théorique, puis on en étudie quelques applications. On commence par présenter au cha-
pitre 1 quelques notions de théorie des probabilités et de théorie des systèmes dynamiques
qui seront utilisées dans les chapitres subséquents. Une présentation abstraite des pro-
blèmes de fermeture de moments y est aussi donnée. Au chapitre 2, on propose ensuite la
construction d’un processus stochastique qui fait évoluer les états des nœuds d’un graphe.
On voudra que ce processus soit assez général pour qu’il puisse être appliqué pour repré-
senter différents phénomènes biologiques. On présente également une méthode qui permet
d’obtenir un modèle macroscopique de la dynamique moyenne sur le graphe sous la forme
d’un système d’équations différentielles ordinaires, de façon à permettre ou non des corré-
lations entre les états des nœuds. Cette méthode sera basée sur la recherche d’une solution
à un problème de moments.

Les deux derniers chapitres sont ensuite consacrés à l’étude d’applications du modèle
construit au chapitre 2. D’abord, au chapitre 3, on présente brièvement une application
en épidémiologie, à partir de laquelle on retrouvera le modèle classique de Kermack–
McKendrick évoqué plus tôt. On présente ensuite différentes méthodes qui ont déjà été
proposées dans la littérature et qui permettent d’inclure dans ce modèle des corrélations
entre les états des individus. Ce chapitre vise à présenter une application relativement
simple des résultats du chapitre 2, qui illustre bien les défis que posent une telle modé-
lisation. Finalement, au chapitre 4, on présente une application du modèle construit au
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chapitre 2 en neurosciences. On verra que le modèle obtenu est relié de près au modèle de
Wilson–Cowan. On proposera alors deux nouvelles méthodes qui visent à permettre des
corrélations entre les états des neurones.

Dans les deux chapitres qui traitent des applications en épidémiologie et en neurosciences,
plusieurs résultats numériques sont présentés. Tous ces résultats ont été obtenus dans le lan-
gage Python, à l’aide du paquetage PopNet [77], écrit par l’auteur de ce mémoire. Quelques
commentaires sur ce paquetage et sur la méthodologie utilisée pour obtenir les résultats nu-
mériques sont donnés à l’annexe B. On peut aussi noter que les figures 2.1, 3.1, 3.3 et 4.1
ont été réalisées directement à l’aide du paquetage TikZ en LATEX, et que toutes les autres
ont plutôt été réalisées dans le langage Python, à l’aide de la libraire Matplotlib [53].

4



Chapitre 1

Systèmes dynamiques et probabilités

Ce chapitre présente une revue de quelques notions importantes de systèmes dynamiques
et de théorie des probabilités qui seront utilisées dans les chapitres subséquents.

Les deux premières sections traitent respectivement de systèmes dynamiques et de théorie
des probabilités. Les notions de théorie des probabilités seront utilisées tout au long du mé-
moire, mais particulièrement au chapitre 2 dans la construction d’un processus stochastique
qui fait évoluer les états des nœuds d’un graphe. Les notions de systèmes dynamiques,
elles, seront principalement utilisées lors de l’analyse des systèmes dynamiques obtenus
dans les applications des résultats du chapitre 2 en biologie mathématique présentées aux
chapitres 3 et 4. Finalement, on présente dans la troisième section une brève introduction
aux problèmes de fermeture de moments, où l’on s’intéresse à l’approximation d’équations
différentielles qui font évoluer les moments de variables aléatoires. On verra qu’un tel pro-
blème survient naturellement dans la recherche d’un modèle macroscopique à partir du
processus stochastique présenté au chapitre 2.

§ 1.1. Notions de théorie des systèmes dynamiques

On introduit dans cette section quelques notions de théorie des systèmes dynamiques.
On suppose que le lecteur s’est déjà familiarisé avec l’étude des équations différentielles
linéaires ; pour ces notions on réfère au chapitre 1 de [80]. La présentation donnée ici est
principalement basée sur les livres de Perko [80] et de Schaeffer et Cain [89]. Par souci de
concision, on omettra les preuves des résultats, qui sont tous classiques.

§ 1.1.1. Équations différentielles ordinaires

On s’intéresse ici à des équations différentielles ordinaires d’ordre 1, c’est-à-dire à des équa-
tions de la forme

.x = f (x, t), (1.1)

où f : E × I → Rn pour un ouvert E de Rn et un intervalle I ⊂ R, et où le point indique
une dérivée par rapport au paramètre t. Dans les applications, il arrive souvent qu’il soit
plus pratique d’écrire une telle équation en explicitant chacune des composantes. Dans ce
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cas, on dit parfois qu’il s’agit d’un système d’équations différentielles ordinaires. D’un point
de vue théorique, cependant, ces deux concepts sont identiques.

On étudiera ici principalement des équations différentielles autonomes.

Définition 1.1. Une équation différentielle de la forme (1.1) est dite autonome lorsque f ne
dépend pas de t. Autrement, on dit qu’elle est non autonome.

Pour la suite, on se concentrera majoritairement sur des équations différentielles auto-
nomes, qui ont alors la forme

.x = f (x). (1.2)

Pour le reste de la section, on notera toujours f : E → Rn pour un ouvert E de Rn.

La première question d’importance à l’étude d’une telle équation est l’existence et l’unicité
de ses solutions. On dit qu’une fonction x est une solution de l’équation différentielle (1.2)
sur un intervalle I ⊂ R si x est dérivable sur I et si pour tout t ∈ I, .x(t) = f

(
x(t)

)
. En

général, une seule équation différentielle a cependant de nombreuses solutions : celles-ci
dépendent en effet d’un point de départ choisi dans E. On étudie donc plutôt, pour un
x0 ∈ E donné, le problème aux conditions initiales

.x = f (x), x(0) = x0. (1.3)

Sans surprise, l’existence des solutions d’un tel problème dépend des propriétés de f . La
propriété suivante est suffisante.

Définition 1.2. On dit que f est localement Lipschitz sur E si pour tout x ∈ E, il existe un
voisinage ouvert U de x et un L ≥ 0 tels que y, z ∈ U, | f (y)− f (z)| ≤ L|y − z|.

Le résultat suivant donne un critère utile pour déterminer si une fonction a cette propriété.

Proposition 1.1. Si f ∈ C1(E), alors f est localement Lipschitz sur E.

On peut maintenant donner le théorème classique d’existence et d’unicité des solutions.

Théorème 1.2. Soit x0 ∈ E. Si f est localement Lipschitz sur E, alors il existe un intervalle (−ε, ε)

et une fonction x : (−ε, ε) → E de classe C1 qui est une solution du problème (1.3). De plus, cette
solution est unique, au sens où si y : (−η, η) → E est une autre solution du même problème, alors
y(t) = x(t) pour tout t ∈ (−ε, ε) ∩ (−η, η).

Il existe même un intervalle maximal sur lequel la solution du problème (1.3) existe.

Théorème 1.3. Si f est localement Lipschitz sur E, alors pour chaque x0 ∈ E, il existe un intervalle
I et une solution x : I → E du problème (1.3) tels que si y : J → E est une autre solution du
problème (1.3), alors J ⊂ I et y(t) = x(t) pour tout t ∈ J.

Remarque. L’intervalle I du théorème précédent est souvent appelé l’intervalle maximal d’exis-
tence du problème (1.3). Cet intervalle dépend de la condition initiale x0, il est donc souvent
noté I(x0).
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Pour étudier simultanément les solutions d’une équation différentielle pour différentes
conditions initiales, il est utile d’introduire la notion de flot.

Définition 1.3. Si f est localement Lipschitz sur E, pour chaque x0 ∈ E, soit ϕ(x0, t) la so-
lution du problème (1.3) définie sur son intervalle maximal d’existence I(x0). Alors pour
t ∈ I(x0), les applications ϕt : x0 7→ ϕ(x0, t) sont appelées le flot de l’équation différen-
tielle (1.2) ou du champ vectoriel f .

Certains ensembles ne sont pas modifiés par le flot d’une équation différentielle.

Définition 1.4. Soit ϕt le flot de l’équation différentielle (1.2). On dit qu’un ensemble S ⊂ E
est invariant par le flot ϕt si ϕt(x0) ∈ S pour tout x0 ∈ E et pour tout t ∈ I(x0). On dit que
S est positivement ou négativement invariant par le flot ϕt si ϕt(x0) ∈ S pour tout x0 ∈ E et
pour tout t ∈ I(x0) tel que t ≥ 0 ou tel que t ≤ 0.

Autrement dit, un ensemble est invariant par le flot d’une équation différentielle si toutes
les solutions de l’équation différentielle dont la condition initiale s’y trouve ont toujours
été et seront toujours dans cet ensemble. Les conditions d’être positivement ou négative-
ment invariant sont moins fortes : un ensemble est positivement invariant si les solutions
de l’équation différentielle n’en sortent jamais une fois qu’elles y sont entrées, et il est né-
gativement invariant si les solutions qui s’y trouvent à un instant donné y ont toujours
été.

En pratique, il est souvent possible d’étudier de façon géométrique si un ensemble est in-
variant ou non, en étudiant l’orientation du champ vectoriel f associé à l’équation différen-
tielle. Le théorème suivant est un résultat très utile en ce sens, souvent appelé le théorème
de Bony–Brezis en référence aux travaux de Bony [6] et de Brezis [11], quoique initialement
découvert par Nagumo [73]. L’énoncé qu’on donne ici est basé sur l’énoncé donné dans [50].

Théorème 1.4. Soit F un fermé de E. Si f est localement Lipschitz sur E, alors les conditions
suivantes sont équivalentes :

i) Chaque solution de (1.3) avec x0 ∈ F est entièrement contenue dans F ;
ii) ⟨ f (x), nx⟩ ≤ 0 pour tout x ∈ F et tout nx normal à F en x vers l’extérieur.

Certains ensembles invariants « attirent » les solutions de l’équation différentielle.

Définition 1.5. Soit A ⊂ E un fermé invariant par le flot de (1.2). On suppose que pour
tout t ∈ R, le flot ϕt : E → E est défini. On dit que A est un ensemble attractif de (1.2) s’il
existe un voisinage ouvert U de A tel que pour tout x ∈ U, ϕt(x) ∈ U pour tout t ≥ 0 et
d
(
ϕt(x), A

)
→ 0 lorsque t → ∞, où d note la distance euclidienne.

Remarque. La réunion de tous les voisinages U qu’on pourrait choisir dans la définition
précédente est parfois appelée le bassin d’attraction d’un ensemble attractif A.
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§ 1.1.2. Solutions fermées

Les solutions d’une équation différentielle sont souvent organisées autour d’un petit nombre
de solutions fermées vers lesquelles toutes les solutions convergent. On introduit ici quelques
cas simples de telles solutions.

Définition 1.6. On dit qu’un point x ∈ E est un point fixe de l’équation différentielle (1.2)
si f (x) = x. Un point fixe x est dit hyperbolique si les parties réelles des valeurs propres
de D f (x) sont toutes non nulles. Il est dit stable si pour tout ε > 0, il existe un δ > 0 tel
que pour tout y ∈ E avec |y − x| < δ et pour tout t ≥ 0, |ϕt(y)− x| < ε. Sinon, il est dit
instable.

Il est bon de rappeler que pour les systèmes linéaires, la stabilité d’un point fixe hyperbo-
lique est déterminée par les valeurs propres de la matrice jacobienne. En effet, dans ce cas,
le point fixe est stable si les parties réelles des valeurs propres sont toutes négatives. Il est
possible de transférer ce résultat aux systèmes non linéaires à partir du théorème suivant,
démontré indépendamment par Hartman dans [45] et par Grobman dans [41].

Théorème 1.5. Soit ϕt le flot de (1.2), où f est supposée de classe C1. Si l’origine est un point
fixe hyperbolique de (1.2), alors il existe un homéomorphisme H : U → V, où U et V sont deux
ouverts de Rn qui contiennent l’origine, tel que pour chaque x ∈ U, il existe un intervalle I ⊂ R

qui contient zéro tel que pour tout t ∈ I, H ◦ ϕt(x) = eD f (0)tH(x).

Remarque. Si A ∈ Rn×n, la solution de l’équation différentielle linéaire .x = Ax avec la
condition initiale x(0) = x0 est donnée par x(t) = eAtx0, où l’exponentielle de la matrice At
est définie par sa série de Taylor

eAt :=
∞

∑
n=0

Antn

n!
, (1.4)

qui converge absolument pour tout t ∈ R. Ainsi, le théorème de Hartman–Grobman montre
une correspondance entre les trajectoires du système non linéaire (1.2) et celles du système
linéaire .x = D f (0)x. Ceci montre que dans le cas d’un point fixe hyperbolique, la stabilité
est déterminée par les parties réelles des valeurs propres de la matrice jacobienne.

Les cycles sont une autre forme importante de solutions fermées.

Définition 1.7. Un cycle de l’équation différentielle (1.2) est une solution de (1.2) qui est
une courbe fermée mais qui n’est pas un point fixe. Un cycle Γ est dit stable si pour tout
ε > 0 il existe un voisinage U de Γ tel que si x ∈ U et t ≥ 0, alors d(ϕt(x), Γ) < ε, où ϕt

note le flot de f et d note la distance euclidienne. Un cycle est dit instable lorsqu’il n’est
pas stable.

L’exemple suivant donne une bonne illustration de la présence de points fixes et de cycles.
On en profite pour introduire la notion de portrait de phase, un outil fort utile pour visua-
liser le comportement d’un système.
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Exemple 1.1 – Le modèle de Lotka–Volterra. Le modèle de Lotka–Volterra, introduit par
Lotka [69] et par Volterra [98], est un modèle écologique qui décrit comment varient les
populations d’un prédateur et d’une proie. Si x et y notent respectivement les quantités de
proies et de prédateurs, le modèle propose
que

.x = αx − βxy, (1.5a)

.y = γxy − δy, (1.5b)

où α, β, γ et δ sont des paramètres stricte-
ment positifs qui décrivent les interactions
entre les deux espèces.
Il est facile de vérifier que ce système com-
porte deux points fixes. D’abord, il est clair
que .x =

.y = 0 lorsque x = y = 0. L’ori-
gine est donc un point fixe de (1.5). On
remarque d’ailleurs que si l’une des coor-
données est nulle, la seule possibilité pour
que .x =

.y = 0 est que les deux coor-
données soient nulles. Ensuite, on voit que
.x = 0 lorsque y = α/β et que .y = 0 lorsque
x = δ/γ. Le point (x, y) = (δ/γ, α/β) est donc
un autre point fixe de (1.5).

0 1 2 3x
0

1

2

3

y

Figure 1.1 – Portrait de phase du système de
Lotka–Volterra (1.5) pour α = β = γ = δ = 1.
Chacune des courbes correspond à une solution
du système pour une différente condition initiale,
et le point bleu est le point fixe (x, y) = (δ/γ, α/β).

Soit f : R2 → R2 le champ vectoriel associé au système (1.5). Pour étudier la stabilité de ces
points fixes, on peut y évaluer la matrice jacobienne. Des calculs directs montrent que

D f (0, 0) =

(
α 0
0 −δ

)
et que D f (δ/γ, α/β) =

(
0 −βδ/γ

αγ/β 0

)
. (1.6)

Comme α > 0 et δ > 0, on voit que D f (0, 0) a deux valeurs propres réelles non nulles,
l’une positive et l’autre négative. Le théorème d’Hartman–Grobman implique alors que ce
point fixe est instable. Cependant, on peut vérifier que les valeurs propres de D f (δ/γ, α/β)

sont ±i
√

αδ . Comme leurs parties réelles sont nulles, le théorème d’Hartman–Grobman ne
permet pas de tirer de conclusion quant à leur stabilité.
Afin d’observer ce qui se produit autour du point fixe (δ/γ, α/β), il est instructif de tracer le
portrait de phase du système, c’est-à-dire de représenter graphiquement le champ vectoriel
associé à l’équation différentielle. Celui-ci est présenté à la figure 1.1. On y constate qu’en
fait, les solutions autour du point fixe (δ/γ, α/β) sont des cycles !
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Contrairement aux cycles présents dans l’exemple précédent, un cycle peut aussi être une
solution vers laquelle d’autres solutions convergent. Pour clarifier ce cas, on introduit les
notions suivantes.

Définition 1.8. Soit x ∈ E. Un point p ∈ E est un point ω–limite (resp. point α–limite) d’une
solution t 7→ ϕ(x, t) de (1.2) s’il existe une suite (tn)∞

n=1 avec tn → ∞ (resp. tn → −∞) telle
que ϕ(x, tn) → p lorsque n → ∞. Les ensembles des points ω–limites et α–limites d’une
même solution sont appelés l’ensemble ω–limite et l’ensemble α–limite de cette solution.

On peut alors définir un cycle limite dans R2.

Définition 1.9. Si E ⊂ R2 et f : E → R2, un cycle limite de (1.2) est un cycle Γ de (1.2) qui
est aussi un ensemble α– ou ω–limite d’une solution de (1.2) différente de Γ. Dans ce cas,
si Γ est l’ensemble ω–limite (resp. α–limite) de toutes les solutions dans un voisinage de
Γ, alors Γ est un cycle limite stable (resp. instable).

§ 1.1.3. Bifurcations de Hopf

Il arrive fréquemment que différentes propriétés importantes d’une équation différentielle,
comme la position ou la stabilité de ses points fixes, dépendent des valeurs de certains
paramètres. Par exemple, on a vu à l’exemple 1.1 que la position de l’un des points fixes du
système de Lotka–Volterra dépend des paramètres α, β, γ et δ. Ainsi, lorsque la valeur d’un
paramètre d’un système varie, son portrait de phase peut changer drastiquement ; dans ce
cas on dit qu’une bifurcation se produit.

La théorie des bifurcations s’avère compliquée, et une bonne introduction à ses concepts
fondamentaux nécessiterait d’introduire de nombreux concepts préalables et sortirait du
cadre de ce mémoire. Pour une bonne introduction à cette théorie, on réfère au chapitre 4 du
livre de Perko [80], et pour une présentation plus complète on réfère à l’ouvrage classique
de Guckenheimer et Holmes [43].

Dans ce mémoire, on ne s’intéressera qu’à un type particulier de bifurcations : les bifur-
cations de Hopf (aussi parfois appelées bifurcations de Poincaré–Andronov–Hopf ; voir la dis-
cussion historique à la fin de la section 20.2 du livre de Wiggins [100]). Plutôt que de les
introduire rigoureusement dans toute leur généralité, on ne présente ici qu’un exemple qui
en illustre bien les idées principales.

On considère le système
.x = βx − y − α(x2 + y2)x, (1.7a)
.y = x + βy − α(x2 + y2)y (1.7b)

où β ∈ R et α ̸= 0. Il est facile de vérifier que ce système a un unique point fixe situé à
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Figure 1.2 – Portraits de phase du système (1.7) si α = −1, avec β = −1 à gauche et β = 1 à droite.

l’origine. Soit f : R2 → R2 le champ vectoriel associé à (1.7). Un calcul direct montre que

D f (0, 0) =

(
β −1
1 β

)
. (1.8)

Les valeurs propres de cette matrice sont β ± i. Ainsi, le théorème d’Hartman–Grobman
permet de conclure que le point fixe à l’origine est stable lorsque β < 0, et instable lorsque
β > 0. Lorsque β change de signe, la partie réelle d’une paire de valeurs propres conjuguées
de D f change de signe. C’est lorsque ce phénomène survient qu’on dit qu’une bifurcation
de Hopf se produit.

Pour mieux comprendre le phénomène, il est instructif d’étudier la coordonnée polaire
r :=

√
x2 + y2 . En effet, à partir de la relation r .r = x .x + y .y, on vérifie aisément que

r .r = βr2 − αr4, donc que .r = αr(β/α − r2). (1.9)

Ainsi, si β et α sont de même signe, le cercle de rayon
√

β/α est invariant par le flot du
système (1.7).

Deux cas sont ensuite à considérer séparément. D’abord, on suppose que α < 0. Si β < 0,
alors .r ≷ 0 lorsque r ≷

√
β/α, et si β > 0, alors .r > 0 pour tout r > 0. Dans ce cas, on voit

donc que pour β < 0 il existe un cycle limite instable de rayon
√

β/α, alors que pour β > 0
ce cycle limite est disparu et il ne reste que l’unique point fixe instable à l’origine. Deux
portraits de phase pour ce système sont illustrés à la figure 1.2.

Ensuite, on suppose que α > 0. Si β < 0, alors .r < 0, et si β > 0, alors .r ≷ lorsque r ≶
√

β/α.
Dans ce cas, on voit donc que pour β < 0 il n’y a qu’un point fixe stable à l’origine, mais

11
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Figure 1.3 – Portraits de phase du système (1.7) si α = 1, avec β = −1 à gauche et β = 1 à droite.

α < 0

β

r√
β/α

α > 0

β

r √
β/α

Figure 1.4 – Diagrammes de bifurcation pour le système (1.7) pour la bifurcation de Hopf sous-
critique (α < 0) et supercritique (α > 0) en fonction du paramètre β. Sur les deux diagrammes, la
courbe

√
β/α indique le rayon du cycle limite, et la droite superposée à l’axe horizontal indique le

point fixe à l’origine. Dans les deux cas, un ligne pleine indique un état stable et une ligne pointillée
indique un état instable.

que lorsque β > 0, le point fixe devient instable et un cycle limite stable de rayon
√

β/α

apparaît. Deux portraits de phase pour ce système sont illustrés à la figure 1.3.

Ces deux comportements sont caractéristiques de deux types distincts de bifurcations de
Hopf. Dans le cas où α < 0, lorsque le paramètre β passe de négatif à positif, on observe
la disparition d’un cycle limite instable ; la bifurcation de Hopf est alors dite sous-critique.
Dans le cas où α > 0, lorsque le paramètre β passe de négatif à positif, on observe plutôt
l’apparition d’un cycle limite stable ; la bifurcation de Hopf est alors dite supercritique.

Ces bifurcations peuvent être visualisées graphiquement en traçant un diagramme de bifurca-
tion, qui représente les points fixes et les cycles limites du système en fonction du paramètre
par rapport auquel une bifurcation se produit, qui est β dans ce cas-ci. De tels diagrammes
sont présentés à la figure 1.4 pour le cas où α < 0 et pour le cas où α > 0.
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Chapitre 1. Systèmes dynamiques et probabilités

§ 1.2. Notions de théorie des probabilités

Cette section donne une brève introduction à certains concepts de la théorie des probabi-
lités. On suppose ici que le lecteur connaît déjà les rudiments de la théorie de la mesure ;
pour ces notions on réfère aux ouvrages classiques de Halmos [44] et de Rudin [86].

L’essentiel du matériel présenté dans cette section tire son origine des travaux de Kolmogo-
rov publiés pour la première fois dans [64] en 1933 (voir [63] pour une traduction anglaise).
Ces résultats sont aujourd’hui standards et sont discutés dans la plupart des livres qui
traitent de la théorie des probabilités. La présentation donnée ici est majoritairement basée
sur le livre de Çınlar [18]. Par souci de concision, on omettra les preuves des résultats qui
sont tirés directement de [18] ou d’autres références citées dans le texte.

§ 1.2.1. Espaces de probabilité et variables aléatoires

Sans surprise, la première structure d’importance dans l’étude de la théorie des probabilités
est l’espace de probabilité.

Définition 1.10. Un espace de probabilité est un espace mesuré (Ω, F, P) tel que P(Ω) = 1.
Dans ce cas, on dit que P est une mesure de probabilité. De plus, on appelle les éléments de
Fdes événements, et pour E ∈ Fon appelle P(E) la probabilité de E.

Exemple 1.2. L’exemple par excellence de l’espace de probabilité est celui qui sert à repré-
senter un lancer de dé. Dans ce cas, on prend Ω := {1, 2, 3, 4, 5, 6} et F := 2Ω, l’ensemble
puissance de Ω. On définit ensuite simplement la mesure P sur (Ω, F) par P(E) := |E|/6,
où |E| note le cardinal de E. On a alors bien que P(Ω) = 1, donc l’espace mesuré (Ω, F, P)

est un espace de probabilité.

Exemple 1.3. Soient B([0, 1]) la σ-algèbre de Borel sur [0, 1] et λ la mesure de Lebesgue
sur [0, 1]. Puisque λ

(
[0, 1]

)
= 1, alors l’espace mesuré

(
[0, 1], B([0, 1]), λ

)
est un espace de

probabilité.

Pour le reste de la sous-section, on convient que (Ω, F, P) est un espace de probabilité. Afin
de représenter des expériences aléatoires sur cet espace, on utilise des fonctions sur Ω.

Définition 1.11. Soient un espace mesurable (Γ, G) et une fonction X : Ω → Γ. Si X est
mesurable, alors on dit que X est une variable aléatoire à valeurs dans Γ. Dans ce cas, la
mesure-image PX : G → [0, 1] de P par X, qui est définie par PX(E) := P

(
X−1(E)

)
, est

appelée la loi de X. Lorsque des variables aléatoires suivent la même loi, on dit qu’elles
sont identiquement distribuées.

Remarque. Dans le cas d’une variable aléatoire X à valeurs dans R, si la loi de X est absolu-
ment continue par rapport à la mesure de Lebesgue, alors le théorème de Radon–Nikodym
prévoit l’existence d’une fonction borélienne p : R → [0, ∞] telle que PX(B) =

∫
B p dλ pour
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chaque B ∈ B(R). Dans ce cas, on dit que X est à densité, et on appelle p la densité de X. On
remarque que le théorème de Radon–Nikodym garantit également que p est unique p.s.

Plus loin, on s’intéressera particulièrement à deux caractéristiques particulières que peuvent
posséder des lois de probabilité sur R qui possèdent une densité.

Définition 1.12. Une loi de probabilité sur R de densité f est dite unimodale si pour un
certain a ∈ R, f est croissante sur (−∞, a), décroissante sur (a, ∞), et a un maximum
unique en a.

Définition 1.13. Une loi de probabilité sur R de densité f est dite symétrique autour d’un
a ∈ R si f (a + x) = f (a − x) pour tout x ∈ R.

Remarque. Si une loi de probabilité est unimodale et symétrique autour d’un point a, alors
sa densité doit être maximale en a.

L’intégrale d’une variable aléatoire a un sens très important en théorie des probabilités.

Définition 1.14. Soit X une variable aléatoire sur (Ω, F, P). L’espérance de X, notée E[X],
est son intégrale sur Ω par rapport à la mesure P.

Remarque. Comme pour l’intégrale d’une fonction mesurable en général, il peut arriver que
l’espérance d’une variable aléatoire n’existe pas.

L’espérance d’une variable aléatoire X peut être interprétée comme la valeur attendue en
moyenne si l’on répète l’expérience associée à X un très grand nombre de fois. Cette intui-
tion provient de la loi des grands nombres, qui est présentée plus loin.

Le lien entre la probabilité et l’espérance devient très intuitif pour une variable aléatoire
simple à valeurs réelles. Par exemple, étant données une partition {Aj}n

j=1 ⊂ F de Ω et
des constantes c1, . . . , cn ∈ R, soit X := ∑n

j=1 cj1Aj où 1Aj est la fonction indicatrice de
l’ensemble Aj. Alors X est une variable aléatoire sur Ω à valeurs dans R, et

E[X] =
∫

Ω
X dP =

∫

Ω

n

∑
j=1

cj1Aj dP =
n

∑
j=1

cjP(Aj). (1.10)

Ainsi, l’espérance de X correspond à la somme de chaque valeur que peut prendre X
pondérée par la probabilité que X prenne cette valeur. Cette intuition peut se généraliser
à n’importe quelle variable aléatoire à valeurs réelles, à partir du fait que chaque fonction
positive mesurable est la limite d’une suite de fonctions simples.

On peut se demander à quel point une variable aléatoire peut prendre des valeurs éloignées
de son espérance. La variance permet de quantifier cette dispersion.

Définition 1.15. Soit X ∈ L2(Ω, F, P). L’expression Var[X] := E
[
|X − E[X]|2

]
est appelée

la variance de X.

Remarque. Var[X] =
∥∥X − E[X]

∥∥2
2, où ∥·∥2 est la norme sur L2(Ω, F, P).
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Il peut être pratique de pouvoir borner la variance d’une variable aléatoire. Dans [81],
Popoviciu a donné une borne pour le cas de variables aléatoires à valeurs réelles bornées.

Théorème 1.6 – Inégalité de Popoviciu. Soit X ∈ L2(Ω, F, P). Si a ≤ X ≤ b p.s. pour
certains a, b ∈ R, alors Var[X] ≤ 1

4 (b − a)2.

Il est possible de donner une borne supérieure plus stricte que celle donnée par l’inégalité
de Popoviciu en faisant intervenir l’espérance de la variable aléatoire d’intérêt. Le théorème
suivant, prouvé par Bhatia et Davis dans [4], fournit une telle borne.

Théorème 1.7 – Inégalité de Bhatia–Davis. Soit X ∈ L2(Ω, F, P). Si a ≤ X ≤ b p.s. pour
certains a, b ∈ R, alors Var[X] ≤

(
b − E[X]

)(
E[X]− a

)
.

Remarque. Cette inégalité est optimale. En effet, les bornes sont atteintes pour X binaire avec
P[X = b] = p et P[X = a] = 1 − p pour un p ∈ [0, 1]. Dans ce cas, E[X] = bp + a(1 − p), de
sorte que b−E[X] = (b− a)(1− p) et que E[X]− a = (b− a)p. Or, E[X2] = b2 p+ a2(1− p),
donc la variance de X est justement

Var[X] = E[X2]− E[X]2 = a2 + p(b2 − a2)−
(
a + p(b − a)

)2 (1.11)

= p(b2 − a2)− 2ap(b − a)− p2(b − a)2 = p(1 − p)(b − a)2. (1.12)

On conclut cette sous-section en introduisant la fonction de répartition d’une variable aléa-
toire. En probabilités élémentaires, les fonctions de répartition sont souvent utilisées comme
des alternatives aux lois de variables aléatoires à valeurs réelles.

Définition 1.16. Soit X une variable aléatoire sur (Ω, F, P) à valeurs dans R. La fonction
FX : R → [0, 1] définie par FX(x) := P[X ≤ x] est appelée la fonction de répartition de X.

Remarque. On peut montrer facilement à partir des propriétés des mesures qu’une fonction
de répartition est toujours croissante et continue à droite.

Les fonctions de répartition de lois de probabilités unimodales et symétriques ont certaines
propriétés intéressantes, qui seront utiles pour la suite.

Proposition 1.8. Soit F : R → [0, 1] la fonction de répartition d’une loi de probabilité unimodale
et symétrique autour de a ∈ R, qui possède une densité. Si F est de classe Ck pour un k ∈ N, alors

i) Si k ≥ 2, alors F′′ est positive sur (−∞, a), nulle en a, et négative sur (a, ∞).
De plus, pour ℓ ∈ N avec 1 ≤ ℓ ≤ k :

ii) Si ℓ est impair, F(ℓ) est paire autour de a, c.-à-d. que ∀x ∈ R, F(ℓ)(a + x) = F(ℓ)(a − x) ;
iii) Si ℓ est pair, F(ℓ) est impaire autour de a, c.-à-d. que ∀x ∈ R, F(ℓ)(a + x) = −F(ℓ)(a − x).

Démonstration. Puisque la loi de probabilité est unimodale avec son maximum en a, F′, qui
correspond à sa densité, est croissante sur (−∞, a) et décroissante sur (a, ∞). Si k ≥ 2, alors
F′′ existe et est continue partout. Dans ce cas, elle est positive sur (−∞, a) et négative sur
(a, ∞). Comme elle est continue, alors F′′(a) = 0. Ceci termine de montrer i).
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Les résultats ii) et iii) peuvent être prouvés du même coup, en montrant que pour tout ℓ
entre 1 et k, F(ℓ)(a + x) = (−1)(1+ℓ)F(ℓ)(a − x). Ce résultat est vrai pour ℓ = 1, car F′ est
la densité de la loi de probabilité et que celle-ci est symétrique. On suppose que le résultat
tienne pour un ℓ ≤ k − 1. On sait alors que la dérivée (ℓ+ 1)-ième de F existe, donc on peut
directement dériver chaque côté de la relation précédente pour obtenir que

F(ℓ+1)(a + x) = (−1)2+ℓF(ℓ+1)(a − x) = (−1)ℓF(ℓ+1)(a − x). (1.13)

Par induction, les résultats ii) et iii) sont donc vrais pour tout ℓ entre 1 et k.

§ 1.2.2. Indépendance et espérance conditionnelle

Soit (Ω, F, P) un espace de probabilité. Étant données deux variables aléatoires X et Y sur
cet espace, on peut se demander s’il existe une relation entre elles. Lorsque l’on réalise
l’expérience associée à X, a-t-on davantage d’information sur l’éventuel résultat de l’expé-
rience associée à Y ? Cette question est d’abord reliée à une possible dépendance entre X et
Y, laquelle est reliée aux σ-algèbres egendrées par ces variables aléatoires.

Définition 1.17. Soit X une variable aléatoire sur (Ω, F, P) à valeurs dans un espace me-
surable (Γ, G). La σ-algèbre engendrée par X est l’ensemble σ(X) := {X−1(A) : A ∈ G}.

Remarque 1. Il est facile de vérifier à partir des propriétés des préimages que σ(X) est
effectivement une σ-algèbre. Ainsi, σ(X) est la plus petite σ-algèbre qui rende X mesurable.

Remarque 2. Puisque par définition d’une variable aléatoire X doit être F–mesurable, σ(X)

est nécessairement une sous-σ-algèbre de F, c’est-à-dire que σ(X) ⊂ F.

Définition 1.18. Soient Get Hdeux sous-σ-algèbres de F. On dit que Get H sont indépen-
dantes si pour tout A ∈ G et pour tout B ∈ H, P(A ∩ B) = P(A)P(B). De même, on dit
que deux variables aléatoires X et Y sur (Ω, F, P) sont indépendantes si σ(X) et σ(Y) sont
indépendantes.

Le théorème suivant est un résultat important sur les variables aléatoires indépendantes.

Théorème 1.9. Soient X et Y deux variables aléatoires indépendantes sur (Ω, F, P) à valeurs dans
les espaces mesurables (Γ, G) et dans (Θ, H) respectivement. Soient f : Γ → R et g : Θ → R deux
fonctions mesurables. Alors E

[
( f ◦ X)(g ◦ Y)

]
= E[ f ◦ X]E[g ◦ Y].

Si des variables aléatoires sont dépendantes, il peut être utile de pouvoir quantifier « à quel
point » elles sont dépendantes. Une façon de le faire est d’étudier la relation linéaire entre
elles, qui est quantifiée par leur covariance.

Définition 1.19. Soient X, Y ∈ L2(Ω, F, P). L’expression

Cov[X, Y] := E
[(

X − E[X]
)(

Y − E[Y]
)]

(1.14)

est appelée la covariance de X et Y.
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Remarque 1. Cov[X, Y] =
〈

X−E[X], Y−E[Y]
〉
, où ⟨·, ·⟩ est le produit scalaire sur L2(Ω, F, P).

Remarque 2. Si X et Y sont indépendantes, il suit du théorème 1.9 que leur covariance est
nulle. Cependant, la réciproque n’est pas vraie.

Remarque 3. L’inégalité de Cauchy–Schwarz sur L2(Ω, F, P) implique que pour deux va-
riables aléatoires X, Y ∈ L2(Ω, F, P),

∣∣Cov[X, Y]
∣∣2 ≤

∥∥X − E[X]
∥∥2

2

∥∥Y − E[Y]
∥∥2

2 = Var[X]Var[Y]. (1.15)

Il arrive qu’il soit plus pratique d’utiliser un analogue adimensionnel de la covariance.

Définition 1.20. Soient X, Y ∈ L2(Ω, F, P). L’expression

Corr[X, Y] :=
Cov[X, Y]√
Var[X]Var[Y]

(1.16)

est appelée la corrélation entre X et Y.

Remarque. Il suit de la remarque 3 sur la définition 1.19 de la covariance que la corrélation
entre deux variables aléatoires est toujours bornée entre −1 et 1.

De façon plus générale, les relations entre différentes variables aléatoires peuvent être étu-
diées à partir de leurs moments.

Définition 1.21. Soient X1, . . . , Xn ∈ Lp(Ω, F, P) et k1, . . . , kn ∈ N0 tels que k := k1 + . . . +
kn ≤ p. On dit que E

[
Xk1

1 · · · Xkn
n
]

est un moment d’ordre k ou un k-ième moment des va-
riables aléatoires X1, . . . , Xn. De plus, on dit que E

[(
X1 − E[X1]

)k1 · · ·
(
Xn − E[Xn]

)kn] est
un moment centré d’ordre k ou un k-ième moment centré des variables aléatoires X1, . . . , Xn.

Remarque. L’espérance d’une variable aléatoire est son premier moment et sa variance est
son second moment centré. De même, la covariance entre deux variables aléatoires est un
moment centré d’ordre 2.

L’espérance conditionnelle permet aussi d’étudier les liens entre deux variables aléatoires.

Définition 1.22. Soient X ∈ L1(Ω, F, P) et G une sous-σ-algèbre de F. Si X ≥ 0 p.s.,
l’espérance conditionnelle de X sachant G est une variable aléatoire E[X | G] telle que :

i) E[X | G] est G–mesurable ;
ii) Pour tout A ∈ G, E[1AX] = E

[
1AE[X | G]

]
.

Pour le cas général, on écrit X = X+ − X− où X+ et X− sont positives, et on définit
l’espérance conditionnelle de X sachant G comme E[X | G] := E[X+ | G]− E[X− | G].

Remarque. Il est non trivial l’espérance conditionnelle est même bien définie. Cependant,
on peut montrer qu’elle existe et est unique p.s., par exemple à partir du théorème de
Radon–Nikodym.

Cette définition peut être étendue à une relation entre deux variables aléatoires.
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Définition 1.23. Soient X, Y ∈ L1(Ω, F, P). On appelle E[X | σ(Y)] l’espérance conditionnelle
de X sachant Y, et on note aussi E[X | Y] := E[X | σ(Y)].

L’espérance conditionnelle permet de généraliser la notion de probabilité conditionnelle.
Avant d’en donner la définition générale, on rappelle d’abord la définition élémentaire de
la probabilité conditionnelle d’un événement en sachant un autre.

Définition 1.24. Soient A, B ∈ Favec P(B) > 0. La probabilité conditionnelle de A sachant B,
notée P[A | B], est définie par la relation P[A | B]P(B) = P(A ∩ B).

Remarque 1. Il n’est pas difficile de montrer que la fonction A 7→ P[A | B] est une mesure de
probabilité sur (Ω, F).

Remarque 2. Il peut être pratique de pouvoir considérer la quantité P[A | B] lorsqu’on ne
connaît pas la probabilité de B. Dans ces cas, on peut voir P[A | B] comme n’importe quelle
valeur dans [0, 1] qui satisfait la relation P[A | B]P(B) = P(A ∩ B). En effet, si P(B) = 0,
alors on a aussi que P(A ∩ B) = 0 donc cette relation reste vraie si l’on donne n’importe
quelle valeur dans [0, 1] à P[A | B].

Définition 1.25. Soit A ∈ F. Si G est une sous-σ-algèbre de F, l’espérance conditionnelle
P[A | G] := E[1A | G] est appelée la probabilité conditionnelle de A sachant G. De la même
façon, si X ∈ L1(Ω, F, P), l’espérance conditionnelle P[A | X] := E[1A | X] est appelée la
probabilité conditionnelle de A sachant X.

On conclut cette sous-section par un résultat des plus importants en théorie des probabili-
tés : la loi des grands nombres.

Théorème 1.10 – Loi des grands nombres. Soit (Xn)n∈N une suite de variables aléatoires à
valeurs réelles, indépendantes par paires et identiquement distribuées. Si les Xn ont une espérance
a ∈ R et une variance finie, alors 1

N ∑N
n=1 Xn → a en probabilité et p.s.

Remarque 1. Le résultat quant à la convergence en probabilité est la loi faible des grands
nombres, et celui quant à la convergence p.s. est la loi forte.

Remarque 2. Il serait possible d’avoir des hypothèses moins strictes sur les Xn, mais cette
version de la loi des grands nombres sera suffisante ici.

§ 1.2.3. Espaces produit et noyaux de transition

Lorsque l’on travaille avec plusieurs espaces de probabilité, il est souvent essentiel de pou-
voir les combiner ou les relier entre eux. Une première façon de combiner différents espaces
en un seul est d’en prendre le produit.
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Définition 1.26. Soit T un ensemble. Pour chaque t ∈ T, soient (Ωt, Ft) un espace mesu-
rable et At ∈ Ft. Le produit cartésien ∏t∈T At :=

{
ω ∈ ∏t∈T Ωt : ∀t ∈ T, ω(t) ∈ At

}

est appelé un rectangle mesurable dans ∏t∈T Ωt si At est différent de Ωt seulement pour
un nombre fini de t ∈ T. On note

⊗
t∈T Ft la σ-algèbre engendrée par les rectangles me-

surables dans ∏t∈T Ωt. L’espace mesurable
(
∏t∈T Ωt,

⊗
t∈T Ft

)
est appelé le produit des

(Ωt, Ft).

Remarque. Lorsque (Ωt, Ft) = (Ω, F) pour tout t ∈ T, on note aussi (Ω, F)T ou (ΩT , FT)

pour le produit des (Ωt, Ft).

Dans le cas où l’ensemble d’indices T est fini, il est assez simple de définir une mesure sur
l’espace produit à partir de mesures sur chacun des espaces initiaux.

Théorème 1.11. Pour chaque j ∈ {1, . . . , n}, soit un espace de probabilité (Ωj, Fj, Pj). Alors,
il existe une unique mesure de probabilité P sur (∏n

j=1 Ωn,
⊗n

j=1 Fj) telle que pour Aj ∈ Fj,
P
(
∏n

j=1 Aj
)
= ∏n

j=1 Pj(Aj). On note P =
⊗n

j=1 Pj.

La question de définir une mesure produit sur une collection infinie d’espaces mesurables
est cependant plus épineuse. Des résultats qui permettent de définir de telles mesures se-
ront donnés plus loin, lorsqu’on abordera les processus stochastiques.

Une autre façon importante de relier différents espaces entre eux est à travers des noyaux
intégraux, qu’on appelle des noyaux de transition. Ces objets permettent notamment de
définir des mesures qui peuvent dépendre d’un paramètre.

Définition 1.27. Soient deux espaces mesurables (E, E) et (F, F). Un noyau de transition de
(E, E) dans (F, F) est une fonction K : E ×F→ [0, ∞] telle que :

i) ∀x ∈ E, A 7→ K(x, A) est une mesure sur (F, F) ;
ii) ∀A ∈ F, x 7→ K(x, A) est E–mesurable.

Des noyaux de transition peuvent être combinés à partir de leur produit.

Définition 1.28. Soient trois espaces mesurables (E, E), (F, F) et (G, G) et deux noyaux de
transition K : E ×F→ [0, ∞] et L : F × G→ [0, ∞]. La fonction KL : E × G→ [0, ∞] définie
par

KL(x, B) :=
∫

F
K(x, dy)L(y, B) (1.17)

est appelée le produit de K et de L.

Remarque. Le théorème de la convergence monotone et les propriétés des noyaux transition
permettent de montrer qu’un tel produit est aussi un noyau de transition.

On s’intéressera particulièrement à deux cas de noyaux de transition. D’abord, dans le
contexte des processus de Markov, le cas particulier suivant sera très important.

Définition 1.29. Soit un espace mesurable (E, E). Un noyau de Markov sur (E, E) est un
noyau de transition K de (E, E) dans lui-même tel que pour tout x ∈ E, K(x, E) = 1.
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Le cas suivant donne le point de départ d’une autre méthode qui permet de construire des
mesures de probabilité sur des espaces produit.

Définition 1.30. Soit (E, E, µ) un espace de probabilité et soit (F, F) un espace mesurable.
Une mesure de probabilité aléatoire ν de (E, E, µ) dans (F, F) est un noyau de transition de
(E, E) dans (F, F) tel que ν(x, F) = 1 pour tout x ∈ E.

Remarque. De façon équivalente, il est aussi possible de définir une mesure aléatoire comme
une variable aléatoire à valeurs dans un espace de fonctions, ce qui est fait par exemple
dans [62]. On ne donnera pas davantage de détails sur ce point de vue, mais il est intéres-
sant de remarquer que de cette approche rend la terminologie plus claire : une mesure de
probabilité aléatoire est bien une variable aléatoire à proprement parler.

Le théorème suivant donne la méthode générale pour obtenir une mesure de probabilité
sur un espace produit.

Théorème 1.12. Soit (E, E, µ) un espace de probabilité et (F, F) un espace mesurable. Soit ν une
mesure de probabilité aléatoire de (E, E, µ) dans (F, F). Alors il existe une mesure de probabilité P

sur l’espace produit (E × F, E⊗F) telle que si X est une variable aléatoire sur E × F, alors

E[X] =
∫

E×F
X dP =

∫

E

∫

F
X(x, y)ν(x, dy)µ(dx). (1.18)

Remarque 1. La relation (1.18) décrit aussi la mesure P, car P(A) = E[1A] pour A ∈ E⊗F.

Remarque 2. Le cas où n = 2 au théorème 1.11 est un cas particulier du théorème 1.12, en
prenant (E, E, µ) = (Ω1, F1, P1), (F, F) = (Ω2, F2) et la mesure aléatoire ν(x, A) := P2(A).

Dans le contexte du théorème précédent, une fonction mesurable Y définie sur (F, F) peut
naturellement être vue comme une variable aléatoire (x, y) 7→ Y(y) sur l’espace de proba-
bilité produit. Pour chaque x ∈ E, il est alors possible de définir l’espérance de Y à partir
de la mesure de probabilité A 7→ ν(x, A) sur (F, F). La proposition suivante donne une
interprétation de ces espérances.

Proposition 1.13. Soit ν une mesure de probabilité aléatoire d’un espace de probabilité (E, E, µ)

dans un espace mesurable (F, F). Soit P la mesure de probabilité sur (E × F, E⊗F) introduite au
théorème 1.12. Si Y : F → R est F–mesurable, alors pour tout (x, y) ∈ E × F,

E[Y | πE](x, y) =
∫

F
Y(z)ν(x, dz), (1.19)

où πE : E × F → E note la projection sur E.

Remarque 1. On utilise ici un léger abus de notation : on voit Y comme une fonction sur F
mais aussi comme la fonction (x, y) 7→ Y(y) sur E × F.

Remarque 2. La σ-algèbre σ(πE) contient toute l’information disponible sur l’espace (E, E),
mais aucune information sur (F, F). L’espérance conditionnelle E[Y | πE](x, y), qui ne dé-
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pend pas de y, correspond alors simplement à l’espérance de Y sur l’espace de probabilité
(F, F, νx), où νx(A) := ν(x, A). Étant donnée cette interprétation, on notera généralement
E[Y | x] plutôt que E[Y | πE](x, y).

Démonstration. On remarque d’abord que si Y = ∑n
j=1 cj1Aj pour des cj > 0 et des Aj ∈ F,

alors x 7→
∫

F Y(z)ν(x, dz) = ∑n
j=1 cjν(x, Aj) est E–mesurable, puisque chacune des fonc-

tions x 7→ ν(x, Aj) est E–mesurable. La fonction x 7→
∫

F Y(z)ν(x, dz) est donc toujours
E–mesurable par le théorème de la convergence monotone.

On note alors que σ(πE) = {A× F : A ∈ E}. La fonction Ȳ(x, y) :=
∫

F Y(z)ν(x, dz) est donc
σ(πE)–mesurable, car elle ne dépend pas de la seconde coordonnée. Si A× F ∈ σ(πE), alors

E[1A×FY] =
∫

E

∫

F
1A×F(x, y)Y(y)ν(x, dy)µ(dx) =

∫

E
1A(x)

∫

F
Y(y)ν(x, dy)

∫

F
ν(x, dz)µ(dx)

=
∫

E

∫

F
1A×F(x, z)Ȳ(x, z)ν(x, dz)µ(dx) = E[1A×FȲ]. (1.20)

Ainsi, on voit que Ȳ = E[Y | πE] P–p.s.

§ 1.2.4. Processus stochastiques

Un processus stochastique est simplement la donnée d’une collection de variables aléa-
toires.

Définition 1.31. Soient T un ensemble, (Ω, F, P) un espace de probabilité et (E, E) un
espace mesurable. Une collection {Xt}t∈T de variables aléatoires Xt : Ω → E est appelée
un processus stochastique sur (Ω, F, P) à valeurs dans (E, E).

L’ensemble T de la définition précédente est généralement interprété comme un ensemble
de temps, qui peut être continu (par exemple T = [0, ∞)) ou discret (par exemple T = N).
Un processus stochastique est ainsi souvent utilisé pour représenter l’état d’un système qui
évolue de façon aléatoire.

Exemple 1.4. Soient (E, E) un espace mesurable et (Ω, F) := (E, E)T. Pour chaque t ∈ T,
soit Xt : Ω → E définie par Xt(ω) := ω(t). Pour A ∈ E, X−1

t (A) = {ω ∈ Ω : ω(t) ∈ A}, qui
est un rectangle mesurable sur (E, E)T. Chaque Xt est donc bien une variable aléatoire. On
appelle le processus stochastique {Xt}t∈T ainsi défini un processus de projection de coordon-
nées. En fait, puisque chaque rectangle mesurable sur (E, E)T est une intersection finie de
préimages X−1

t (At) pour certains At ∈ E, on voit même que ET = σ(Xt : t ≥ 0).

Le processus de projection de coordonnées introduit à l’exemple précédent peut à première
vue sembler être un cas très particulier, mais il suffit en fait à définir de nombreux proces-
sus stochastiques différents. En effet, la distinction entre différents processus réside autant,
voire davantage, dans les espaces de probabilité sur lesquels ils sont définis, et en particu-
lier dans les mesures de probabilité, plutôt que sur les variables aléatoires qui composent
le processus. Ainsi, lorsqu’on parle de construire un processus stochastique, on parle sou-
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vent de construire une mesure de probabilité sur un certain espace mesurable de façon à
ce qu’une certaine collection de fonctions mesurables déjà connues devienne un proces-
sus stochastique avec certaines propriétés, plutôt que de construire de nouvelles variables
aléatoires sur un espace de probabilité déjà connu.

Un théorème important, le théorème d’extension de Kolmogorov, garantit sous des condi-
tions assez faibles l’existence de mesures de probabilité qui permettent de définir plusieurs
processus stochastiques. Pour introduire ce théorème, on introduit préalablement quelques
nouveaux objets.

Définition 1.32. Un espace mesurable (E, E) est dit standard s’il existe une bijection mesu-
rable d’inverse mesurable entre (E, E) et

(
B, B(B)

)
pour un certain B ∈ B(R).

Remarque. Lorsqu’il existe une telle bijection entre (E, E) et
(

B, B(B)
)
, on dit que ces deux

espaces mesurables sont isomorphes.

Exemple 1.5. Si E est fini, alors (E, 2E) est standard. En effet, si n est le nombre d’élé-
ments que comporte E, une bijection entre E et {1, . . . , n} peut être définie simplement
en énumérant les éléments de E. Comme ces deux espaces sont discrets, cette bijection est
nécessairement mesurable et d’inverse mesurable.

Définition 1.33. Soient T un ensemble et (E, E) un espace mesurable standard. Pour tout
J ⊂ T fini, soit πJ une mesure de probabilité sur (E, E)J . Si K ⊂ J, soit projJK : EJ → EK la
projection naturelle. On dit que {πJ : J ⊂ T est fini} est une famille cohérente de mesures de
probabilité sur (E, E)T si pour tout J ⊂ T fini et pour tout K ⊂ J, πK = πJ ◦ proj−1

JK .

On peut maintenant énoncer le théorème, un résultat classique très important.

Théorème 1.14 – Théorème d’extension de Kolmogorov. Soient T un ensemble et (E, E)
un espace mesurable standard. Soit {πJ : J ⊂ T est fini} une famille cohérente de mesures de
probabilité sur (E, E)T. Pour chaque t ∈ T, soit Xt : ET → E définie par Xt(ω) := ω(t). Alors, il
existe une mesure de probabilité P sur (E, E)T telle que pour tout J ⊂ T fini, P[XJ ∈ A] = πJ(A),
où XJ := (Xt)t∈J .

On s’intéressera particulièrement aux processus de Markov en temps continu. L’idée de ce
type de processus est que, connaissant l’état Xs du processus en un temps s, la connaissance
des états antérieurs à s n’apporte pas davantage d’information sur les états futurs Xt pour
t > s. Pour bien définir ce type de processus, on introduit d’abord la notion de filtration.
Pour simplifier la discussion, on prendra [0, ∞) comme ensemble de temps.

Définition 1.34. Soit {Xt}t≥0 un processus stochastique sur un espace de probabilité
(Ω, F, P). Pour chaque t ≥ 0, soit FX

t := σ(Xs : s < t). La collection {FX
t }t≥0 est ap-

pelée la filtration engendrée par {Xt}t≥0.

La notion de processus de Markov peut alors être introduite.
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Définition 1.35. Soit {Xt}t≥0 un processus stochastique sur un espace de probabilité
(Ω, F, P) à valeurs dans un espace (E, E). Si P[Xt ∈ A | FX

s ] = P[Xt ∈ A | Xs] pour tout
A ∈ E et pour s, t ≥ 0 avec t > s, alors on dit que {Xt}t≥0 est un processus de Markov.

Pour construire un espace de probabilité sur lequel définir un processus de Markov, on peut
utiliser le théorème d’extension de Kolmogorov. Pour ce faire, le plus simple est d’introduire
un semi-groupe de transition.

Définition 1.36. Soit (E, E) un espace mesurable. Un semi-groupe (de transition) de Markov
sur (E, E) est une collection {Ks,t : t > s ≥ 0} de noyaux de Markov sur (E, E) telle que
pour s, t, u ≥ 0 avec s < t < u, Ks,tKt,u = Ks,u.

Remarque 1. On interprète E comme un ensemble d’états possibles pour un système. Pour
un x ∈ E et un A ∈ E, on interprète alors Ks,t(x, A) comme représentant la probabilité que
l’état du système se trouve dans A au temps t sachant qu’il est dans l’état x au temps s.

Remarque 2. L’équation Ks,tKt,u = Ks,u est appelée l’équation de Chapman–Kolmogorov.

Étant donné un semi-groupe de Markov sur un espace mesurable (E, E), il est possible de
construire une mesure de probabilité sur l’espace produit (E, E)[0,∞).

Théorème 1.15. Soient (E, E) un espace mesurable standard et {Ks,t : t > s ≥ 0} un semi-groupe
de Markov sur (E, E). Pour chaque t ≥ 0, soit Xt : E[0,∞) → E définie par Xt(ω) := ω(t). Soit
µ une mesure de probabilité sur (E, E). Alors il existe une mesure de probabilité P sur (E, E)[0,∞)

telle que si A ∈ E et t > s ≥ 0, P[X0 ∈ A] = µ(A) et P[Xt ∈ A | FX
s ] = P[Xt ∈ A | Xs] =

Ks,t(Xs, A).

L’idée de la démonstration est de prendre, pour J = (t1, . . . , tn) ⊂ [0, ∞),

πJ(A) :=
∫

A

( n

∏
j=1

Ktj−1 ,tj(xj−1, dxj)

)
µ(dx0). (1.21)

Les πJ forment alors une famille cohérente de mesure de probabilité sur (E, E)[0,∞). Ainsi,
le théorème d’extension de Kolmogorov garantit l’existence d’une mesure P sur (E, E)[0,∞)

avec les propriétés voulues. La propriété de Markov P[Xt ∈ A | FX
s ] = P[Xt ∈ A | Xs] suit

ensuite des propriétés de l’espérance conditionnelle. Les détails sont donnés dans [18].

§ 1.2.5. Chaînes de Markov à temps continu homogène

Dans la suite, les processus auxquels on s’intéressera particulièrement sont des chaînes de
Markov à temps continu homogène, c’est-à-dire des processus de Markov à temps continu
dont l’espace des états est discret et dont les noyaux de transition Ks,t ne dépendent que de
la différence t− s. Cette sous-section présente certains résultats généraux qui permettent de
construire et d’étudier de tels processus. Les résultats donnés ici sont basés sur les livres de
Doob [25] et de Norris [74].

Soient E un ensemble fini et E := 2E. À nouveau, on interprète E comme l’ensemble des
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états possibles d’un système. Une chaîne de Markov qui représente l’évolution de ce sys-
tème peut être construite à partir d’un générateur.

Définition 1.37. Soient q := E × E → R et Q := {q(x, y)}x,y∈E. On dit que Q est le
générateur d’une chaîne de Markov en temps continu homogène si :

i) ∀x, y ∈ E avec x ̸= y, q(x, y) ≥ 0 ;
ii) ∀x ∈ E, q(x, x) ≤ 0 ;

iii) ∀x ∈ E, ∑y∈E q(x, y) = 0.

Remarque 1. On interpète q(x, y) comme le taux de transition de l’état x vers l’état y.

Remarque 2. Puisque E est fini, on voit Q comme une matrice dont les éléments sont les
q(x, y).

Un générateur Q := {q(x, y)}x,y∈E suffit à construire un processus de Markov. En effet,
pour t ≥ 0, soient pt(x, y) les éléments de la matrice Pt := etQ. À partir de manipulations
matricielles et de propriétés de l’exponentielle, on peut montrer que les Pt possèdent les
propriétés suivantes :

i) ∀t ≥ 0, pt(x, y) ≥ 0 ;
ii) ∀t ≥ 0, ∀x ∈ E, ∑y∈E pt(x, y) = 1 ;

iii) ∀s, t ≥ 0, PtPs = Pt+s, c’est-à-dire que ∀x, y ∈ E,

∑
z∈E

pt(x, z)ps(z, y) = pt+s(x, y). (1.22)

Pour s, t ≥ 0, on définit alors Ks,t : E × E → [0, 1] par Ks,t(x, A) := ∑y∈A pt−s(x, y). Il est
facile de vérifier que les Ks,t ainsi définis forment un semi-groupe de Markov. En effet,
puisque (E, E) est discret, toutes les fonctions x 7→ Ks,t(x, A) sont forcément mesurables.
De plus, pour chaque x ∈ E, la fonction A 7→ Ks,t(x, A) est additive par définition et vaut
zéro en ∅, donc il s’agit d’une mesure sur (E, E). La propriété ii) des Pt équivaut ensuite à
dire que chaque mesure A 7→ Ks,t(x, A) est une mesure de probabilité. Chaque Ks,t est donc
bien un noyau de Markov sur (E, E).

Pour que les Ks,t forment un semi-groupe de Markov, il reste à montrer qu’ils respectent
l’équation de Chapman–Kolmogorov. Soient x ∈ E et A ∈ E. Pour s, t, u ≥ 0,

Ks,tKt,u(x, A) =
∫

E
Ks,t(x, dy)Kt,u(y, A) = ∑

y∈E
Ks,t
(
x, {y}

)
Kt,u(y, A) (1.23)

= ∑
y∈E

pt−s(x, y) ∑
z∈A

pu−t(y, z) = ∑
z∈A

∑
y∈E

pt−s(x, y)pu−t(y, z). (1.24)

La propriété iii) donne alors directement que

Ks,tKt,u(x, A) = ∑
z∈A

pu−s(z, z) = Ks,u(z, A). (1.25)

Ainsi, les Ks,t respectent bien l’équation de Chapman–Kolmogorov Ks,tKt,u = Ks,u. Ils
forment donc un semi-groupe de Markov.
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L’espace (E, E) est fini et discret. Il est donc standard d’après l’exemple 1.5. Le théo-
rème 1.15 montre alors que pour toute mesure de probabilité µ sur (E, E), il existe une
mesure de probabilité P sur (E, E)[0,∞) telle que si {Xt}t≥0 est le processus de projection
de coordonnées sur (E, E)[0,∞), défini par Xt(ω) := ω(t), alors pour tout A ∈ E et pour
t > s ≥ 0, P[X0 ∈ A] = µ(A) et

P[Xt ∈ A |FX
s ] = P[Xt ∈ A | Xs] = Ks,t(Xs, A) = ∑

y∈A
pt−s(Xs, y). (1.26)

Cette propriété de la mesure P permet d’obtenir de nombreuses relations très utiles. Par
exemple, puisque E est discret, on a pour A ∈ E que

P[Xt ∈ A] = ∑
x∈E

P[Xt ∈ A | X0 = x]P[X0 = x] = ∑
x∈E

K0,t(x, A)µ
(
{x}

)
, (1.27)

donc en explicitant l’expression de K0,t, on voit que

P[Xt ∈ A] = ∑
x∈E

∑
y∈A

µ
(
{x}

)
pt(x, y). (1.28)

De plus, d’après la définition des pt et d’après les propriétés de l’exponentielle, on voit
également que lorsque ∆t ↓ 0, pour tout x, y ∈ E,

P[Xt+∆t = y | Xt = x] = Kt,t+∆t
(

x, {y}
)
= p∆t(x, y) = δxy + q(x, y)∆t + o(∆t), (1.29)

où δxy est le symbole de Kronecker, qui vaut 1 si x = y et 0 sinon.

Finalement, on voit que la matrice Pt = etQ est dérivable selon t, puisque la série (1.4) qui
définit cette fonction converge uniformément sur n’importe quel intervalle borné. Un calcul
direct donne que

.
Pt = QetQ = QPt, où le point note la dérivée par rapport à t. Le résultat

.
Pt = QPt (1.30)

s’appelle l’équation de Kolmogorov. Ce résultat montre que pour tout A ∈ E, la probabilité
P[Xt ∈ A] est dérivable selon t. En effet, on a vu que

P[Xt ∈ A] = ∑
x∈E

∑
y∈A

µ
(
{x}

)
pt(x, y). (1.31)

Ainsi, puisque Pt est dérivable selon t, chacune de ses composantes pt(x, y) l’est aussi, donc
la somme P[Xt ∈ A] l’est aussi.

§ 1.3. Problèmes de fermeture de moments

L’étude d’un processus stochastique dont la loi de probabilité n’est que partiellement connue
est difficile. Parfois, il arrive que l’on ait une description de l’évolution d’un système sous
la forme d’un système d’équations différentielles qui décrit les moments d’un processus
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stochastique. Dans ce cas, peut-on obtenir une description, possiblement approximative,
de l’évolution du système en termes de seulement quelques-uns de ces moments ? Il est
possible de le faire en trouvant une solution à un problème de fermeture de moments. On
présente ici un survol de ce type de problème. Pour une introduction plus complète, on
réfère à l’excellente revue de Kuehn [65].

Pour énoncer précisément le problème, on considère {Xt}t≥0 un processus stochastique à
valeurs dans Rd et défini sur un espace de probabilité quelconque. On énumère les mo-
ments des composantes de Xt à partir d’un ensemble d’indices J, et on les note par des
fonctions mj : [0, ∞) → R pour j ∈ J. Puisque ces moments sont en quantité dénombrable,
on identifie J= N afin de simplifier la notation de la suite.

On suppose ensuite que l’évolution des mj est régie par un système d’équations différen-
tielles de la forme

.mj = f j(m1, m2, m3, m4, . . .) (1.32)

pour j ∈ N et f j : RN → R, où le point note la dérivée. Puisqu’il existe une infinité de
moments, le système (1.32) a en fait une infinité de dimensions. La tâche de réduire un
tel système à un système autonome de dimension finie s’appelle un problème de fermeture
de moments 1. Trouver une solution à ce problème consiste à choisir un certain k ∈ N et à
trouver une certaine fonction F : Rk → RN telle que

F(m1, . . . , mk) = (mk+1, mk+2, mk+3, . . .). (1.33)

L’évolution des k premiers moments est alors donnée par le système

.mj = f j
(
m1, . . . , mk, F(m1, . . . , mk)

)
, (1.34)

qui est autonome. On dit alors que le système est fermé.

Les problèmes de fermeture de moments sont peu étudiés dans un cadre général, mais
des cas précis surviennent et sont étudiés dans de nombreuses disciplines, notamment en
biologie mathématique et en physique statistique [65]. Par exemple, comme on le verra
en détail au chapitre 3, des fermetures de moments sont utilisées dans la construction de
modèles compartimentaux [60] en épidémiologie.

Le premier défi d’un problème de fermeture de moments comme celui décrit plus haut est
de trouver la fonction F donnée en (1.33) qui exprime les moments d’ordre supérieur en
fonction de certains moments donnés. Typiquement, les idées utilisées pour trouver une
telle fonction sont intuitives ou basées sur des suppositions supplémentaires [65]. Ces ar-
guments dépendent souvent de la forme du processus stochastique ou bien du phénomène
qu’il représente.

1. Traduction libre de « moment closure », l’expression généralement utilisée dans la littérature anglophone.
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Chapitre 1. Systèmes dynamiques et probabilités

Une fermeture simple, qui peut toujours être utilisée, consiste à négliger les moments cen-
trés à partir d’un certain ordre ℓ. Ceci correspond simplement à choisir k comme le dernier
moment d’ordre ℓ− 1, puis à prendre F ≡ 0. On utilise souvent le qualificatif « de champ
moyen » pour référer au cas ℓ = 2 de cette fermeture, où seuls les moments d’ordre 1
sont conservés ; on dit dans ce cas que le système fermé (1.34) est un modèle de champ
moyen [60, 82].

Il est très fréquent que la fermeture choisie ne soit valide que si certaines suppositions ad-
ditionnelles sont respectées. La difficulté majeure d’un problème de fermeture de moments
est ainsi de déterminer dans quelle mesure les solutions du système fermé (1.34) sont une
bonne approximation des véritables moments du processus stochastique. Cette question est
très difficile à étudier rigoureusement [65, 93]. En pratique, pour déterminer si une fer-
meture de moments donne de bons résultats, on doit souvent se contenter de comparer
des trajectoires du processus stochastique initial — qui peuvent être obtenues à partir de
simulations numériques — aux solutions du système fermé (1.34).

Intuitivement, on s’attend à ce que le système fermé fournisse une description plus pré-
cise lorsque davantage de moments sont considérés. Ceci a déjà été vérifié pour plusieurs
modèles. Par exemple, pour des modèles épidémiologiques, certains auteurs dont [71, 54]
ont comparé des simulations numériques de processus stochastiques à des solutions de
systèmes fermés issus de différentes fermetures, et ont conclu que la précision des mo-
dèles augmentait avec l’ordre des moments inclus. Cependant, d’autres auteurs émettent
des réserves, puisque les propriétés des systèmes dynamiques peuvent changer lorsque da-
vantage de moments sont considérés. Par exemple, il peut arriver que des fermetures qui
semblent être basées sur des suppositions sensées mènent à des solutions dont les valeurs
n’ont pas de sens par rapport aux moments qu’elles devraient représenter [16]. On verra
d’ailleurs un exemple d’un tel phénomène à la section 4.4.2.4.

La recherche d’une bonne solution à un problème de fermeture de moments est ainsi tou-
jours un problème difficile, et dépend de la forme du système (1.32). On étudiera davantage
ces idées pour des systèmes donnés aux chapitres 3 et 4.
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Chapitre 2

Dynamique markovienne ternaire cy-
clique sur graphes aléatoires

On aborde dans ce chapitre l’étude de processus stochastiques qui caractérisent les états des
nœuds d’un graphe et qui décrivent leur évolution. On étudie également le passage d’un tel
modèle microscopique vers un modèle qui décrit la dynamique sur le graphe d’un point de
vue macroscopique par un système d’équations différentielles. L’objectif est de donner tous
les détails de la construction mathématique, de façon à bien en comprendre les fondements
et à mieux cerner les difficultés qui surviennent lors du passage du microscopique au
macroscopique.

On se restreint à des processus où les états des nœuds peuvent prendre trois valeurs, qui
évoluent de façon cyclique. Cette contrainte est choisie afin de pouvoir modéliser le com-
portement d’un réseau de neurones biologiques. Cette application sera étudiée en détail au
chapitre 4. Les constructions présentées dans ce chapitre seront tout de même assez géné-
rales pour pouvoir modéliser d’autres phénomènes. En particulier, on verra au chapitre 3
qu’elles peuvent être appliquées afin de retrouver un modèle classique en épidémiologie.

Dans la première section, on commence par introduire la notion de graphe aléatoire, et on
définit certaines structures sur ces graphes. L’idée de travailler avec des graphes aléatoires
est un détail technique : on voudra pondérer les liens entre les nœuds, mais on voudra
que ces poids soient aléatoires. Ensuite, dans la seconde section, on construit un processus
stochastique afin de représenter l’évolution des nœuds d’un graphe aléatoire. Dans la troi-
sième section, on utilise ce processus stochastique comme point de départ afin d’obtenir un
système d’équations différentielles qui décrit l’évolution de la probabilité que les nœuds
du graphe soient dans un état donné. Afin d’obtenir une description macroscopioque du
graphe, on divise celui-ci en populations dans la quatrième section, et on y obtient une
équation différentielle qui décrit sa dynamique. On verra cependant que cette équation dif-
férentielle n’est pas autonome. Dans la dernière section, on verra qu’on peut voir la tâche de
la rendre autonome comme un problème de fermeture de moments, et on décrira quelques
pistes de solutions à ce problème.
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Les modélisations étudiées dans les chapitres suivants dépendent en bonne partie de ré-
sultats de ce chapitre. En particulier, on utilise toujours la même notation, introduite à la
définition 2.9, pour les états des nœuds d’un graphe. De plus, pour représenter leur évolu-
tion, on utilise toujours la même forme de processus stochastique, dont les propriétés sont
décrites par le théorème 2.3 et par ses corollaires. Finalement, pour décrire une dynamique
sur un graphe d’un point de vue macroscopique, on utilise toujours des équations diffé-
rentielles de la forme (2.60), qu’on utilise comme point de départ afin d’obtenir un système
autonome selon la méthode décrite à la section 2.5.

Les démarches présentées dans ce chapitre sont celles de l’auteur de ce mémoire, qui n’a
jamais trouvé de démarches équivalentes dans la littérature. La méthode qu’on utilise à la
section 2.3 afin d’obtenir les équations différentielles du point de vue microscopique est
inspirée des méthodes classiques utilisées en épidémiologie pour construire des modèles
semblables dans le cas où chaque nœud a deux états possibles, qu’on peut trouver no-
tamment dans [94, 95]. Les démarches proposées ici peuvent ainsi être vues comme une
généralisation de ces modèles, qui s’applique à davantage de cas.

§ 2.1. Graphes aléatoires

§ 2.1.1. Graphes aléatoires pondérés

Un graphe aléatoire peut être vu simplement comme une variable aléatoire dont les valeurs
sont des graphes.

Définition 2.1. Soient N ∈ N et GN :=
{
(V, A) : V = {1, . . . , N}, A ⊂ V × V

}
l’ensemble

des graphes dirigés à N nœuds. Un graphe aléatoire d’ordre N sur un espace de probabi-
lité (Θ, G, µ) est une variable aléatoire sur (Θ, G, µ) à valeurs dans l’espace mesurable
(GN , 2GN ).

Remarque. L’approche usuelle pour définir un graphe aléatoire, adoptée par exemple dans
le livre de Bollobás [5], est plutôt de prendre une application identité sur un espace de pro-
babilité construit sur un ensemble de graphes. La mesure de probabilité choisie détermine
alors les propriétés du graphe aléatoire. On choisit de ne pas utiliser cette approche afin de
garder général l’espace de probabilité utilisé. Ceci permettra de définir sur ce même espace
d’autres variables aléatoires qui représenteront diverses propriétés des nœuds.

On s’intéressera uniquement à des graphes aléatoires pondérés, c’est-à-dire des graphes aléa-
toires dans lesquels on pondère l’importance relative des liens. Pour définir un graphe pon-
déré, il suffit de considérer une matrice carrée dont les entrées caractérisent les liens entre
les nœuds, à la manière de la matrice d’adjacence d’un graphe.

29



Chapitre 2. Dynamique markovienne ternaire cyclique sur graphes aléatoires

Définition 2.2. Soient N ∈ N et w = (wjk)
N
j,k=1 ∈ RN×N . Soient V := {1, . . . , N}, et

A ⊂ V × V l’ensemble des doublets (k, j) tels que wjk ̸= 0. Dans ce cas, on dit que (V, A)

est le graphe induit par w, on appelle w une matrice de poids, et on dit que le graphe (V, A)

est pondéré par w. Un élément wjk de w est appelé le poids du lien de k vers j.

Comme on peut définir un graphe pondéré à partir d’une matrice, on peut définir un graphe
aléatoire pondéré à partir d’une matrice aléatoire.

Définition 2.3. Soient N ∈ N et (Θ, G, µ) un espace de probabilité. Une matrice aléatoire de
poids de dimension N sur (Θ, G, µ) est une variable aléatoire W : Θ → RN×N .

Remarque. Une matrice aléatoire de poids W de dimension N peut être identifiée à ses
composantes Wjk : Θ → R, telles que W(ϑ) =

(
Wjk(ϑ)

)N
j,k=1. La variable aléatoire Wjk est

alors interprétée comme le poids du lien du nœud k vers le nœud j.

Exemple 2.1. Si µW est une mesure de probabilité sur
(
RN×N , B(RN×N)

)
, alors une appli-

cation identité sur RN×N est une matrice aléatoire de poids sur
(
RN×N , B(RN×N), µW

)
.

Pour pouvoir définir un graphe aléatoire pondéré à partir d’une matrice aléatoire, il est
nécessaire que l’application qui associe une matrice dans RN×N au graphe qu’elle induit
soit mesurable. Il n’est pas difficile de montrer que c’est toujours le cas.

Proposition 2.1. Soit G : RN×N → GN l’application telle que pour w ∈ RN×N , G(w) est le
graphe induit par w. Alors G est mesurable de

(
RN×N , B(RN×N)

)
dans (GN , 2GN ).

Démonstration. Soit un graphe dirigé g = (V, A) ∈ GN . Alors G−1({g}
)
= ∏N

j,k=1 Ujk, où
Ujk = R \ {0} si (k, j) ∈ A et Ujk = {0} sinon. Dans ce cas, Ujk ∈ B(R) pour chaque
paire (j, k), de sorte que G−1({g}

)
∈ B(RN×N). Ensuite, si B ∈ 2GN , alors G−1(B) =

G−1(⋃
g∈B{g}

)
=
⋃

g∈B G−1({g}
)
. Mais puisque GN est fini, B est fini. Ainsi, on voit que

G−1(B) =
⋃

g∈B G−1({g}
)
∈ B(RN×N), et G est mesurable.

Le fait que cette application soit mesurable motive la définition suivante.

Définition 2.4. Soit W une matrice aléatoire de poids de dimension N définie sur un
espace de probabilité (Θ, G, µ). Soit G l’application introduite à la proposition 2.1. Alors
GW := G ◦ W est appelée le graphe aléatoire pondéré induit par W. Dans ce cas, on dit aussi
que W pondère le graphe aléatoire GW .

Remarque. Puisque G est mesurable, la composition G ◦ W est une variable aléatoire, donc
GW est bien un graphe aléatoire au sens de la définition 2.1.

§ 2.1.2. Paramètres et populations

Afin de pouvoir représenter différentes caractéristiques des nœuds d’un graphe aléatoire,
on introduit une notion de paramètre. On considérera toujours les paramètres comme aléa-
toires.

30



Chapitre 2. Dynamique markovienne ternaire cyclique sur graphes aléatoires

Définition 2.5. Soit G un graphe aléatoire sur un espace de probabilité (Θ, G, µ). Un para-
mètre d’ordre k sur G est une variable aléatoire φ : Θ → RNk

.

Remarque. On interprète un paramètre d’ordre k comme une façon d’associer une valeur
réelle à chaque choix de k nœuds du graphe. Ainsi, on identifiera souvent un paramètre
à ses composantes : si φ est un paramètre d’ordre k sur un graphe aléatoire d’ordre N,
alors on identifie φ à l’ensemble des Nk variables aléatoires φj1 ,...,jk : Θ → R telles que
φ(ϑ) =

(
φj1,...,jk(y)

)N
j1,...,jk=1. En particulier, si φ est un paramètre d’ordre 1, on identifie

φ =
(

φj
)N

j=1. On interprète alors φj comme la valeur du paramètre φ pour le nœud j.

Exemple 2.2. Si G est un graphe aléatoire induit par une matrice de poids W, celle-ci est un
paramètre d’ordre 2 sur G.

On voudra ensuite pouvoir considérer des graphes dans lesquels les nœuds sont répartis
en sous-groupes qui partagent des propriétés semblables. On appellera ces sous-groupes
des populations.

Définition 2.6. Soit G un graphe aléatoire d’ordre N. Une division de G en populations est
une partition P de {1, . . . , N}. On dit alors que chaque J ∈ P est une population de G.

L’intérêt de définir des populations sur un graphe aléatoire surviendra lorsque leurs nœuds
partageront des propriétés similaires. C’est avec cette idée qu’on introduit la définition
suivante.

Définition 2.7. Soient G un graphe aléatoire d’ordre N sur un espace de probabilité
(Θ, G, µ) et P une division de G en populations. Soit φ un paramètre d’ordre k sur G.
On dit que φ est homogène sur P ou P–homogène si pour chaque choix J1, . . . , Jk ∈ P de
k populations, les variables aléatoires φj1,...,jk pour (j1, . . . , jk) ∈ J1 × . . . × Jk sont indépen-
dantes et identiquement distribuées.

On introduit également un cas particulier de paramètre homogène.

Définition 2.8. Soient G un graphe aléatoire d’ordre N sur un espace de probabilité
(Θ, G, µ) et P une division de G en populations. Soit φ un paramètre d’ordre k sur G
qui est homogène sur P. On dit que φ est déterminé sur P ou P–déterminé si pour chaque
choix J1, . . . , Jk ∈ P de k populations, il existe un φJ1 ,...,Jk ∈ R tel que φj1 ,...,jk = φJ1,...,Jk

µ–p.s. pour (j1, . . . , jk) ∈ J1 × . . . × Jk.

§ 2.2. Dynamique markovienne ternaire cyclique

§ 2.2.1. Intuition sur la dynamique

Soit G un graphe aléatoire d’ordre N sur un espace de probabilité (Θ, G, µ). On veut main-
tenant définir aux nœuds d’un tel graphe aléatoire un état, et décrire l’évolution des états
de ces nœuds selon un processus stochastique. L’idée est que ce processus attribue à chaque
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nœud du graphe trois états possibles, et que ceux-ci évoluent de façon cyclique. On intro-
duit la terminologie suivante pour décrire de tels états.

Définition 2.9. Soient E := {0, 1, i}N , où i est l’unité imaginaire, et E := 2E. On dit que
l’espace mesurable (E, E) est un espace d’états ternaires pour un graphe aléatoire d’ordre N.
On interprète alors un état x = (xj)

N
j=1 ∈ E comme attribuant l’état xj au nœud j du

graphe.

Remarque 1. L’utilisation de l’ensemble {0, 1, i} pour les valeurs possibles des états d’un
nœud est nouvelle. Ce choix est fait afin que, si Z est une variable aléatoire qui prend ses
valeurs dans {0, 1, i}, on peut voir les probabilités que Z soit dans un état donné comme des
fonctions de Z. Par exemple, Re Z correspond à la probabilité que Z = 1. Cette propriété
sera cruciale dans les calculs qui surviendront à la section 2.3.

Remarque 2. Pour définir un processus semblable avec k états possibles, on pourrait choisir
comme valeurs pour les états d’un nœud la base canonique {ej}n−1

j=1 de Rk−1 ainsi que le
vecteur nul. Si Z est une variable aléatoire qui prend ses valeurs dans un tel ensemble, la
projection de Z sur l’axe j correspond alors à la probabilité que Z = ej. Le choix fait à la
définition 2.9 est simplement le cas particulier de cette idée où n = 2, en identifiant R2 = C.

On veut ensuite définir un processus de Markov en temps continu qui prendra ses valeurs
dans E, de façon à attribuer au graphe un état à chaque instant. On voudra que les nœuds
passent d’un état à l’autre selon les transitions 0 7→ 1 7→ i 7→ 0. Ces transitions seront
appelées les transitions permises, alors que les autres transitions : 0 7→ 1, 1 7→ i et i 7→ 0,
seront dites interdites.

0

1

i

ajbj

cj

Figure 2.1 – Transitions
permises entre les trois
états.

Pour chaque nœud j du graphe, on caractérise ensuite les transi-
tions permises par des fonctions aj, bj, cj : Θ × E → [0, ∞), qui joue-
ront le rôle de taux de transition. On exige que pour chaque état
x ∈ E, les fonctions ϑ 7→ aj(ϑ, x), ϑ 7→ bj(ϑ, x) et ϑ 7→ cj(ϑ, x)
soient mesurables. Chaque taux de transition aj, bj ou cj peut donc
être vu comme une variable aléatoire sur (Θ, G, µ) pour chaque
état x ∈ E. Par exemple, la dépendance des taux de transition sur
Θ pourrait être donnée par une certaine fonction de paramètres
sur le graphe, c’est-à-dire qu’un taux aj pourrait avoir la forme
aj(ϑ, x) = ãj(φ1(ϑ), φ2(ϑ), . . . , φn(ϑ), x) où ãj : Rd × E → [0, ∞)

pour un certain d ∈ N et où les φℓ seraient des paramètres sur
le graphe.

Pour rendre plus explicite l’objectif d’introduire de tels taux de transition, on introduit
(Ω, F) := (E, E)[0,∞) et {Xt}t≥0 le processus de projections de coordonnées sur Ω. Intuiti-
vement, pour chaque ϑ ∈ Θ, on cherche à définir une mesure de probabilité Pϑ sur (Ω, F)
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telle que pour chaque j, lorsque ∆t est assez petit,

aj(ϑ, x)∆t ≈ Pϑ
[
X j

t+∆t = 1
∣∣ X j

t = 0, X j
t = x

]
, (2.1a)

bj(ϑ, x)∆t ≈ Pϑ
[
X j

t+∆t = i
∣∣ X j

t = 1, X j
t = x

]
, (2.1b)

cj(ϑ, x)∆t ≈ Pϑ
[
X j

t+∆t = 0
∣∣ X j

t = i , X j
t = x

]
(2.1c)

et

Pϑ
[
X j

t+∆t = i
∣∣ X j

t = 0
]
≈ Pϑ

[
X j

t+∆t = 0
∣∣ X j

t = 1
]
≈ Pϑ

[
X j

t+∆t = 1
∣∣ X j

t = i
]
≈ 0 (2.1d)

où X j
t note la j-ième composante de Xt. Les taux de transition aj, bj et cj décrivent en fait le

générateur d’un processus de Markov. Si ce générateur est correctement défini, le théorème
d’existence de Kolmogorov permettra d’introduire les mesures de probabilité voulues.

§ 2.2.2. Construction du processus de Markov

Soit ϑ ∈ Θ. Pour deux états x = (xj)
N
j=1 et y = (yj)

N
j=1 dans E, on définit

qϑ(x, y) :=
N

∑
j=1

qϑ
j (x, y)

N

∏
k=1
k ̸=j

δxkyk (2.2a)

où δxkyk est un delta de Kronecker et où

qϑ
j (x, y) := aj(ϑ, x)

(
1 − |xj|

)(
Re yj − (1 − |yj|)

)
+ bj(ϑ, x)Re(xj)

(
Im yj − Re yj

)

+ cj(ϑ, x) Im(xj)
(
(1 − |yj|)− Im yj

)
.

(2.2b)

On interprète qϑ(x, y) comme le taux de transition de l’état x vers l’état y. On remarque
d’ailleurs que pour xj ∈ {0, 1, i}, les trois expressions 1 − |xj|, Re xj et Im xj valent 1 si
xj = 0, si xj = 1 et si xj = i respectivement, et sont nulles dans les autres cas. Ainsi, si la
transition xj 7→ yj est permise, qϑ

j (x, y) correspond à aj(ϑ, x), bj(ϑ, x) ou cj(ϑ, x) selon le cas,
alors que qϑ

j (x, y) = 0 si la transition xj 7→ yj est interdite.

On peut montrer que les qϑ forment effectivement le générateur d’une chaîne de Markov.

Lemme 2.2. Soit (E, E) un espace d’états ternaires pour un graphe aléatoire, et soit la matrice
Qϑ := {qϑ(x, y) : x, y ∈ E} où qϑ(x, y) est défini tel qu’en (2.2). Alors :

i) Pour x, y ∈ E distincts, qϑ(x, y) ≥ 0 ;
ii) Pour tout x ∈ E, qϑ(x, x) ≤ 0 ;

iii) Pour tout x ∈ E, ∑y∈E qϑ(x, y) = 0.

Démonstration. Soient x, y ∈ E distincts. Si x et y diffèrent par au moins deux composantes,
alors le produit ∏N

k=1,k ̸=j δxkyk est nul pour tout j et qϑ(x, y) = 0. Sinon, x et y ne diffèrent
que d’une composante j, et qϑ(x, y) = qϑ

j (x, y). Comme xj, yj ∈ {0, 1, i}, (2.2b) donne que

qϑ
j (x, y) = aj(ϑ, x)

(
1 − |xj|

)
Re(yj) + bj(ϑ, x)Re(xj) Im(yj) + cj(ϑ, x) Im(xj)

(
1 − |yj|

)
. (2.3)

On déduit que qϑ
j (x, y) ≥ 0, car aj, bj et cj sont non négatives. Ceci termine de montrer i).
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Soit x ∈ E. Évidemment, δxkxk = 1 pour tout k. Ainsi, qϑ(x, x) = ∑N
j=1 qϑ

j (x, x) d’après la
définition (2.2). Cependant, pour chaque j, on a toujours que xj ∈ {0, 1, i}, de sorte que
d’après (2.2b),

qϑ
j (x, x) = −aj(ϑ, x)

(
1 − |xj|

)
− bj(ϑ, x)Re xj − cj(ϑ, x) Im xj. (2.4)

On déduit alors que qϑ(x, x) = ∑N
j=1 qϑ

j (x, x) ≤ 0, puisque les fonctions aj, bj et cj sont non
négatives. Ceci termine de montrer ii).

Soit x ∈ E. On peut écrire ∑y∈E qϑ(x, x) = qϑ(x, x) + ∑y∈E\{x} qϑ(x, y). On a déjà vu que si
x et y diffèrent par au moins deux composantes, alors qϑ(x, y) = 0. De plus, si x et y ne
diffèrent que par la j-ième composante, alors qϑ(x, y) = qϑ

j (x, y). Dans ce cas, si la transition
xj 7→ yj est interdite, alors qϑ(x, y) = 0 puisque qϑ

j (x, y) = 0. Tous les termes non nuls de
la somme ∑y∈E\{x} qϑ(x, y) sont donc ceux où y ne diffère de x que d’une composante j
et où la transition xj 7→ yj est permise. Pour chaque j, il y a donc un unique y ∈ E \ {x}
tel que qϑ(x, y) est non nul ; on note x̃j cet état. Alors ∑y∈E\{x} qϑ(x, y) = ∑N

j=1 qϑ(x, x̃j) =

∑N
j=1 qϑ

j (x, x̃j).

Pour chaque j, on a vu en (2.3) que qϑ
j (x, x̃j) correspond à aj(ϑ, x), bj(ϑ, x) ou bien cj(ϑ, x),

selon la transition xj 7→ x̃j
j. Cependant, d’après (2.4), qϑ

j (x, x) correspond justement au

négatif de cette même fonction. Ainsi, pour chaque j on voit que qϑ
j (x, x̃j

j) + qϑ
j (x, x) = 0.

On obtient donc que

∑
y∈E

qϑ(x, y) = qϑ(x, x) + ∑
y∈E\{x}

qϑ(x, y) =
N

∑
j=1

(
qϑ

j (x, x) + qϑ
j (x, x̃j

j)
)
= 0. (2.5)

Ceci termine de montrer iii).

Les propriétés de Qϑ obtenues au lemme précédent montrent qu’il s’agit en fait du généra-
teur d’une chaîne de Markov à temps continu. Ainsi, pour chaque ϑ ∈ Θ, étant donnée une
mesure de probabilité initiale sur (E, E), une mesure de probabilité peut être définie sur
(E, E)[0,∞) à partir du générateur Qϑ. Ces mesures peuvent même être reliées entre elles,
comme montré au théorème suivant.

Théorème 2.3. Soit G un graphe aléatoire d’ordre N sur un espace de probabilité (Θ, G, µ). Soient
(E, E) un espace d’états ternaires sur G et P une mesure de probabilité sur (E, E). Pour chaque
j ∈ {1, . . . , N}, soient aj, bj, cj : Θ × E → [0, ∞) telles que pour tout x ∈ E, les projections
aj(·, x), bj(·, x) et cj(·, x) sont mesurables. Pour ϑ ∈ Θ, soit qϑ : E × E → R définie par (2.2).
Alors pour tout ϑ ∈ Θ, il existe une mesure de probabilité Pϑ sur (Ω, F) := (E, E)[0,∞) telle que :

i) Le processus de projection de coordonnées {Xt}t≥0 sur (Ω, F, Pϑ) est un processus de Markov ;
ii) Pour chaque A ∈ E, Pϑ[X0 ∈ A] = P(A) ;

iii) Pour x, y ∈ E, lorsque ∆t ↓ 0, Pϑ[Xt+∆t = y | Xt = x] = δxy + qϑ(x, y)∆t + o(∆t),
et ν : (ϑ, A) 7→ Pϑ(A) est une mesure de probabilité aléatoire de (Θ, G, µ) dans (Ω, F).
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Démonstration. Soit ϑ ∈ Θ. Par le lemme 2.2, la matrice Qϑ := {qϑ(x, y) : x, y ∈ E} est le
générateur d’une chaîne de Markov à temps continu homogène (voir définition 1.37). Ainsi,
d’après la démarche détaillée à la section 1.2.5, le théorème d’extension de Kolmogorov
montre l’existence d’une mesure de probabilité Pϑ sur (Ω, F) qui respecte les conditions i),
ii) et iii).

Il reste à montrer que ν : (ϑ, A) 7→ Pϑ(A) définit bien une mesure de probabilité aléatoire
de (Θ, G, µ) dans (Ω, F). On sait déjà que chaque Pϑ est une mesure de probabilité sur
(Ω, F), donc il ne reste qu’à montrer que pour chaque A ∈ F, la fonction ϑ 7→ Pϑ(A) est
G–mesurable.

On peut d’abord montrer que si A = X−1
t (B) pour un B ∈ E et un t ≥ 0, alors la fonction

ϑ 7→ Pϑ(A) est G–mesurable. Pour chaque ϑ ∈ Θ, notons pϑ
t (x, y) les éléments de la matrice

etQϑ
. D’après les résultats de la section 1.2.5, on sait que

Pϑ(A) = ∑
x0∈E

∑
x1∈B

P
(
{x0}

)
pϑ

t (x0, x1). (2.6)

Or, d’après les propriétés des taux de transition aj, bj et cj, les fonctions ϑ 7→ qϑ(x, y)
sont G–mesurables. Puisque l’exponentielle est une fonction mesurable, on déduit que les
fonctions ϑ 7→ pϑ

t (x, y) sont aussi mesurables. L’expression (2.6) montre ainsi finalement
que la fonction ϑ 7→ Pϑ(A) est G–mesurable.

On définit ensuite F′ := {A ∈ F : ϑ 7→ Pϑ(A) est G–mesurable}. Le raisonnement précé-
dent montre que F′ ⊃ B := {X−1

t (B) : B ∈ E, t ≥ 0}. Or, on a vu à l’exemple 1.4 que la
σ-algèbre produit F= E[0,∞) est engendrée par le processus de projection de coordonnées,
c’est-à-dire que F= σ(B). Ainsi, si on montre que F′ est une σ-algèbre, on aura montré
que F′ ⊃ F.

Puisque chaque Pϑ est une mesure de probabilité sur (Ω, F), on a toujours que Pϑ(Ω) = 1,
donc la fonction ϑ 7→ Pϑ(Ω) est G–mesurable et Ω ∈ F′. Ensuite, si A ∈ F′, alors
Pϑ(Ω \ A) = 1 − Pϑ(A) par les propriétés des mesures de probabilité. Ainsi, comme la
fonction ϑ 7→ Pϑ(A) est G–mesurable, alors la fonction ϑ 7→ Pϑ(Ω \ A) = 1 − Pϑ(A) est
G–mesurable et Ω \ A ∈ F′. Finalement, soit (Ak)

∞
k=1 ⊂ F′ ⊂ F une suite d’ensembles

disjoints. Comme F est une σ-algèbre, la réunion
⋃∞

k=1 Ak ∈ F. Ceci garantit que pour
chaque ϑ ∈ Θ, ∑∞

k=1 Pϑ(Ak) = Pϑ
(⋃∞

k=1 Ak
)
≤ 1, donc que cette série converge. Ainsi,

puisque chaque fonction ϑ 7→ Pϑ(Ak) est G–mesurable, la fonction ϑ 7→ Pϑ
(⋃∞

k=1 Ak
)
=

∑∞
k=1 Pϑ(Ak) est aussi G–mesurable, et

⋃∞
k=1 Ak ∈ F′.

F′ est donc une σ-algèbre. Puisque F′ ⊃ B et que F = σ(B), alors F′ ⊃ F. Comme
l’inclusion inverse est aussi vraie, on conclut alors que F′ = F, c’est-à-dire que pour tout
A ∈ F, la fonction ϑ 7→ Pϑ(A) est G–mesurable. La fonction ν est donc bien une mesure de
probabilité aléatoire.
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La propriété iii) que possèdent toutes les mesures Pϑ d’après le théorème 2.3 fournit de
nombreuses propriétés. Le corollaire suivant en explicite quelques-unes qui seront particu-
lièrement utiles plus loin.

Corollaire 1. Pour tout ϑ ∈ Θ et tout t ≥ 0, lorsque ∆t ↓ 0,

Pϑ
[
X j

t+∆t = 1
∣∣ X j

t = 0, Xt = x
]
= aj(ϑ, x)∆t + o(∆t), (2.7a)

Pϑ
[
X j

t+∆t = i
∣∣ X j

t = 1, Xt = x
]
= bj(ϑ, x)∆t + o(∆t), (2.7b)

Pϑ
[
X j

t+∆t = 0
∣∣ X j

t = i , Xt = x
]
= cj(ϑ, x)∆t + o(∆t), (2.7c)

Pϑ
[
X j

t+∆t = 0
∣∣ X j

t = 0, Xt = x
]
= 1 − aj(ϑ, x)∆t + o(∆t), (2.7d)

Pϑ
[
X j

t+∆t = 1
∣∣ X j

t = 1, Xt = x
]
= 1 − bj(ϑ, x)∆t + o(∆t), (2.7e)

Pϑ
[
X j

t+∆t = i
∣∣ X j

t = i , Xt = x
]
= 1 − cj(ϑ, x)∆t + o(∆t), (2.7f)

et que

Pϑ
[
X j

t+∆t = x′j
∣∣ X j

t = xj, Xt = x
]
= o(∆t) (2.7g)

lorsque la transition xj 7→ x′j est interdite.

Démonstration. Ces propriétés sont toutes des conséquences de la propriété iii) des Pϑ don-
née au théorème 2.3. En effet, prenons un x ∈ E et un ξ ∈ {0, 1, i} tel que ξ ̸= xj. Alors
pour t ≥ 0 et ∆t ↓ 0,

Pϑ[X j
t+∆t = ξ | Xt = x] = ∑

y∈E,yj=ξ

Pϑ[Xt+∆t = y | Xt = x] = ∑
y∈E,yj=ξ

(
δxy + qϑ(x, y)∆t + o(∆t)

)
. (2.8)

On a ici toujours que δxy = 0 puisque ξ ̸= xj. De plus, on a déjà vu que la définition (2.2)
implique que qϑ(x, y) = 0 lorsque y diffère de x d’au moins deux composantes. Ainsi, le
seul état y ∈ E avec yj = ξ tel que qϑ(x, y) ̸= 0 est celui qui ne diffère de x que par la j-ième
composante. Notant z cet état, on obtient que

Pϑ[X j
t+∆t = ξ | Xt = x] = qϑ(x, z)∆t + o(∆t). (2.9)

Si la transition xj 7→ ξ est interdite, alors qϑ(x, z) = 0 et Pϑ[X j
t+∆t = ξ | Xt = x] = o(∆t), ce

qui donne la relation (2.7g). Si la transition xj 7→ ξ est permise, alors qϑ(x, z) vaut aj(ϑ, x),
bj(ϑ, x) ou cj(ϑ, x) selon la valeur de xj, ce qui mène aux relations (2.7a), (2.7b) et (2.7c).

Finalement, on remarque que

Pϑ[X j
t+∆t = xj | Xt = x] = 1 − Pϑ[X j

t+∆t ̸= xj | Xt = x]. (2.10)

Or, X j
t+∆t ne peut prendre que deux valeurs distinctes de xj : une valeur ξ1 telle que la

transition xj 7→ ξ1 est permise, et une autre valeur ξ2 telle que la transition xj 7→ ξ2 est
interdite. Ainsi,

Pϑ[X j
t+∆t = xj | Xt = x] = 1 − Pϑ[X j

t+∆t = ξ1 | Xt = x]− Pϑ[X j
t+∆t = ξ2 | Xt = x], (2.11)

et les résultats (2.7d), (2.7e) et (2.7f) suivent à partir des premiers résultats obtenus.
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Le fait de relier l’espace de probabilité (Θ, G, µ) à l’espace mesurable (Ω, F) par une me-
sure de probabilité aléatoire permet de définir une mesure de probabilité sur le produit de
ces deux espaces. Ceci donne une façon cohérente de voir le graphe aléatoire G et ses para-
mètres sur le même espace que le processus stochastique {Xt}t≥0 qui décrit sa dynamique.

Corollaire 2. Il existe une mesure de probabilité P sur l’espace produit (Θ × Ω, G⊗F) telle que
si Z est une variable aléatoire sur Θ × Ω,

E[Z] =
∫

Θ

∫

Ω
Z(ϑ, ω)dPϑ(ω)dµ(ϑ). (2.12)

De plus, P possède les propriétés suivantes :
i) Si A ∈ G, alors P(A × Ω) = µ(A).

ii) Si B ∈ F, alors P(Θ × B) =
∫

Θ Pϑ(B)dµ(ϑ) et Pϑ(B) = P[Θ × B | ϑ].

Démonstration. Puisque ν : (ϑ, A) 7→ Pϑ(A) est une mesure de probabilité aléatoire de
(Θ, G, µ) dans (Ω, F), il suit directement du théorème 1.12 qu’il existe une mesure de
probabilité P sur (Θ × Ω, G⊗F) qui respecte (2.12).

Les propriétés i) et ii) de P sont simplement les résultats de calculs directs. En effet, si
A ∈ G, alors P(A × Ω) =

∫
Θ

∫
Ω 1A(ϑ)dPϑ(ω)dµ(ϑ) = µ(A). Ensuite, si B ∈ F, alors

P(Θ × B) =
∫

Θ

∫
Ω 1B(ω)dPϑ(ω)dµ(ϑ) =

∫
Θ Pϑ(B)dµ(ϑ). De plus, Pϑ(B) =

∫
B dPϑ =∫

Ω 1Θ×B(ϑ, ω)dPϑ(ω). Mais d’après la proposition 1.13, il s’agit de l’espérance condition-
nelle E[1Θ×B | ϑ] = P[Θ × B | ϑ].

On peut ici faire une remarque importante sur la notation. Étant donné un graphe aléatoire
sur un espace de probabilité (Θ, G, µ), on a d’abord défini des paramètres sur le graphe
comme des variables aléatoires sur (Θ, G, µ). On a ensuite construit un processus stochas-
tique sur un espace mesurable (Ω, F) afin d’attribuer au nœuds du graphe un état et de
décrire leur évolution. Or, on voit finalement que l’on peut unifier ces deux espaces en un
seul espace (Θ×Ω, G⊗F, P). Toutefois, n’importe quelle fonction mesurable sur (Θ, G) ou
sur (Ω, F) peut naturellement être vue comme une variable aléatoire sur (Θ×Ω, G⊗F, P)

en l’identifiant à une fonction qui ne dépend que d’une coordonnée. Comme il est plus
simple de travailler sur un seul espace, dans tout ce qui suit, on fera de telles identifications
sans toujours les mentionner explicitement, à moins qu’il y ait ambiguité.

On introduit finalement la terminologie suivante pour référer aux structures décrites par le
théorème.

Définition 2.10. Soit G un graphe aléatoire sur un espace de probabilité (Θ, G, µ). Si l’on
décrit les états des nœuds de G par le processus stochastique {Xt}t≥0 sur l’espace de
probabilité (Θ × Ω, G⊗ F, P) décrit au théorème 2.3 et ses corollaires, on dit que ce pro-
cessus est une dynamique markovienne ternaire cyclique (MTC) sur G, décrite par les taux
de transition aj, bj et cj. Dans ce cas, on appelle (Θ, G, µ) l’espace des paramètres de G.

37



Chapitre 2. Dynamique markovienne ternaire cyclique sur graphes aléatoires

§ 2.3. Réduction à un système d’équations différentielles ordinaires

Soit G un graphe aléatoire d’ordre N sur un espace de probabilité (Θ, G, µ). Soit un proces-
sus stochastique {Xt}t≥0 qui définit sur G une dynamique MTC décrite par les taux aj, bj et
cj sur l’espace (Θ × Ω, G⊗F, P). Bien que ce processus stochastique décrive complètement
la dynamique de G, il ne fournit pas une description idéale du système, car il n’est pas
évident de l’étudier lorsque N est grand. Or, dans les applications, on s’intéresse générale-
ment à cette situation. De plus, les taux de transition aj, bj et cj dépendent en général d’un
choix de ϑ ∈ Θ. Dans les applications, ces taux sont donnés par des fonctions de paramètres
sur le graphe ; la dépendance des taux sur ϑ correspond alors à une dépendance sur les va-
leurs de chaque paramètre en chaque nœud du graphe. Or, dans ces situations, il est plutôt
utopique de chercher à déterminer les valeurs des paramètres en chaque nœud. L’informa-
tion dont on dispose peut plutôt correspondre à une loi de probabilité qui modéliserait les
valeurs des paramètres, par exemple.

Étant données ces difficultés, on cherche alors à tirer du processus stochastique une autre
description de la dynamique définie sur G, qui décrirait l’évolution d’un plus petit nombre
de variables que le processus stochastique, et qui ne dépendrait pas directement d’un choix
ϑ ∈ Θ. Il est bien connu (voir par exemple [66] ou plus récemment [23]) que certains
processus de Markov ont des limites sous la forme de solutions d’équations différentielles
ordinaires. Il est donc naturel de chercher à approximer le processus de Markov décrit à
la section précédente par la solution d’un tel système. On cherche donc dans un premier
temps à décrire les dérivées des probabilités que chaque nœud soit dans un état donné.

Pour chaque nœud j et chaque ϑ ∈ Θ, on introduit les fonctions pϑ
j , qϑ

j , rϑ
j : [0, ∞) → [0, 1]

données par

pϑ
j (t) := P[X j

t = 1 | ϑ], qϑ
j (t) := P[X j

t = 0 | ϑ] et rϑ
j (t) := P[X j

t = i | ϑ], (2.13)

ainsi que les fonctions pj, qj, rj : [0, ∞) → [0, 1] données par

pj(t) := P[X j
t = 1], qj(t) := P[X j

t = 0] et rj(t) := P[X j
t = i]. (2.14)

On remarque que, puisque les Xt sont définis sur Ω, il suit de la propriété ii) de P donnée
au corollaire 2 du théorème 2.3 que pj(t) =

∫
Θ pϑ

j (t)dµ(ϑ), et de même pour qj et rj.

Afin de manipuler plus facilement ces probabilités, on obtient d’abord le résultat suivant.

Lemme 2.4. Soit G un graphe aléatoire muni d’une dynamique MTC. Pour chaque nœud j de G,
soient pϑ

j , qϑ
j , rϑ

j : [0, ∞) → [0, 1] définies par (2.13). Alors pϑ
j + qϑ

j + rϑ
j ≡ 1, et pour t ≥ 0 et

ϑ ∈ Θ,

pϑ
j (t) = E

[
Re X j

t

∣∣ ϑ
]
, qϑ

j (t) = E
[
1 − |X j

t|
∣∣ ϑ
]

et rϑ
j (t) = E

[
Im X j

t

∣∣ ϑ
]
. (2.15)
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Démonstration. Soient t ≥ 0, j un nœud de G et ϑ ∈ Θ. On sait que X j
t prend ses valeurs

dans {0, 1, i}, donc puisque A 7→ P[A | ϑ] est une mesure de probabilité sur (Θ×Ω, G⊗F),

pϑ
j (t) + qϑ

j (t) + rϑ
j (t) = P[X j

t = 1 | ϑ] + P[X j
t = 0 | ϑ] + P[X j

t = i | ϑ] = 1. (2.16)

Ensuite,

pϑ
j (t) = P[X j

t = 1 | ϑ] = Re(1)P[X j
t = 1 | ϑ] = ∑

x∈{0,1,i}
Re(x)P[X j

t = x | ϑ] = E[Re X j
t | ϑ], (2.17)

et de la même façon

rϑ
j (t) = P[X j

t = i | ϑ] = Im(i)P[X j
t = i | ϑ] = ∑

x∈{0,1,i}
Im(x)P[X j

t = x | ϑ] = E[Im X j
t | ϑ]. (2.18)

Les résultats précédents impliquent alors que

qϑ
j (t) = 1− pϑ

j (t)− rϑ
j (t) = 1−E[Re X j

t | ϑ]−E[Im X j
t | ϑ] = E[1−Re X j

t − Im X j
t | ϑ]. (2.19)

Or, Re X j
t + Im X j

t vaut 1 si X j
t = 1 ou X j

t = i et vaut 0 si X j
t = 0. Comme ces trois cas sont les

seuls possibles, on voit que Re X j
t + Im X j

t = |X j
t|, de sorte que qj(t) = E

[
1 − |X j

t| | ϑ
]
.

On obtient ensuite directement l’analogue de ce résultat, mais sans conditionner sur la
projection sur l’espace des paramètres.

Lemme 2.5. Soit G un graphe aléatoire muni d’une dynamique MTC. Pour chaque nœud j de G,
soient pj, qj, rj : [0, ∞) → [0, 1] définies par (2.14). Alors pj + qj + rj ≡ 1, et pour t ≥ 0,

pj(t) = E
[
Re X j

t
]
, qj(t) = E

[
1 − |X j

t|
]

et rj(t) = E
[
Im X j

t
]
. (2.20)

Démonstration. Soient t ≥ 0 et j un nœud de G. Par le lemme 2.4 on sait que pour tout
ϑ ∈ Θ, pϑ

j + qϑ
j + rϑ

j ≡ 1. Ainsi,

pj(t) + qj(t) + rj(t) =
∫

Θ

(
pϑ

j (t) + qϑ
j (t) + rϑ

j (t)
)

dµ(ϑ) =
∫

Θ
dµ = 1. (2.21)

Ensuite, on a vu que pϑ
j (t) = E[Re X j

t | ϑ]. Ainsi, en utilisant la proposition 1.13 pour obtenir
une forme intégrale de cette espérance conditionnelle, on trouve que

pj(t) =
∫

Θ
E[Re X j

t | ϑ]dµ(ϑ) =
∫

Θ

∫

Ω
Re X j

t(ω)dPϑ(ω)dµ(ϑ) = E[Re X j
t]. (2.22)

Les identitées pour qj et rj sont obtenues de la même façon.

À partir de ce résultat et des propriétés des mesures Pϑ, on peut ensuite obtenir des ex-
pressions pour les dérivées des pϑ

j , des qϑ
j et des rϑ

j .
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Théorème 2.6. Pour tout ϑ ∈ Θ, les fonctions pϑ
j , qϑ

j et rϑ
j introduites au lemme 2.4 sont dérivables

sur (0, ∞) et dérivables à droite en 0. De plus, pour tout t ≥ 0,

.pϑ
j (t) = −E

[
Re(X j

t)bj(ϑ, Xt) | ϑ
]
+ E

[(
1 − |X j

t|
)
aj(ϑ, Xt) | ϑ

]
, (2.23a)

.qϑ
j (t) = −E

[(
1 − |X j

t|
)
aj(ϑ, Xt) | ϑ

]
+ E

[
Im(X j

t)cj(ϑ, Xt) | ϑ
]
, (2.23b)

.rϑ
j (t) = −E

[
Im(X j

t)cj(ϑ, Xt) | ϑ
]
+ E

[
Re(X j

t)bj(ϑ, Xt) | ϑ
]
, (2.23c)

où le point note la dérivée.

Remarque. C’est ici que l’on voit toute la pertinence d’avoir choisi {0, 1, i} comme l’ensemble
des valeurs possibles pour les états d’un nœud du graphe. La méthode utilisée dans la
preuve pour calculer les dérivées de ces probabilités est inspirée d’une méthode classique
en épidémiologie, utilisée notamment dans [15, 94, 95]. Dans ce contexte, on considère un
processus stochastique {Zt}t≥0 où chaque Zt prend ses valeurs dans {0, 1}. La dérivée de la
probabilité que Zt = 1 est alors calculée en exploitant le fait que cette probabilité est égale
à l’espérance de Zt. Prendre {0, 1, i} comme valeurs pour les états d’un nœud permet de
généraliser cette méthode.

Démonstration. Soit ϑ ∈ Θ. Pour alléger la notation, on travaillera sur (Ω, F, Pϑ) directe-
ment afin d’éviter le conditionnement sur ϑ. Cependant, d’après la proposition 1.13, si Y
est mesurable sur (Ω, F), alors E[Y | ϑ] = Eϑ[Y], où Eϑ note l’espérance sur (Ω, F, Pϑ). On
démontrera donc l’équivalent des relations (2.23) sur (Ω, F, Pϑ).

Soient t ≥ 0 et ∆t > 0. On remarque que l’ensemble {X j
t+∆t = 1} ⊂ Ω peut être écrit comme

⋃
x∈E{Xt = x, X j

t+∆t = 1}, qui est une réunion d’ensembles disjoints. Ainsi, pour ϑ ∈ Θ,

pϑ
j (t + ∆t) = Pϑ[X j

t+∆t = 1] = Pϑ
(⋃

x∈E{X j
t+∆t = 1, Xt = x}

)
(2.24)

= ∑
x∈E

Pϑ[X j
t+∆t = 1, Xt = x] = ∑

x∈E
Pϑ[X j

t+∆t = 1 | Xt = x]Pϑ[Xt = x]. (2.25)

On peut ensuite utiliser l’identité

Pϑ[X j
t+∆t = y | Xt = x] = Re(xj)P

ϑ[X j
t+∆t = y | Xt = x, X j

t = 1]

+ Im(xj)P
ϑ[X j

t+∆t = y | Xt = x, X j
t = i]

+ (1 − |xj|)Pϑ[X j
t+∆t = y | Xt = x, X j

t = 0],

(2.26)

pour y ∈ {0, 1, i}. Cette identité suit directement du fait que xj doit prendre une valeur dans
{0, 1, i} : deux des termes du membre de droite de (2.26) sont nuls, et l’autre correspond
directement au membre de gauche en y explicitant la valeur de xj dans la condition Xt = x.
En utilisant (2.26) avec y = 1 dans (2.25), on obtient que

pϑ
j (t + ∆t) = ∑

x∈E

(
Re(xj)P

ϑ[X j
t+∆t = 1 | Xt = x, X j

t = 1]

+ Im(xj)P
ϑ[X j

t+∆t = 1 | Xt = x, X j
t = i]

+ (1 − |xj|)Pϑ[X j
t+∆t = 1 | Xt = x, X j

t = 0]
)

Pϑ[Xt = x].

(2.27)
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En considérant ∆t ↓ 0, il est justifié d’utiliser les expressions (2.7) obtenues au corollaire 1
du théorème 2.3 pour les probabilités conditionnelles de l’expression précédente. On obtient
alors que

pϑ
j (t + ∆t) = ∑

x∈E

(
Re(xj)

(
1 − bj(ϑ, x)∆t + o(∆t)

)
+ Im(xj)o(∆t)

+ (1 − |xj|)
(
aj(ϑ, x)∆t + o(∆t)

))
Pϑ[Xt = x].

(2.28)

= ∑
x∈E

(
Re(xj)− bj(ϑ, x)Re(xj)∆t + aj(ϑ, x)

(
1 − |xj|

)
∆t
)

Pϑ[Xt = x] + o(∆t).

(2.29)

Mais E est l’ensemble des valeurs possibles pour Xt. Ainsi,

pϑ
j (t + ∆t) = Eϑ

[
Re(X j

t)− bj(ϑ, Xt)Re(X j
t)∆t + aj(ϑ, Xt)

(
1 − |X j

t|
)
∆t
]
+ o(∆t). (2.30)

Par le lemme 2.4, on sait que pϑ
j (t) = Eϑ[Re X j

t]. On trouve alors finalement que

pϑ
j (t + ∆t)− pϑ

j (t)

∆t
= Eϑ

[
−bj(ϑ, Xt)Re(X j

t) + aj(ϑ, Xt)
(
1 − |X j

t|
)]

+
1

∆t
o(∆t). (2.31)

Puisque 1
∆t o(∆t) → 0 lorsque ∆t ↓ 0, la relation précédente montre que la dérivée à droite

de pϑ
j existe et est donnée par

Eϑ
[
−bj(ϑ, Xt)Re(X j

t) + aj(ϑ, Xt)
(
1 − |X j

t|
)]

. (2.32)

Cependant, comme on a remarqué à la fin de la section 1.2.5, l’équation de Kolmogorov
(1.30) implique que pϑ

j est dérivable sur (0, ∞) puisque {Xt}t≥0 est un processus de Markov.
L’expression (2.32) donne donc la dérivée de pϑ

j sur (0, ∞) et sa dérivée à droite en 0.

Un raisonnement très similaire au précédent mène à l’expression de la dérivée à droite de
rϑ

j (t). En effet, de la même façon qu’on a obtenu (2.25), on peut voir que

rϑ
j (t + ∆t) = ∑

x∈E
Pϑ[X j

t+∆t = i | Xt = x]Pϑ[Xt = x]. (2.33)

Ensuite, en utilisant (2.26) avec y = i et en substituant les expressions (2.7), on trouve que

rϑ
j (t + ∆t) = ∑

x∈E

(
Re(xj)P

ϑ[X j
t+∆t = i | Xt = x, X j

t = 1]

+ Im(xj)P
ϑ[X j

t+∆t = i | Xt = x, X j
t = i]

+ (1 − |xj|)Pϑ[X j
t+∆t = i | Xt = x, X j

t = 0]
)

Pϑ[Xt = x]

(2.34)

= ∑
x∈E

(
Re(xj)bj(ϑ, x)∆t + Im(xj)

(
1 − cj(ϑ, x)∆t

))
Pϑ[Xt = x] + o(∆t). (2.35)

= Eϑ
[
Re(X j

t)bj(ϑ, Xt)∆t + Im(X j
t)
(
1 − cj(ϑ, Xt)∆t

)]
+ o(∆t). (2.36)
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Par le lemme 2.4, on sait que rϑ
j (t) = Eϑ[Im(X j

t)]. Ainsi,

rϑ
j (t + ∆t)− rϑ

j (t)

∆t
= Eϑ

[
Re(X j

t)bj(ϑ, Xt)− Im(X j
t)cj(ϑ, Xt)

]
+

1
∆t

o(∆t), (2.37)

et on voit que la dérivée à droite de rϑ
j est donnée par

Eϑ
[
Re(X j

t)bj(ϑ, Xt)− Im(X j
t)cj(ϑ, Xt)

]
. (2.38)

Comme plus tôt, on sait d’après l’équation de Kolmogorov que rϑ
j est dérivable. Cette ex-

pression donne ainsi la dérivée de rϑ
j sur (0, ∞).

Finalement, le lemme 2.4 montre que pϑ
j + qϑ

j + rϑ
j ≡ 1. Ainsi, les résultats obtenus pour .pϑ

j

et .rϑ
j montrent directement que

.qϑ
j (t) = − .pϑ

j (t)−
.rϑ
j (t) = −Eϑ

[(
1 − |X j

t|
)
aj(ϑ, Xt)

]
+ Eϑ

[
Im(X j

t)cj(ϑ, Xt)
]
. (2.39)

Les résultats du théorème (2.6) sont un premier pas vers une description travaillable de la
dynamique sur le graphe. Cependant, comme décrit plus tôt, on cherche une description
qui ne dépendrait pas du choix de paramètres, c’est-à-dire de la valeur précise de ϑ dans
Θ. Heureusement, le résultat précédent a un analogue sur les probabilités pj, qj et rj.

Corollaire. Si pour tout x ∈ E et pour tout nœud j de G les fonctions aj(·, x), bj(·, x) et cj(·, x)
sont intégrables, alors les fonctions pj, qj et rj introduites au lemme 2.5 sont dérivables sur (0, ∞)

et dérivables à droite en 0, et pour tout t ≥ 0,

.pj(t) = −E
[
Re(X j

t)bj(ϑ, Xt)
]
+ E

[(
1 − |X j

t|
)
aj(ϑ, Xt)

]
, (2.40a)

.qj(t) = −E
[(

1 − |X j
t|
)
aj(ϑ, Xt)

]
+ E

[
Im(X j

t)cj(ϑ, Xt)
]
, (2.40b)

.rj(t) = −E
[
Im(X j

t)cj(ϑ, Xt)
]
+ E

[
Re(X j

t)bj(ϑ, Xt)
]
. (2.40c)

Démonstration. On note d’abord que, pour tout ϑ ∈ Θ et pour tout t ≥ 0, le théorème 2.6
montre que

∣∣ .pϑ
j (t)

∣∣ =
∣∣∣−E

[
Re(X j

t)bj(ϑ, Xt)
∣∣ ϑ
]
+ E

[(
1 − |X j

t|
)
aj(ϑ, Xt)

∣∣ ϑ
]∣∣∣ (2.41)

≤ E
[
|Re(X j

t)bj(ϑ, Xt)|
∣∣ ϑ
]
+ E

[
|(1 − |X j

t|)aj(ϑ, Xt)|
∣∣ ϑ
]

(2.42)

≤ E
[
|bj(ϑ, Xt)|+ |aj(ϑ, Xt)|

∣∣ ϑ
]
. (2.43)

Comme E est fini, on peut définir

f (ϑ) := ∑
x∈E

(
|aj(ϑ, x)|+ |bj(ϑ, x)|

)
, (2.44)

qui est intégrable puisque l’on suppose que les fonctions aj(·, x) et bj(·, x) sont intégrables
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pour chaque x ∈ E. Cette fonction permet de borner |pϑ
j (t)| : d’après (2.43),

∣∣pϑ
j (t)

∣∣ ≤ ∑
x∈E

E
[
|bj(ϑ, x)|+ |aj(ϑ, x)|

∣∣ ϑ
]
= E[ f (ϑ) | ϑ] = f (ϑ). (2.45)

Cette condition de domination justifie alors de passer la dérivée sous l’intégrale, et on
trouve que

.pj(t) =
d
dt

∫

Θ
pϑ

j (t)dµ(ϑ) =
∫

Θ

.pϑ
j (t)dµ(ϑ). (2.46)

L’expression (2.40a) suit ensuite directement de l’intégration de l’expression de .pϑ
j (t) obte-

nue au théorème 2.6, en utilisant la proposition 1.13.

Des preuves analogues permettent de démontrer les résultats (2.40b) et (2.40c).

Le système d’équations différentielles obtenu au corollaire précédent donne une description
de la dynamique qui ne dépend plus de la valeur précise des paramètres. Toutefois, pour
pouvoir étudier ce système, il serait nécessaire de réécrire les membres de droite de (2.40)
en termes des pj, des qj et des rj. Or, il n’est pas clair que ce soit possible, à moins d’ajouter
davantage de suppositions sur les taux de transition aj, bj et cj. Par ailleurs, même si l’on
pouvait obtenir un tel système, il resterait difficile à étudier, puisque si le nombre de nœuds
du graphe est très grand, la dimension de ce système d’équations différentielles est encore
plus grande.

§ 2.4. Description macroscopique de la dynamique

Le système (2.40) obtenu au corollaire du théorème 2.6, à la section précédente, fournit une
description de la dynamique définie sur le graphe qui ne dépend plus du choix précis de
paramètres sur le graphe. Cependant, ce système est d’une très grande dimension : il décrit
l’évolution des états de tous les nœuds.

Pour obtenir une description de la dynamique qui soit plus simple à étudier, il est alors
logique de s’intéresser à réduire le système (2.40) à une description macroscopique de la
dynamique. Pour ce faire, on suppose que le graphe G est divisé en une collection P de
n populations. On peut alors chercher à décrire comment ces populations évoluent, plutôt
que de chercher à décrire comment les nœuds évoluent individuellement.

Pour chaque population J ∈ P et chaque t ≥ 0, on définit

AJ
t :=

1
|J| ∑

j∈J
Re X j

t , RJ
t :=

1
|J| ∑

j∈J
Im X j

t , et SJ
t :=

1
|J| ∑

j∈J

(
1 − |X j

t|
)
, (2.47)

qui correspondent aux fractions des nœuds de J qui se trouvent dans l’état 1, dans l’état
i et dans l’état 0 respectivement. La paire (AJ

t , RJ
t ) peut alors être interprétée comme l’état

dans lequel se trouve la population J d’un point de vue macroscopique. On note que si l’on
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connaît les fractions AJ
t et RJ

t pour une certaine population J, alors on connaît immédiate-
ment SJ

t . En effet, comme chaque X j
t prend ses valeurs dans {0, 1, i}, alors

AJ
t + RJ

t + SJ
t =

1
|J| ∑

j∈J

(
Re X j

t + Im X j
t + 1 − |X j

t|
)
≡ 1. (2.48)

En combinant les états de toutes les populations comme

Yt :=
(
Y J

t
)

J∈P où Y J
t := (AJ

t , RJ
t ), (2.49)

on obtient un nouveau processus stochastique {Yt}t≥0 qui décrit l’évolution de l’état du
graphe d’un point de vue macroscopique.

Pour obtenir une description de l’évolution attendue de l’état du graphe, on peut alors
s’intéresser aux espérances des composantes de Yt. Afin d’alléger la notation pour la suite,
on notera ces espérances par des lettres calligraphiques :

AJ(t) := E[AJ
t ], RJ(t) := E[RJ

t ] et SJ(t) := E[SJ
t ]. (2.50)

Par linéarité de l’espérance, on remarque alors que

AJ(t) = E[AJ
t ] = E

[
1
|J| ∑

j∈J
Re X j

t

]
=

1
|J| ∑

j∈J
pj(t). (2.51)

De la même façon,

RJ(t) =
1
|J| ∑

j∈J
rj(t) et SJ(t) =

1
|J| ∑

j∈J
qj(t). (2.52)

Ainsi, sous les hypothèses du corollaire du théorème 2.6, la dérivabilité des pj, des qj et
des rj garantit la dérivabilité des AJ , des RJ et des SJ . Le résultat (2.40) donne alors des
expressions pour les dérivées de ces quantités macroscopiques, par linéarité de la dérivée.

À partir de cette idée, on peut obtenir une forme assez évocatrice pour les dérivées des AJ ,
des RJ et des SJ . Pour ce faire, on définit les ensembles aléatoires

Jξ
t :=

{
j ∈ J : X j

t = ξ
}

(2.53)

pour ξ ∈ {0, 1, i}, et on remarque que

AJ
t =

|J1
t |
|J| , RJ

t =
|Ji

t |
|J| et SJ

t =
|J0

t |
|J| . (2.54)

Ainsi, à partir de (2.40), on voit que
.
AJ(t) =

1
|J| ∑

j∈J

.pϑ
j (t) =

1
|J| ∑

j∈J

(
−E

[
Re(X j

t)bj(ϑ, Xt)
]
+ E

[(
1 − |X j

t|
)
aj(ϑ, Xt)

])
(2.55)

= E

[
−|J1

t |
|J|

1
|J1

t |
∑
j∈J

Re(X j
t)bj(ϑ, Xt) +

|J0
t |
|J|

1
|J0

t |
(
1 − |X j

t|
)
aj(ϑ, Xt)

]
(2.56)

= E

[
− AJ

t

|J1
t |

∑
j∈J

Re(X j
t)bj(ϑ, Xt) +

SJ
t

|J0
t |

∑
j∈J

(
1 − |X j

t|
)
aj(ϑ, Xt)

]
. (2.57)
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Cependant, j ∈ J1
t si et seulement si Re(X j

t) = 1, et si j /∈ J1
t alors Re(X j

t) = 0. De la même
façon, j ∈ J0

t si et seulement si 1 − |X j
t| = 1, et 1 − |X j

t| = 0 lorsque j /∈ J0
t . Il s’ensuit que

.
AJ(t) = E

[
−AJ

t
1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt) + SJ
t

1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt)

]
. (2.58a)

Les mêmes idées mènent, dans les deux autres cas, aux résultats

.
RJ(t) = E

[
−RJ

t
1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt) + AJ
t

1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt)

]
(2.58b)

et
.
SJ(t) = E

[
−SJ

t
1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt) + RJ
t

1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt)

]
. (2.58c)

Ces résultats donnent une intuition claire sur la façon dont on peut décrire la dynamique
sur le graphe d’un point de vue macroscopique. En effet, les taux de transition n’appa-
raissent pas individuellement dans ces équations : on n’en voit que des moyennes arithmé-
tiques prises sur les fractions d’une population dans un état donné. Si ces moyennes arith-
métiques peuvent être réécrites comme des taux de transition moyens qui ne dépendent
que de l’état macroscopique du graphe, alors (2.58) permettra d’écrire les dérivées des AJ ,
des RJ et des SJ en fonction de l’état macroscopique du graphe plutôt qu’on fonction de
son état microscopique.

On suppose donc qu’il existe des fonctions aJ , bJ , cJ : [0, 1]2n → [0, ∞), où n est le nombre
de populations du graphe, telles que

aJ(Yt) =
1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt), bJ(Yt) =
1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt) et cJ(Yt) =
1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt),

(2.59)
où les égalités tiennent P–p.s. Alors (2.58) peut être réécrite simplement comme

.
AJ(t) = −E[AJ

t bJ(Yt)] + E[SJ
t aJ(Yt)], (2.60a)

.
RJ(t) = −E[RJ

t cJ(Yt)] + E[AJ
t bJ(Yt)], (2.60b)

.
SJ(t) = −E[SJ

t aJ(Yt)] + E[RJ
t cJ(Yt)]. (2.60c)

On obtient ainsi une description de la dynamique définie sur le graphe d’un point de vue
purement macroscopique.

§ 2.5. Le problème de fermeture de moments

On a obtenu à la section précédente le système d’équations différentielles ordinaires (2.60)
en supposant que pour chaque x ∈ E, les fonctions aj(·, x), bj(·, x) et cj(·, x) sont intégrables
sur l’espace des paramètres (Θ, G, µ), et en supposant que les taux de transition peuvent
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être moyennés sur des populations du graphe de la façon décrite en (2.59). Le système
(2.60) atteint alors les objectifs énoncés plus tôt : il fournit une description macroscopique
moyenne de la dynamique sur le graphe qui ne dépend pas du choix de paramètres ϑ ∈ Θ.
Cependant, un obstacle majeur reste à surmonter : ce système n’est pas autonome. En effet,
les membres de droite des équations différentielles ne sont pas exprimés en fonction des
espérances des composantes de l’état macroscopique Yt.

Il est alors intéressant de remarquer que la démarche présentée aux deux sections pré-
cédentes peut être généralisée pour obtenir des équations différentielles qui décrivent les
autres moments des composantes de l’état macroscopique. Par exemple, on peut s’intéres-
ser à l’évolution des seconds moments, qu’on notera EJK

UV(t) := E[U J
t VK

t ] pour deux popu-
lations J et K du graphe, où U et V remplacent A, R ou S. On privilégiera cette notation
lorsqu’on voudra voir les seconds moments comme des variables d’un système dynamique.
En commençant par étudier comment évoluent les probabilités que deux nœuds soient dans
deux états donnés, sous les mêmes suppositions que celles tenues pour obtenir le système
(2.60), il est possible de voir que pour toutes populations J, K du graphe,

.
EJK

AA(t) = −E
[
AJ

t AK
t
(
bJ(Yt) + bK(Yt)

)]
+ E

[
AJ

t SK
t aK(Yt)

]
+ E

[
SJ

t AK
t aJ(Yt)

]
, (2.61a)

.
EJK

RR(t) = −E
[
RJ

t RK
t
(
cJ(Yt) + cK(Yt)

)]
+ E

[
RJ

t AK
t bK(Yt)

]
+ E

[
AJ

t RK
t bJ(Yt)

]
, (2.61b)

.
EJK

AR(t) = −E
[
AJ

t RK
t
(
bJ(Yt) + cK(Yt)

)]
+ E

[
AJ

t AK
t bK(Yt)

]
+ E

[
SJ

t RK
t aJ(Yt)

]
. (2.61c)

Les expressions analogues qui impliquent les fractions de populations dans l’état 0 suivent
alors de (2.61) et du fait que AJ

t + RJ
t + SJ

t ≡ 1 pour tout t ≥ 0 et pour toute population J.
En effet, cette relation mène aux expressions

.
EJK

SS(t) = −E
[
SJ

t SK
t
(
aJ(Yt) + aK(Yt)

)]
+ E

[
SJ

t RK
t cK(Yt)

]
+ E

[
RJ

t SK
t cJ(Yt)

]
, (2.61d)

.
EJK

AS(t) = −E
[
AJ

t SK
t
(
bJ(Yt) + aK(Yt)

)]
+ E

[
AJ

t RK
t cK(Yt)

]
+ E

[
SJ

t SK
t aJ(Yt)

]
, (2.61e)

.
EJK

RS(t) = −E
[
RJ

t SK
t
(
cJ(Yt) + aK(Yt)

)]
+ E

[
RJ

t RK
t cK(Yt)

]
+ E

[
AJ

t SK
t bJ(Yt)

]
. (2.61f)

Les dérivées des seconds moments centrés des mêmes variables aléatoires, c’est-à-dire
de leurs covariances, peuvent être décrites de la même façon. On notera ces covariances
CJK

UV(t) := Cov[U J
t , VK

t ] pour deux populations J et K du graphe, où U et V remplacent à
nouveau A, R ou S. On peut effectivement tirer des systèmes (2.60) et (2.61) que

.
CJK

AA(t) = −Cov[AJ
t , AK

t bK(Yt)]− Cov[AJ
t bJ(Yt), AK

t ]

+ Cov[AJ
t , SK

t aK(Yt)] + Cov[SJ
t aJ(Yt), AK

t ],
(2.62a)

.
CJK

AR(t) = −Cov[AJ
t , RK

t cK(Yt)]− Cov[AJ
t bJ(Yt), RK

t ]

+ Cov[AJ
t , AK

t bK(Yt)] + Cov[SJ
t aJ(Yt), RK

t ],
(2.62b)

.
CJK

RR(t) = −Cov[RJ
t , RK

t cK(Yt)]− Cov[RJ
t cJ(Yt), RK

t ]

+ Cov[RJ
t , AK

t bK(Yt)] + Cov[AJ
t bJ(Yt), RK

t ].
(2.62c)
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Des démarches complètes qui mènent aux résultats (2.61) et (2.62) sont données à l’an-
nexe A. En principe, il serait possible d’obtenir des résultats semblables aussi pour les
moments suivants de ces variables aléatoires, quoique le traitement serait de plus en plus
fastidieux.

Comme on peut décrire les dérivées de tous les moments des composantes de l’état macro-
scopique, il est naturel de voir ceci comme un problème de fermeture de moments, qu’on
a vu plus en détail à la section 1.3. Même dans le contexte du système (2.60)–(2.61) ou du
système (2.60)–(2.62), il est difficile de proposer une solution générale à ce problème qui
incluerait les moments d’ordre 2 et qui fonctionnerait peu importe la forme spécifique du
système.

Cependant, il est toujours possible de considérer l’approximation de champ moyen du
système, où tous les moments centrés d’ordre 2 et plus sont négligés. Avec cette supposition,
on n’inclut aucun des systèmes (2.61) et (2.62), et on peut distribuer les espérances sur
les différents facteurs des produits présents dans les équations (2.60). De plus, comme
on néglige les variances de toutes les composantes de l’état macroscopique Yt, alors on
considère que Yt = Y(t) := E[Yt] p.s., de sorte que par exemple

E
[
AJ

t bJ(Yt)
]
= E

[
AJ

t
]
E
[
bJ(Yt)

]
= AJ(t)bJ

(
Y(t)

)
. (2.63)

En appliquant le même raisonnement aux autres produits, on obtient le système de champ
moyen

.
AJ = −AJbJ(Y) + SJaJ(Y), (2.64a)
.
RJ = −RJcJ(Y) +AJbJ(Y), (2.64b)

.
SJ = −SJaJ(Y) +RJcJ(Y). (2.64c)

Cette approche impose cependant de négliger l’essentiel des propriétés stochastiques de
la dynamique initiale, puisque les variances des composantes de l’état macroscopique sont
négligées.

Il est alors logique de chercher à aller plus loin, en incluant au moins les seconds moments
des composantes de l’état macroscopique. L’objectif est alors de réécrire les membres de
droite de (2.60) et de (2.61) en fonction des premiers et seconds moments des composantes
de Yt. Toutefois, on ne cherchera pas à obtenir un résultat général ici. En effet, les méthodes
utilisées pour réaliser la fermeture de moments dépendent plutôt de la forme précise des
taux de transition moyens aJ , bJ et cJ , et dépendent donc des applications.

Dans les chapitres suivants, ces idées seront développées dans deux applications particu-
lières. On survolera d’abord les idées principales du problème dans le contexte d’un modèle
épidémiologique au chapitre 3, puis on étudiera plus en détail le problème dans le contexte
d’un modèle de dynamique neuronale au chapitre 4.
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Chapitre 3

Application aux modèles épidémiolo-
giques compartimentaux

Les modèles compartimentaux sont une famille de modèles épidémiologiques qui regroupe
la plupart des modèles utilisés dans ce domaine [26, 46]. Les cas classiques ont été introduits
en 1927 dans [57] par Kermack et McKendrick, qui ont poursuivi leur travaux au début des
années 1930 dans [58, 59].

Dans ce chapitre, on s’intéresse particulièrement au modèle SIR, qui est le cas le plus clas-
sique. L’objectif de ce chapitre est de montrer que la dynamique du modèle SIR peut être
vue comme un cas particulier de dynamique markovienne ternaire cyclique, et de mettre
en évidence les défis que pose la modélisation d’un phénomène biologique par une telle
dynamique. Le modèle SIR étant classique, le cas particulier du problème de fermeture de
moments discuté à la section 2.5 pour ce modèle a déjà été étudié. On veut ainsi présen-
ter quelques solutions de ce problème qui permettent d’inclure les moments d’ordre 2. Ce
chapitre est entièrement indépendant du chapitre 4 et peut être sauté sans affecter la lec-
ture. Ceci dit, l’étude du problème de fermeture de moments présentée dans le contexte du
modèle SIR peut aider à saisir comment on aborde un tel problème de façon plus concrète.

Dans la première section, on donne une introduction plus détaillée des modèles comparti-
mentaux en épidémiologie, en portant une attention particulière au modèle SIR. On montre
ensuite dans la deuxième section qu’il est possible d’appliquer les résultats du chapitre 2
pour obtenir ce modèle. La troisième section est consacrée à une revue de quelques solu-
tions possibles du problème de fermeture de moments pour le modèle SIR. Finalement, on
conclut le chapitre par une brève discussion sur l’applicabilité des résultats du chapitre 2 à
d’autres modèles compartimentaux que le modèle SIR.

§ 3.1. Les modèles compartimentaux

L’idée générale des modèles compartimentaux est de considérer une population d’individus
à travers laquelle se propage une épidémie, et de la diviser en différents groupes, ou com-
partiments, dans lesquels les individus sont dans le même état relativement à la maladie
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qui se propage [46]. Par exemple, on considère généralement un compartiment S pour des
individus qui sont susceptibles d’être infectés par la maladie, et un compartiment I pour
des individus infectés qui peuvent contaminer d’autres individus. On peut aussi considérer
un compartiment E pour des individus exposés à la maladie mais qui ne sont pas encore
contagieux, et un compartiment R pour des individus qui ont déjà été infectés et qui ne
peuvent pas être réinfectés. Ce type de modèle est généralement nommé par un acronyme
composé des lettres qui correspondent aux différents compartiments, en répétant la lettre S
à la fin de l’acronyme lorsqu’un même individu peut être infecté plus d’une fois. On obtient
ainsi les modèles SI, SIR, SEIR, SIS, SIRS et SEIRS, selon les compartiments choisis.

Il est aussi possible de considérer d’autres compartiments que les quatre mentionnés ici. Ces
modèles peuvent également être adaptés pour tenir compte d’autres phénomènes, comme
des naissances et des morts, de la vaccination, ou encore des variations saisonnières dans
les contacts entre les individus [27].

§ 3.1.1. Le modèle SIR classique

Parmi les modèles compartimentaux, l’un des plus classiques est le modèle SIR présenté par
Kermack et McKendrick dans [57] en 1927. Ce modèle permet de représenter la propagation
d’une maladie infectieuse dans une population sous des hypothèses minimales. On présente
dans cette section une brève dérivation du modèle, basée sur [70] et sur [46].

On considère une population de N individus. Pour modéliser une épidémie qui s’y pro-
page, on la divise en trois compartiments. On considère d’abord un compartiment d’indivi-
dus en santé, mais qui peuvent contracter la maladie. On dit généralement que ces indivi-
dus sont susceptibles, et on note leur nombre au temps t par S(t). Ensuite, on considère un
compartiment d’individus qui sont infectés par la maladie et qui peuvent la transmettre aux
individus susceptibles. On note par I(t) le nombre d’individus infectés au temps t. Fina-
lement, on considère un compartiment d’individus guéris, qui sont désormais immunisés
et ne peuvent plus être infectés. On dit alors que ces individus sont retirés, et on note R(t)
leur nombre au temps t. On considère toujours que chaque individu est dans un et un seul
de ces trois compartiments, de sorte que S + I + R ≡ N.

On veut ensuite décrire comment les trois quantités S, I et R évoluent dans le temps. Pour
simplifier la situation, on suppose qu’elles varient de façon continue, même si dans la
réalité elles variraient plutôt de façon discrète. L’idée générale de la modélisation, détaillée
au prochain paragraphe, est résumée à la figure 3.1.

S I R
β γ

Figure 3.1 – Transitions entre les trois compartiments dans le modèle SIR.
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D’abord, on suppose qu’un individu a β contacts suffisants avec d’autres individus par
unité de temps, où un « contact suffisant » désigne un contact qui serait susceptible de
causer la transmission de l’infection. En un temps t, un individu susceptible a donc βI(t)/N

contacts par unité de temps avec des individus infectés. Ainsi, au temps t, le nombre d’in-
dividus par unité de temps qui passent de l’état susceptible à l’état infecté est βS(t)I(t)/N.
Comme ce phénomène est le seul qui fait varier le nombre d’individus susceptibles, on
conclut que

.
S = −βSI

N
, (3.1a)

où le point note la dérivée. On suppose ensuite que les individus infectés guérissent à un
taux γ, c’est-à-dire que la maladie dure un temps de 1/γ. Ainsi, au temps t, le nombre
d’individus infectés qui guérissent par unité de temps est de γI(t). On trouve donc que

.
I =

βSI
N

− γI. (3.1b)

Les individus infectés qui guérissent passent directement au compartiment des individus
retirés, et ce phénomène est le seul qui fasse varier la quantité d’individus retirés. On déduit
donc finalement que

.
R = γI. (3.1c)

Le système (3.1) peut aussi être réécrit selon les fractions de la population totale qui sont
dans chacun des trois compartiments. Pour ce faire, on définit

S(t) :=
S(t)
N

, I(t) :=
I(t)
N

et R(t) :=
R(t)

N
. (3.2)

0 25 50 75 100
Temps [jours]

0.0

0.2

0.4

0.6

0.8

1.0

0 25 50 75 100
Temps [jours]

0 25 50 75 100
Temps [jours]

S
I
R

Figure 3.2 – Trois solutions du modèle SIR (3.3) pour S(0) = 0,99, I(0) = 0,01 et R(0) = 0. Dans
les trois cas, le taux de guérison est γ = 1/7 jours−1. La seule différence entre les trois solutions est
la valeur du taux de transmission β : on a pris, dans l’ordre, β = 1, β = 1/2 et β = 1/4 jours−1. Ceci
donne une petite illustration de l’idée que de réduire les contacts (et donc de réduire la valeur de β)
lors d’une épidémie est crucial afin d’applatir la courbe de la proportion d’individus infectés.
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En divisant par N les équations (3.1), on obtient alors le système

.
S = −βSI , (3.3a)
.
I = βSI − γI , (3.3b)
.
R = γI . (3.3c)

On donne des exemples de solutions de cette équation différentielle à la figure 3.2.

Le modèle SIR a été abondamment étudié au cours des dernières décennies, et ses pro-
priétés mathématiques sont aujourd’hui bien connues. Une analyse élémentaire, mais très
intéressante, est donnée au chapitre 2 de [70]. Plusieurs généralisations de ce modèle ont
aussi été étudiées ; de bons exemples sont discutés dans [7, 46, 70].

§ 3.1.2. Le modèle SIRS

S

I

R

βγ

δ

Figure 3.3 – Transitions
entre les trois compartiments
dans le modèle SIRS.

Le modèle SIRS est très semblable au modèle SIR, mais permet
de modéliser une épidémie où l’immunité qui suit l’infection
dure seulement un temps fini. Le passage des individus d’un
compartiment à l’autre est alors représenté par le diagramme
donné à la figure 3.3. Reprenant la modélisation présentée à la
sous-section 3.1.1, on peut passer au modèle SIRS en supposant
qu’un individu rétabli redevient susceptible au taux δ, c’est-à-
dire que l’immunité dure un intervalle de temps 1/δ plutôt que
d’être infinie. Ceci a pour effet d’ajouter un terme +δR dans
l’expression de la dérivée

.
S , et un terme −δR dans l’expres-

sion de la dérivée
.
R. En modifiant ainsi le système (3.3), on

obtient le système
.
S = −βSI + δR, (3.4a)
.
I = −γI + βSI , (3.4b)
.
R = −δR+ γI , (3.4c)

qui décrit l’évolution des fractions d’individus qui se trouvent dans chacun des trois com-
partiments.

§ 3.2. Modélisation d’une épidémie par une dynamique MTC

La dérivation du modèle SIR présentée à la section 3.1.1 a l’avantage d’être claire et in-
tuitive. Cependant, elle impose de considérer tous les individus de la population comme
identiques, et de considérer que des contacts peuvent se produire de la même façon entre
n’importe quelle paire d’individus. Afin d’alléger ces suppositions, on peut construire le
modèle SIR à partir d’une description des interactions individuelles plutôt qu’à partir d’une
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description globale de ce qui se produit dans la population. Par ailleurs, il est naturel de
modéliser les interactions entre les individus et la transmission de l’infection comme des
phénomènes aléatoires. Ceci mène à l’idée de modéliser une épidémie par un processus
stochastique qui décrit les états de tous les individus de la population.

La formulation du modèle SIR à partir d’un processus stochastique est aujourd’hui une
autre approche standard au modèle SIR, abordée par exemple dans [1, 54, 61, 60, 91, 94, 95].
On propose dans cette section une nouvelle construction du modèle SIR d’un point de vue
stochastique, basée sur les résultats du chapitre 2. Même si cette construction du modèle
est différente de ce qu’on retrouve dans la littérature puisqu’il s’agit de considérer un cas
particulier d’une démarche plus générale, les résultats obtenus sont équivalents à ceux déjà
connus.

§ 3.2.1. Modélisation de l’épidémie

On considère un ensemble de N individus à travers lequel se propage une épidémie. On vise
à représenter la situation par une dynamique MTC sur un graphe aléatoire. On prend alors
une matrice de poids W de dimension N et G le graphe aléatoire induit par cette matrice de
poids. On interprète les nœuds de G comme les individus, et on interprète une composante
Wjk de la matrice de poids comme le taux auquel les individus j et k ont des interactions
qui mènent à l’infection de j par k, si k est infecté. Le rôle des poids est ainsi analogue au
rôle du paramètre β dans le modèle SIR classique. On introduit également γ un paramètre
d’ordre 1 sur G, qui joue le même rôle que dans le modèle SIR classique : la variable
aléatoire γj décrit le taux auquel l’individu j guérit de l’infection lorsqu’il est infecté.

Il est simple d’expliciter un espace de probabilité sur lequel le graphe et ses paramètres
peuvent être définis. En effet, soient µW : B(RN×N) → [0, 1] la loi de probabilité voulue
pour la matrice de poids et µγ : B(RN) → [0, 1] celle du paramètre γ. On peut alors prendre
Θ := RN3

, G := B(RN3
) et µ := µγ ⊗ µW , et l’espace de probabilité (Θ, G, µ) forme l’espace

des paramètres du graphe. En voyant RN3
= RN ×RN×N , les paramètres γ et W deviennent

simplement des projections sur les deux composantes, qui sont évidemment G–mesurables.
On suppose également que les lois de probabilité des paramètres sont choisies de sorte
qu’ils soient intégrables.

Afin de représenter les états des individus relativement à la maladie, on introduit un espace
d’états ternaires (E, E) pour G. On interprète alors :

• l’état 0 comme celui d’un individu susceptible,
• l’état 1 comme celui d’un individu infecté,
• l’état i comme celui d’un individu retiré.

On veut ensuite définir des taux de transition aj, bj, cj : Θ × E → [0, ∞) entre ces trois états
de façon à reproduire la dynamique schématisée à la figure 3.1.
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D’abord, on sait qu’un individu susceptible j a, au taux Wjk, des contacts avec un autre
individu k qui vont l’infecter si k est lui-même infecté. Ainsi, pour un état x ∈ E du graphe,
le taux aj auquel j passe de l’état susceptible à l’état infecté est donné par

aj(ϑ, x) :=
N

∑
k=1

Wjk(ϑ)Re xk. (3.5)

Ensuite, on sait qu’indépendamment de l’état du graphe, l’individu j guérit au taux

bj(ϑ, x) := γj(ϑ). (3.6)

On suppose finalement qu’une fois qu’un individu a contracté la maladie et en est guéri, il
devient immunisé. Ainsi, une fois un individu dans l’état retiré, il y reste. On prend donc
simplement cj ≡ 0 pour chaque nœud j du graphe.

Puisque γ et W sont G–mesurables et intégrables, il est clair des expressions (3.5) et (3.6)
que pour chaque x ∈ E, les projections aj(·, x) et bj(·, x) sont G–mesurables et intégrables,
de même que cj(·, x) qui est identiquement nulle. Ainsi, par le théorème 2.3, si P est une
mesure de probabilité sur (E, E), il existe pour chaque ϑ ∈ Θ une mesure de probabilité
Pϑ sur (Ω, F) := (E, E)[0,∞) telle que les conditions i) à iii) du théorème sont respectées,
et telle que le processus de projection de coordonnées {Xt}t≥0 respecte les conditions (2.7)
données au corollaire 1. De plus, par le corollaire 2, l’espace (Θ × Ω, G⊗F) peut être muni
d’une mesure de probabilité P telle que pour toute variable aléatoire Z sur Θ × Ω,

E[Z] =
∫

Θ

∫

Ω
Z(ϑ, ω)dPϑ(ω)dµ(ϑ), (3.7)

où E est l’espérance par rapport à P. Le processus {Xt}t≥0 correspond alors à une dyna-
mique MTC qui décrit l’état du graphe selon le temps.

§ 3.2.2. Passage à la description macroscopique de la dynamique

Afin d’obtenir une description macroscopique de la dynamique sur le graphe, qui modé-
liserait l’épidémie, on cherche à appliquer les résultats présentés à la section 2.4. Pour ce
faire, on commence par diviser le graphe en une collection P de n populations. Comme on
a vu que les projections des taux de transition sur l’espace des paramètres sont intégrables,
si l’on trouve des taux de transition moyens de la forme (2.59), alors la démarche décrite à la
section 2.4 donnera directement une description macroscopique moyenne de la dynamique.

En reprenant la notation utilisée à la section 2.4, on cherche ainsi pour chaque population
J ∈ P des fonctions aJ , bJ , cJ : [0, 1]2n → [0, ∞) telles que pour tout t ≥ 0,

aJ(Yt) =
1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt) =
1
|J0

t |
∑
j∈J0

t

N

∑
k=1

Wjk(ϑ)Re Xk
t , (3.8a)

bJ(Yt) =
1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt) =
1
|J1

t |
∑
j∈J1

t

γj(ϑ) (3.8b)
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et

cJ(Yt) =
1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt) = 0, (3.8c)

où les égalités tiennent P–p.s. et où Yt note l’état macroscopique qui correspond à Xt selon
(2.49). Comme les cj sont identiquement nuls, on peut prendre cJ ≡ 0 et la condition (3.8c)
est directement respectée.

En général, il n’est pas facile d’assurer qu’il existe de telles fonctions aJ et bJ . Il est cependant
possible de le faire si les paramètres sont déterminés sur P (au sens de la définition 2.8).
En effet, pour J, K ∈ P, soient γJ et WJK les valeurs réelles telles que γj = γJ P–p.s. et
Wjk = WJK P–p.s. pour j ∈ J et k ∈ K. Alors

1
|J1

t |
∑
j∈J1

t

γj =
1
|J1

t |
∑
j∈J1

t

γJ = γJ P–p.s. (3.9)

et
1
|J0

t |
∑
j∈J0

t

N

∑
k=1

Wjk Re Xk
t =

1
|J0

t |
∑
j∈J0

t

∑
K∈P

∑
k∈K1

t

Wjk

=
1
|J0

t |
∑
j∈J0

t

∑
K∈P

∑
k∈K1

t

WJK = ∑
K∈P

|K1
t |WJK = ∑

K∈P
|K|WJK IK

t P–p.s.,
(3.10)

où IK
t note la fraction de la population K qui se trouve dans l’état infecté (qui serait notée

AK
t à la section 2.4). Afin d’adopter une notation similaire à celle utilisée pour le modèle

SIR classique, on introduit β JK := |K|WJK. Cette quantité est en effet analogue au paramètre
β utilisé dans le modèle SIR classique, puisque WJK représente le taux auquel un individu
de la population J a des contacts avec un individu donné de la population K. Ainsi, β JK

représente le taux auquel un individu de la population J a des contacts avec les individus
de la population K.

On peut ainsi prendre les taux moyens

aJ(Yt) := ∑
K∈P

β JK IK
t et bJ(Yt) := γJ , (3.11)

qui respectent les conditions (3.8). Avec ces taux, on obtient le système prévu par (2.60) à la
section 2.4, qui prend ici la forme

.
SJ(t) = −E

[
SJ

t ∑
K∈P

β JK IK
t

]
= − ∑

K∈P
β JKE[SJ

t IK
t ], (3.12a)

.
IJ(t) = −E[I J

t γJ ] + E
[
SJ

t ∑
K∈P

β JK IK
t

]
= −γJIJ(t) + ∑

K∈P
β JKE[SJ

t IK
t ], (3.12b)

.
RJ(t) = E[I J

t γJ ] = γJIJ(t), (3.12c)

où l’on a remplacé la lettre A par I dans les notations pour être plus cohérent avec le modèle
SIR classique.
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On peut ensuite obtenir l’approximation de champ moyen de ce système. Il est intéressant
de remarquer qu’ici, on n’a pas à négliger les variances des fractions de populations pour
l’obtenir. En effet, il suffit de négliger les corrélations entre des fractions susceptibles et
infectées des populations. Dans ce cas, on considère que E[SJ

t IK
t ] = SJ(t)IK(t) pour tout

t ≥ 0 et pour n’importe quelle paire de populations J, K ∈ P. Le système (3.12) est alors
simplifié comme

.
SJ = − ∑

K∈P
β JKSJIK , (3.13a)

.
IJ = −γJIJ + ∑

K∈P
β JKSJIK , (3.13b)

.
RJ = γJIJ , (3.13c)

qui donne une équation différentielle autonome. Il est alors intéressant de remarquer que,
si l’on ne considère qu’une seule population, ce système est réduit à

.
S = −βSI , (3.14a)
.
I = −γI + βSI , (3.14b)
.
R = γI , (3.14c)

où l’on a omis les indices qui réfèrent à l’unique population. On retrouve donc le système
(3.3), qui correspond au modèle SIR classique ! Le système (3.13) généralise donc le modèle
SIR en permettant différentes populations qui auraient des contacts plus ou moins forts.

§ 3.2.3. Remarques sur les suppositions qui mènent au système (3.12)

Pour obtenir le système (3.12), on a supposé que les paramètres étaient déterminés sur P.
Comme cette supposition est assez lourde, il semble intéressant de tenter de l’alléger.

On suppose donc que les paramètres sont plutôt homogènes sur P (au sens de la défini-
tion 2.7). Si le graphe est divisé en un petit nombre de très grandes populations, alors

1
|J1

t |
∑
j∈J1

t

γj et
1
|J0

t |
∑
j∈J0

t

N

∑
k=1

Wjk Re Xk
t =

1
|J0

t |
∑
j∈J0

t

∑
K∈P

∑
k∈K1

t

Wjk (3.15)

représentent les moyennes arithmétiques de variables aléatoires indépendantes et identi-
quement distribuées sur des ensembles qui sont potentiellement très grands. Il semblerait
alors approprié de tenter de considérer la limite où la taille de chaque population tend vers
l’infini, afin de remplacer (3.9) et (3.10) par des utilisations de la loi des grands nombres.

Cependant, il est difficile de considérer correctement une telle limite. En effet, on a pu
construire un espace de probabilité (Θ × Ω, G⊗F, P) à la section 2.2 en fixant un nombre
de nœuds N pour le graphe. Pour différentes tailles de populations, on a donc différents
espaces de probabilité, et il n’est pas clair de quelle façon on pourrait les relier. De plus,
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les ensembles J0
t et J1

t sur lesquels les taux de transition sont sommés dans (3.15) sont eux-
mêmes aléatoires. Pour pouvoir utiliser une forme de loi des grands nombres, il faudrait
donc arriver à formuler une limite où les tailles de J0

t et de J1
t deviennent arbitrairement

grandes avec une probabilité élevée.

Ainsi, il ne serait certainement pas simple d’appliquer une forme de loi des grands nombres
pour obtenir des analogues de (3.9) et de (3.10) dans le cas où les paramètres sont homo-
gènes sur P. Néanmoins, si une population J est très grande, il semble raisonnable de
supposer que si IJ(t) ̸= 0, alors l’ensemble J1

t est aussi très grand avec une probabilité éle-
vée. Par contre, si IJ(t) = 0, alors l’ensemble J1

t est vide presque sûrement. Il semble donc
raisonnable d’approximer que

1
|J1

t |
∑
j∈J1

t

γj ≈ γJ := E[γj] pour j ∈ J, (3.16)

du moins dans le contexte où l’on veut motiver (3.12) pour des paramètres homogènes
sur P. De la même façon, il semble raisonnable d’approximer que

1
|J0

t |
∑
j∈J0

t

N

∑
k=1

Wjk(ϑ)Re Xk
t ≈ ∑

K∈P
|K|WJK IK

t (t) = ∑
K∈P

β JK IK
t (t), (3.17)

où ici WJK := E[Wjk] pour j ∈ J et k ∈ K, et où l’on prend toujours β JK = |K|WJK.

Dans le cas de paramètres homogènes sur P, on verra donc le système (3.12) comme un
modèle macroscopique approximatif.

§ 3.3. Fermetures de moments au-delà de l’approximation de champ
moyen

Afin de décrire la propagation d’une épidémie à la manière du modèle SIR, on a obtenu à
la section précédente le système (3.12), donné par

.
SJ = − ∑

K∈P
β JKEJK

SI , (3.12a)

.
IJ = −γJIJ + ∑

K∈P
β JKEJK

SI , (3.12b)

.
RJ = γJIJ , (3.12c)

où l’on reprend la notation EJK
UV(t) := E[U J

t VK
t ] utilisée à la section 2.5 pour désigner les se-

conds moments. Pour considérer davantage l’aspect stochastique de la dynamique que dans
l’approximation de champ moyen (3.13), on peut tenter de considérer aussi les seconds mo-
ments plutôt que de les approximer à partir des premiers. Pour ce faire, il faut d’abord
compléter le système d’équations différentielles précédent avec la dérivée des seconds mo-
ments. Comme SJ

t + I J
t + RJ

t ≡ 1 pour tout t ≥ 0 et pour toute population J, les espérances
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de produits de SJ
t et de I J

t suffisent à déterminer tous les seconds moments. Avec les taux
de transition moyens donnés en (3.11), les expressions (2.61e), (2.61d) et (2.61a) donnent

.
EJK

SI (t) = −γKEJK
SI (t)− ∑

L∈P
β JLE[SJ

t IK
t IL

t ] + ∑
L∈P

βKLE[SJ
t SK

t IL
t ], (3.18a)

.
EJK

SS(t) = − ∑
L∈P

(β JL + βKL)E[SJ
t SK

t IL
t ], (3.18b)

.
EJK

I I (t) = −(γJ + γK)E
JK
I I (t) + ∑

L∈P
βKLE[SK

t I J
t IL

t ] + ∑
L∈P

β JLE[SJ
t IK

t IL
t ] (3.18c)

où, comme dans la section précédente, on a remplacé la lettre A par la lettre I par cohérence
avec le modèle SIR classique. On veut ensuite imposer des approximations supplémentaires
afin d’obtenir une équation différentielle autonome à partir du système (3.12)–(3.18). Pour
ce faire, il suffit d’approximer les moments d’ordre 3 en termes des moments d’ordre 2. Ce
problème de fermeture de moments, de même que ses analogues pour d’autres modèles
épidémiologiques compartimentaux, est très étudié depuis les années 1990. Plusieurs solu-
tions sont discutées dans [60, 78, 79]. Dans le reste de la section, on donne deux exemples
importants de solutions à ce problème.

§ 3.3.1. L’approximation des paires

Une solution populaire à ce problème de fermeture de moments est l’approximation des
paires 1, introduite par Matsuda et al. en 1992 dans [71]. Cette méthode a été proposée à
l’origine pour étudier des dynamiques de populations de type Lotka–Volterra en écologie 2,
mais avec l’idée qu’elle puisse s’appliquer également à des modèles épidémiologiques com-
patrimentaux. Elle a effectivement été reprise dans les deux disciplines, par exemple dans
[54, 56, 55, 61, 67, 83, 88, 91]. Cette méthode est aujourd’hui standard, et discutée jusque
dans des manuels de référence plus généraux comme [60, 82].

L’idée de cette approximation dans [71] provient de probabilités de trois événements simul-
tanés qui peuvent être vues comme des espérances de produits de trois variables aléa-
toires binaires. On considère j, k et ℓ, trois nœuds distincts du graphe, et on suppose
qu’il existe des liens entre j et k et entre j et ℓ. On cherche alors à approximer l’espé-
rance E

[(
1 − |X j

t|
)

Re
(
Xk

t
)

Re
(
Xℓ

t
)]

. Puisque cette espérance est celle du produit de trois
variables aléatoires binaires qui valent 0 ou 1, elle peut directement être réécrite comme
une probabilité. En effet,

E
[(

1 − |X j
t|
)

Re
(
Xk

t
)

Re
(
Xℓ

t
)]

= P[X j
t = 0, Xk

t = 1, Xℓ
t = 1] (3.19)

= P[Xℓ
t = 1 | X j

t = 0, Xk
t = 1]P[X j

t = 0, Xk
t = 1]. (3.20)

1. Traduction libre de l’expression « pair approximation », souvent utilisée dans la littérature anglophone.
2. Voir l’exemple 1.1 pour la version classique de ce modèle.
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Puisqu’on suppose qu’il existe un lien entre ℓ et j mais pas entre ℓ et k, on peut penser
que l’état de j a davantage d’influence sur l’état de ℓ que l’état de k en a. Cette intuition
justifie d’approximer que P[Xℓ

t = 1 | X j
t = 0, Xk

t = 1] ≈ P[Xℓ
t = 1 | X j

t = 0]. Avec cette
approximation, la relation précédente devient

E
[(

1 − |X j
t|
)

Re
(
Xk

t
)

Re
(
Xℓ

t
)]

≈ P[Xℓ
t = 1 | Xk

t = 0]P[X j
t = 0, Xk

t = 1] (3.21)

=
P[Xℓ

t = 1, Xk
t = 0]

P[Xk
t = 0]

P[X j
t = 0, Xk

t = 1] (3.22)

=
E
[(

1 − |X j
t|
)

Re Xℓ
t
]
E
[(

1 − |X j
t|
)

Re Xk
t
]

E
[
1 − |Xk

t |
] . (3.23)

On a ainsi approximé un moment d’ordre 3 en fonction de moments d’ordre 1 et 2 seule-
ment.

On peut utiliser le même genre d’intuition pour justifier l’approximation lorsque les va-
riables aléatoires d’intérêt ne sont pas binaires. Dans ce cas, la justification peut être basée
sur la supposition que des trois interactions par paires entre les variables aléatoires du
produit, deux soient plus importantes que la troisième. On considère d’abord le cas des
espérances de la forme E[SJ

t IK
t IL

t ] qui surviennent dans l’équation (3.18a). On sait que

E[SJ
t IK

t IL
t ] =

1
|J||K||L| ∑

j∈J
∑
k∈K

∑
ℓ∈L

E
[(

1 − |X j
t|
)

Re
(
Xk

t
)

Re
(
Xℓ

t
)]

(3.24)

=
1

|J||K||L| ∑
j∈J

∑
k∈K

∑
ℓ∈L

P[X j
t = 0, Xk

t = 1, Xℓ
t = 1], (3.25)

c’est-à-dire que E[SJ
t IK

t IL
t ] donne la probabilité que si l’on tire trois individus j, k et ℓ res-

pectivement dans les populations J, K et L, j soit susceptible alors que k et ℓ soient infectés.
L’espérance d’intérêt survient dans l’expression de la dérivée de E[SJ

t IK
t ], spécifiquement

au terme qui tient compte de l’infection d’individus de la population J par des individus
de la population L. Il est donc logique de penser que le lien entre les populations J et K
et celui entre les populations J et L priment sur le lien entre les populations K et L. Ceci
motive l’idée de séparer l’espérance du produit sous la forme

E[SJ
t IK

t IL
t ] ≈

(
Probabilité que si l’on tire j dans J

et k dans K, X j
t = 0 et Xk

t = 1

)(
Probabilité que si l’on tire j dans J

et ℓ dans L, X j
t = 0 et Xℓ

t = 1

)

Probabilité que si l’on tire j dans J, X j
t = 0

,

(3.26)
où l’on divise les deux probabilités au numérateur par la probabilité de tirer un individu
susceptible dans J, puisque celle-ci est comptée deux fois au numérateur. Ces trois proba-
biliés se réécrivent comme des espérances des fractions de populations en suivant le même
principe qu’en (3.25). En effet, elles se traduisent de sorte que

E[SJ
t IK

t IL
t ] ≈

E[SJ
t IK

t ]E[SJ
t IL

t ]

E[SJ
t ]

. (3.27)
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On obtient alors une approximation d’un moment d’ordre 3 en termes de moments d’ordre 1
et 2, de la même façon qu’en (3.23). Certains auteurs, comme [55, 56, 83], proposent des cor-
rections supplémentaires à cette approximation afin de mieux tenir compte de la structure
du graphe, mais on n’ira pas plus loin ici.

Le même raisonnement peut être appliqué aux autres espérances de produits de trois va-
riables aléatoires dans (3.18a), qui sont de la forme E[SJ

t SK
t IL

t ]. Cette espérance survient à
nouveau dans l’expression de la dérivée de E[SJ

t IK
t ], cette fois-ci au terme qui tient compte

de l’infection d’individus de la population K par des individus de la population L. On
suppose donc que dans ce contexte, le lien entre les populations J et L est de moindre
importance que les liens entre J et K et entre K et L, et on approxime que

E[SJ
t SK

t IL
t ] ≈

E[SJ
t SK

t ]E[SK
t IL

t ]

E[SK
t ]

. (3.28)

Les approximations (3.27) et (3.28) permettent d’exprimer les dérivées des espérances de la
forme E[SJ

t IK
t ] en termes de moments d’ordre 1 et 2 seulement, mais elles font également

intervenir des espérances de la forme E[SJ
t SK

t ]. Pour obtenir une équation différentielle au-
tonome, on doit donc aussi approximer leurs dérivées, qui sont données par (3.18b). Ces
dérivées contionnent seulement des espérances de la forme E[SJ

t SK
t IL

t ], mais dans deux
contextes distincts : l’infection d’individus de J par des individus de L, et l’infection d’in-
dividus de K par des individus de L. Suivant la même logique que plus tôt, dans ces deux
contextes on approxime respectivement que

E[SJ
t SK

t IL
t ] ≈

E[SJ
t SK

t ]E[SJ
t IL

t ]

E[SJ
t ]

et que E[SJ
t SK

t IL
t ] ≈

E[SJ
t SK

t ]E[SK
t IL

t ]

E[SK
t ]

. (3.29)

Puisque les approximations décrites plus haut ne font intervenir que des seconds moments
de forme E[SJ

t IK
t ] ou E[SJ

t SK
t ], ceux-ci suffisent à rendre autonome le système (3.12). En

utilisant les approximations (3.27) et (3.28) dans (3.18a) et en utilisant l’approximation (3.29)
dans (3.18b), le système (3.12)–(3.18) devient autonome. Reprenant les notations utilisées
plus tôt pour les espérances des fractions de populations et de leurs produits, on trouve
alors que

.
SJ = − ∑

L∈P
β JLEJL

SI , (3.30a)

.
IJ = −γJIJ + ∑

L∈P
β JLEJL

SI , (3.30b)

.
RJ = γJIJ , (3.30c)

.
EJK

SI = −γKEJK
SI − ∑

L∈P
β JL

EJK
SI EJL

SI
SJ

+ ∑
L∈P

βKL
EJK

SSEKL
SI

SK
, (3.30d)

.
EJK

SS = − ∑
L∈P

β JL
EJK

SSEJL
SI

SJ
− ∑

L∈P
βKL

EJK
SSEKL

SI
SK

. (3.30e)
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Dans le cas où le graphe n’est composé que d’une population, ce système est réduit à

.
S = −βESI , (3.31a)
.
I = −γI + βESI , (3.31b)
.
R = γI , (3.31c)

.
ESI = −γESI + β

ESI

S
(
ESS − ESI

)
, (3.31d)

.
ESS = −2β

ESSESI

S . (3.31e)

Les propriétés de ce système ont déjà été largement étudiées, par exemple dans [55, 83] ou
plus récemment dans [105].

§ 3.3.2. L’approximation de champ moyen de deuxième ordre

Une autre solution à ce problème de fermeture de moments peut être obtenue à partir
de l’approximation proposée par Cator et Van Mieghem dans [16] dans le contexte du
modèle SIS. L’idée de l’approximation correspond simplement à réécrire l’espérance d’un
produit de trois variables aléatoires comme une probabilité d’observer trois événements
simultanément, puis séparer cette probabilité en deux à partir d’un conditionnement, qui
est finalement négligé.

Il est simple d’appliquer cette idée afin d’approximer les espérances de la forme E[SJ
t IK

t IL
t ]

qui surviennent dans l’équation (3.18a). Pour simplifier, on suppose que les trois popula-
tions J, K et L sont distinctes. Comme plus tôt, on sait que

E[SJ
t IK

t IL
t ] =

1
|J||K||L| ∑

j∈J
∑
k∈K

∑
ℓ∈L

E
[(

1 − |X j
t|
)

Re
(
Xk

t
)

Re
(
Xℓ

t
)]

(3.32)

=
1

|J||K||L| ∑
j∈J

∑
k∈K

∑
ℓ∈L

P[X j
t = 0, Xk

t = 1, Xℓ
t = 1]. (3.33)

Ces probabilités peuvent alors être séparées en produits, pour donner que

E[SJ
t IK

t IL
t ] =

1
|J||K||L| ∑

j∈J
∑
k∈K

∑
ℓ∈L

P[Xℓ
t = 1 | X j

t = 0, Xk
t = 1]P[X j

t = 0, Xk
t = 1]. (3.34)

C’est ici qu’on est en mesure d’utiliser l’idée de [16], qui est de négliger le conditionnement
sur les états de j et de k. On obtient alors que

E[SJ
t IK

t IL
t ] ≈

1
|J||K||L| ∑

j∈J
∑
k∈K

∑
ℓ∈L

P[Xℓ
t = 1]P[X j

t = 0, Xk
t = 1] (3.35)

=

(
1
|L| ∑

ℓ∈L
E
[
Re Xℓ

t
])( 1

|J||K| ∑
j∈J

∑
k∈K

E
[(

1 − |X j
t|
)

Re Xk
t
])

(3.36)

= E[IL
t ]E[SJ

t IK
t ]. (3.37)
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Dans le cas où les populations J, K et L ne seraient pas toutes distinctes, on pourrait ajouter
des corrections à cette approximation. Par exemple, si K = L, alors dans (3.33) il se peut
que k = ℓ. Dans ce cas, les événements Xk

t = 1 et Xℓ
t = 1 sont en fait un seul événement,

et le conditionnement en (3.34) n’a pas d’effet : la probabilité P[Xℓ
t = 1 | X j

t = 0, Xk
t = 1]

vaut directement 1. Il faudrait donc séparer la somme en deux pour traiter séparément les
termes où k = ℓ, et ajouter une correction en (3.35) afin de pouvoir retrouver les fractions
de populations en (3.37). Cette correction serait toutefois proportionnelle à 1/|K|, puisqu’il
y a |K| paires contenant deux fois le même nœud parmi les |K|2 paires (k, ℓ) ∈ K2. En
considérant de grandes populations, on choisit donc ici de négliger de telles corrections et
d’utiliser l’approximation (3.37) même lorsque les populations ne sont pas distinctes.

En suivant le même principe, on peut approximer que

E[SJ
t SK

t IL
t ] ≈ E[IL

t ]E[SJ
t SK

t ]. (3.38)

Avec ces approximations et avec la notation utilisée plus tôt, le système (3.12)–(3.18) devient

.
SJ = − ∑

L∈P
β JLEJL

SI , (3.39a)

.
IJ = −γJIJ + ∑

L∈P
β JLEJL

SI , (3.39b)
.
RJ = γJIJ , (3.39c)
.
EJK

SI = −γKEJK
SI − ∑

L∈P
β JLEJK

SI IL + ∑
L∈P

βKLEJK
SSIL, (3.39d)

.
EJK

SS = − ∑
L∈P

(β JL + βKL)E
JK
SSIL, (3.39e)

qui donne bien une équation différentielle autonome.

Ces approximations sont étudiées par Cator et Van Mieghem dans [16] pour le modèle SIS
étudié du point de vue microscopique, où les variables aléatoires d’intérêt représentent les
états des individus et non des populations. Dans ce contexte, ils montrent que le système
résultant de ces approximations permet d’améliorer les prédictions du modèle de champ
moyen lorsque le nombre N d’individus est assez grand. Toutefois, ils soutiennent aussi que
lorsque N est très petit (inférieur ou égal à 5), il arrive que les solutions de leur système ne
soient pas vraisemblables, car certaines composantes se mettent à grandir sans limites alors
qu’elles devraient rester bornées. Ils argumentent alors que cette situation est causée par le
fait qu’étant donnés les premiers et les seconds moments, il est possible qu’il n’existe pas de
loi de probabilité qui respecte la condition imposée par l’approximation. Il est intéressant
de remarquer que ceci ne peut pas survenir dans un modèle de champ moyen, puisque
pour n’importe quelles valeurs choisies pour les premiers moments, il existe certainement
une loi de probabilité où tous les moments centrés sont nuls.
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§ 3.3.3. Bref survol d’autres méthodes

Il y aurait encore d’autres façons de trouver une solution au problème de fermeture de
moments pour le modèle SIR. Par exemple, certains auteurs comme [55, 91, 90] utilisent
une approche semblable à l’approximation des paires, mais sans supposer que le lien entre
l’une des paires est moins fort que les autres. Avec cette idée, l’approximation (3.27) est
remplacée par

E[SJ
t IK

t IL
t ] ≈

E[SJ
t IK

t ]E[SJ
t IL

t ]E[IK
t IL

t ]

E[SJ
t ]E[IK

t ]E[IL
t ]

. (3.40)

Les autres espérances de produits de trois facteurs sont alors approximés de façon sem-
blable, ce qui mène à un système un peu différent de (3.30).

Comme on peut le voir dans cette section, les méthodes utilisées pour solutionner ce pro-
blème de fermeture de moments sont généralement basées sur des arguments plus intui-
tifs que mathématiques. Certains auteurs proposent des méthodes plus rigoureuses. Par
exemple, [85] propose une méthode basée sur une maximisation d’entropie. Quoique cette
méthode soit plus attrayante d’un point de vue théorique puisqu’elle n’implique pas d’ajou-
ter des suppositions pour approximer les troisièmes moments, elle est en général plus dif-
ficile à appliquer [79].

Finalement, il est important de remarquer qu’il serait aussi possible de construire un modèle
plus complet encore en introduisant non seulement les moments d’ordre 2, mais aussi ceux
d’ordre supérieur. House et al. ont présenté dans [52] une version du modèle SIS qui inclut
jusqu’aux moments d’ordre 3, et leurs méthodes pourraient être appliquées au modèle SIR
également.

§ 3.4. Applicabilité à d’autres modèles compartimentaux

Les idées présentées aux sections 3.2 et 3.3 ont été présentées seulement dans le contexte
du modèle SIR, mais elles pourraient aussi être appliquées à d’autres modèles comparti-
mentaux en épidémiologie, particulièrement au modèle SIRS.

La modélisation d’une épidémie par une dynamique MTC proposée à la section 3.2 peut
facilement être adaptée de façon à reproduire le modèle SIRS plutôt que le modèle SIR.
Pour ce faire, on introduit sur le graphe un autre paramètre d’ordre 1, noté δ, en supposant
que sa loi de probabilité est choisie de sorte qu’il soit intégrable. Il est alors plus simple
d’adapter la définition de l’espace des paramètres en suivant la même logique que celle
décrite à la section 3.2.1. On définit ensuite les taux de transition cj comme cj(ϑ, x) := δj(ϑ)

plutôt que de les définir identiquement nuls. Comme pour les autres paramètres, si l’on
suppose que le paramètre δ est déterminé ou homogène sur la division P du graphe en
populations, on peut prendre les taux de transition moyens cJ ≡ δJ := E[δj] pour j ∈ J ∈ P.
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Le système prévu par (2.60) à la section 2.4 prend alors la forme

.
SJ(t) = − ∑

K∈P
β JKE[SJ

t IK
t ], (3.41a)

.
IJ(t) = −γJIJ(t) + ∑

K∈P
β JKE[SJ

t IK
t ], (3.41b)

.
RJ(t) = −δJRJ + γJIJ(t). (3.41c)

Dans le cas d’une seule population et dans l’approximation de champ moyen, ceci devient le
système (3.4) du modèle SIRS classique. Les méthodes discutées à la section 3.3 pourraient
également être utilisées pour rendre ce système autonome sans négliger les variances.

Finalement, il est intéressant de remarquer que les autres modèles compartimentaux utilisés
en épidémiologie pourraient tous être étudiés par des méthodes similaires à celles présen-
tées dans ce chapitre. Il faudrait toutefois modifier l’espace des états possibles de façon à
ce que chaque nœud du graphe puisse prendre un nombre d’états différent de trois.
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Chapitre 4

Application aux réseaux de neurones
biologiques

Plusieurs modèles de champ moyen ont été proposés afin de décrire la dynamique d’un
réseau de neurones biologiques. Un exemple classique très important est le modèle de
Wilson–Cowan [101]. Une limite importante de ce modèle est qu’il néglige les corrélations
qui pourraient exister entre les états des neurones, et beaucoup d’efforts sont mis en re-
cherche afin de permettre de telles corrélations [10, 17]. L’objectif principal de ce chapitre est
de proposer de nouvelles méthodes qui permettraient d’inclure de telles corrélations. Pour
ce faire, on propose de modéliser le comportement d’un réseau de neurones biologiques
par une dynamique markovienne ternaire cyclique, à partir des résultats du chapitre 2.

Dans la première section, on présente une brève dérivation du modèle de Wilson–Cowan,
ainsi qu’un bref historique des travaux qui y ont mené et une discussion sur les liens qu’il
a avec d’autres modèles. Dans la deuxième section, on applique les résultats du chapitre 2
afin de modéliser la dynamique d’un réseau de neurones biologiques. On obtiendra alors
des équations différentielles qui posent un problème de fermeture de moments qui, à la
connaissance de l’auteur de ce mémoire, n’a jamais été étudié auparavant. On verra cepen-
dant que l’approximation de champ moyen obtenue de ce problème n’est qu’une légère
généralisation du modèle de Wilson–Cowan. Ces deux modèles sont alors comparés à la
troisième section. On y étudie notamment deux exemples, illustrés respectivement aux fi-
gures 4.3 et 4.7a, où les deux modèles prévoient des dynamiques distinctes. Finalement, aux
deux dernières sections, on propose deux solutions au problème de fermeture de moments
qui incluent les moments d’ordre 2. Ces deux modèles de dynamiques neuronales sont ori-
ginaux, et peuvent être vus comme des généralisations du modèle de Wilson–Cowan où
des corrélations entre les états de différents neurones sont permises.

On verra que le premier système qu’on propose pour résoudre le problème de fermeture de
moments, qui est donné aux équations (4.54), ne parvient pas à fournir une meilleure ap-
proximation macroscopique du processus stochastique sous-jacent que le modèle de champ
moyen. En effet, ce modèle prévoit des solutions incohérentes avec le modèle microsco-
pique, comme celle présentée à la figure 4.10b, ainsi que des solutions qui concordent moins
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avec les trajectoires du processus stochastique que celles du modèle de champ moyen,
comme l’exemple illustré aux figures 4.12 et 4.13. Cependant, le modèle présenté à la sec-
tion suivante, qui est donné aux équations (4.181), mène à des résultats plus encourageants.
En effet, on parvient à voir que dans certains cas, comme celui présenté à la figure 4.18,
ses prédictions concordent mieux avec le modèle microscopique que celles du modèle de
champ moyen.

§ 4.1. Le modèle de Wilson–Cowan

Dans cette section, on présente un bref historique des travaux qui ont mené au modèle de
Wilson–Cowan, puis on donne une dérivation du modèle basée sur la publication originale
de Wilson et Cowan [101]. On discute ensuite quelques généralisations de ce modèle, ainsi
que les liens qu’il a avec d’autres modèles.

§ 4.1.1. Bref historique

L’étude des réseaux de neurones remonte aux travaux [72] de McCulloch et Pitts publiés
en 1943 [17]. Se basant sur l’idée qu’un neurone émet un potentiel d’action s’il reçoit une
excitation supérieure à un certain seuil, ces deux auteurs modélisent l’activité neuronale par
un réseau de machines binaires reliées par des connexions excitatrices et inhibitrices, qui
s’activent lorsqu’elles reçoivent une excitation suffisante. Ils montrent alors que n’importe
quelle opération logique peut être réalisée par un tel réseau, ce qui motive l’idée d’utiliser
ce genre de structure pour modéliser un cerveau.

D’après les travaux de McCulloch et Pitts, la fonction d’un réseau de neurones peut ainsi
être comprise à partir de la structure des connexions entre les neurones, à la manière
de portes logiques [17]. Ils cherchent alors à déterminer quelles connexions mènent à
quelle opération logique. Cependant, quelques années plus tard, Shimbel et Rapoport ar-
gumentent dans [92] que cette méthode ne peut pas correspondre à la façon dont sont créés
les réseaux de neurones biologiquement, puisqu’il est peu vraisemblable que des gènes
commandent les détails des connexions entre les neurones. Ils soutiennent toutefois que les
gènes pourraient plutôt commander les propriétés statistiques des neurones, et proposent
alors d’étudier l’évolution et le fonctionnement d’un réseau de neurones d’un point de vue
statistique.

Dans les décennies suivantes, plusieurs auteurs ont travaillé à décrire les réseaux de neu-
rones selon l’approche suggérée par Shimbel et Rapoport [17], dont Beurle [3] et Griffith
[39, 40]. Ces efforts ont culminé en 1972 avec les travaux de Wilson et Cowan. Ceux-ci pu-
blient dans [101] un modèle de champ moyen qui décrit, à partir d’un système dynamique,
l’activité d’un réseau de neurones biologiques divisé en une population excitatrice et une
population inhibitrice.
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§ 4.1.2. Dérivation du modèle

Le modèle de Wilson–Cowan vise à décrire la dynamique d’un réseau de neurones biolo-
giques d’un point de vue macroscopique en le divisant en deux populations, l’une excita-
trice, et l’autre inhibitrice. Essentiellement, le modèle propose un système dynamique qui
décrit comment ces deux populations s’échangent de l’information. On en présente ici une
courte dérivation basée sur la présentation originale de Wilson et Cowan dans [101]. Dans
ce contexte, on considère un grand réseau de neurones biologiques, où chaque neurone peut
s’activer lorsqu’il reçoit une excitation suffisante provenant d’autres neurones. Un neurone
est dit actif lorsqu’il émet un potentiel d’action, c’est-à-dire qu’il envoie un signal électrique
à d’autres neurones. Après l’émission d’un potentiel d’action, que l’on considère instanta-
née, on suppose qu’un neurone passe dans un état latent, appelé réfractaire, dans lequel il
n’est plus sensible aux signaux que lui envoient d’autres neurones. Après un certain temps
passé dans cet état, il redevient sensible.

On note E(t) et I(t) les proportions de neurones qui émettent un potentiel d’action par unité
de temps à l’instant t dans les populations excitatrice et inhibitrice. On suppose que les neu-
rones excitateurs et inhibiteurs mettent des intervalles de temps τE et τI à émettre un poten-
tiel d’action après avoir reçu une excitation suffisante. Afin d’étudier comment évoluent E
et I, on cherche d’abord des expressions pour E(t + τE) et I(t + τI). Comme les démarches
sont très similaires dans les deux cas, on ne détaille que le cas des neurones excitateurs.

On suppose que la proportion de neurones excitateurs qui émettent un potentiel d’action en
t+ τE correspond à la proportion de neurones excitateurs qui sont sensibles et qui reçoivent
une excitation supérieure à leur seuil à l’instant t. On utilise cette idée pour obtenir une
expression de E(t + τE).

D’abord, en supposant que la période réfractaire dure rE unités de temps, la proportion de
neurones excitateurs qui sont réfractaires à l’instant t est donnée par

∫ t
t−rE

E(s)ds, de sorte

que la proportion de neurones qui sont sensibles en t soit donnée par 1 −
∫ t

t−rE
E(s)ds.

Ensuite, on définit une fonction de réponse SE : R → [0, ∞) afin de représenter la proportion
de neurones excitateurs qui reçoivent au moins l’excitation de seuil par unité de temps.
On choisit SE telle que si chaque neurone de la population excitatrice reçoit une activité
constante x et que tous ses neurones sont sensibles et prêts à émettre des potentiels d’action,
la proportion de ses neurones qui reçoivent au moins l’excitation de seuil par unité de temps
soit donnée par SE(x). La forme de SE peut être dérivée de différentes façons. Par exemple,
si les seuils d’activation des neurones de la population suivent une loi de probabilité D,
alors SE pourrait être donnée par

SE(x) =
∫ x

−∞
D(θ)dθ. (4.1)

Si la loi des seuils est unimodale, on s’attend donc à ce que SE soit de forme sigmoïdale.
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Cette fonction SE donnera ainsi la proportion de neurones excitateurs qui reçoivent au
moins l’excitation de seuil par unité de temps si l’on obtient une expression pour l’activité
moyenne reçue par un neurone. On suppose alors que l’effet d’une excitation, chez un
neurone, décroît selon une certaine fonction du temps α. L’activité moyenne reçue par un
neurone excitateur au temps t est alors donnée par

∫ t

−∞
α(t − s)

(
nEEE(s)− nEI I(s) + QE(s)

)
ds, (4.2)

où nJK > 0 représente le nombre moyen de synapses de neurones de la population K
vers des neurones de la population J, et où QE(t) est une activité entrante à la population
excitatrice, mais externe au réseau.

D’après les arguments précédents, on obtient ainsi que

E(t + τE) =
(

1 −
∫ t

t−rE

E(s)ds
)
SE

(∫ t

−∞
α(t − s)

(
nEEE(s)− nEI I(s) + QE(s)

)
ds
)

. (4.3)

On peut ensuite obtenir une équation différentielle qui décrit l’évolution moyenne de E à
partir de (4.3). Pour ce faire, on introduit la moyenne temporelle Ē(t) := 1

rE

∫ t
t−rE

E(s)ds. En
supposant alors que α(t) est près de 1 pour t ∈ [0, rE] et décroît rapidement vers 0 lorsque
t > rE, on approxime

∫ t
−∞ α(t − s)E(s)ds ≈ kEĒ(t) pour un certain kE > 0. Puisque ces

moyennages temporels ont pour effet de négliger les petites fluctuations, il est cohérent de
remplacer E(t+ τE) par une approximation de Taylor de premier ordre, comme E(t+ τE) ≈
Ē(t) + τE

.
Ē(t). Avec ces approximations, (4.3) devient

τE
.
Ē(t) = −Ē(t) +

(
1 − rEĒ(t)

)
SE
(
kEnEEĒ(t)− kEnEI Ī(t) + QE(t)

)
, (4.4)

où QE est redéfinie par le moyennage temporel.

Afin d’alléger la notation, on note ensuite wEE := kEnEE et wEI := −kEnEI . En répétant pour
la population inhibitrice le travail fait pour la population excitatrice, on obtient le système

τE
.
Ē = −Ē + (1 − rEĒ)SE(wEEĒ + wEI Ī + QE), (4.5a)

τI
.
Ī = − Ī + (1 − rI Ī)SI(wIEĒ + wI I Ī + QI). (4.5b)

Ces équations sont celles proposées à l’origine par Wilson et Cowan.

Malgré leur simplicité, les équations de Wilson–Cowan prévoient une dynamique assez
riche. En effet, par une analyse des isoclines de pente nulle, Wilson et Cowan montrent que
le système (4.5) possède entre un et cinq points fixes et qu’il peut y exister un cycle limite,
selon les valeurs des paramètres. Des analyses de bifurcations ont aussi été présentées
dans [29, 30, 31].

Le modèle de Wilson–Cowan a eu énormément de succès [10, 17, 21, 24], principalement
parce qu’il permet de modéliser différents phénomènes neuronaux qui étaient déjà observés
à l’époque, notamment la formation d’oscillations cérébrales. Il est aujourd’hui un modèle
classique en neurosciences, présenté dans des manuels de référence comme [32, 49].
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§ 4.1.3. Généralisations

Étant un modèle de champ moyen, le modèle de Wilson–Cowan néglige toute corrélation
entre les activations de différents neurones. Or, de telles corrélations peuvent être impor-
tantes, particulièrement pour modéliser des réseaux de neurones biologiques réels [8], qui
ont une taille finie. Depuis la publication du modèle, beaucoup d’efforts ont été mis en re-
cherche pour tenter de le généraliser afin de considérer de telles corrélations. Par exemple,
pour simuler du bruit, certains auteurs comme [33, 38] étendent les équations différentielles
sous la forme d’équations de Langevin. Une autre approche, développée particulièrement
par Buice, Cowan et Chow dans [12, 13, 14], est d’utiliser des intégrales fonctionnelles.
Celles-ci permettent ensuite d’obtenir, dans certains cas, des équations différentielles pour
la variance de l’activité d’un réseau [14, 19].

§ 4.1.4. Liens avec d’autres modèles

Le modèle de Wilson–Cowan se trouve dans la famille des modèles à taux de décharge 1,
une famille importante de modèles en neurosciences [30, 47, 97]. Ces modèles sont égale-
ment semblables au modèle proposé par Hopfield au début des années 1980 [48], qui est
particulièrement populaire auprès des physiciens, ainsi qu’à celui que Grossberg a proposé
au début des années 1970 [42].

Les modèles à taux de décharge sont également très importants en informatique théorique,
puisque le théorème d’approximation de Funahashi et Nakamura [35] montre qu’un réseau
de neurones régi par une telle dynamique peut approximer la trajectoire d’un système
dynamique sur un intervalle de temps fini avec une précision arbitrairement bonne.

§ 4.2. Modélisation de l’activité d’un réseau de neurones biologiques
par une dynamique MTC

L’une des limites importantes du modèle de Wilson–Cowan est qu’il ne suppose pas de
corrélations entre les activations de différents neurones du réseau. Or, à partir des argu-
ments originaux de Wilson et Cowan présentés à la section 4.1.2, il n’est pas clair de voir
comment étendre leur modèle de façon à permettre de telles corrélations. Il est donc justifié
de vouloir reformuler leur modèle afin de voir clairement comment en introduire.

Plusieurs auteurs ont déjà travaillé à décrire des dynamiques neuronales à partir de pro-
cessus stochastiques. Parmi les premiers exemples, on trouve les travaux de Little publiés
en 1974 dans [68]. Plus récemment, plusieurs auteurs ont travaillé à reformuler le modèle
de Wilson–Cowan comme un processus stochastique. Dans le contexte d’un réseau de neu-

1. Traduction libre de « firing rate models », l’expression généralement utilisée dans la littérature anglophone.
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rones biologiques divisé en n populations, de nombreux auteurs, dont [2, 9, 12, 14, 21, 28],
ont proposé des équations de Kolmogorov afin de décrire la probabilité que nj neurones
soient actifs dans la j-ième population de sorte que l’approximation de champ moyen de
ces équations corresponde au modèle de Wilson–Cowan. Plusieurs auteurs, dont [9, 12,
14], proposent alors d’utiliser ces équations de Kolmogorov afin d’étudier l’évolution des
seconds moments à partir d’intégrales fonctionnelles. Ces modèles considèrent seulement
deux états possibles aux neurones, qui décrivent simplement si un neurone est en train ou
non d’émettre un signal. Or, biologiquement, un neurone peut aussi se trouver dans un état
réfractaire.

On propose ici un nouveau modèle pour représenter une dynamique neuronale par un
processus de Markov qui permet trois états aux neurones. Pour ce faire, on propose de
reformuler le modèle de Wilson–Cowan à partir d’une dynamique MTC dont l’approxima-
tion de champ moyen permet de retrouver les équations (4.5). Cette méthode a l’avantage de
fournir une façon claire d’introduire des corrélations entre les états de différents neurones.
En effet, le problème de fermeture de moments surviendra de la même façon que dans le
cas du modèle SIR abordé au chapitre 3. On verra alors aux sections suivantes différentes
fermetures de moments qui permettent d’inclure ou non les covariances.

On note que des chaînes de Markov ont déjà été proposées pour modéliser les états de
neurones en permettant trois états. Par exemple, Cowan a proposé un tel modèle dans [20],
mais sans analyse approfondie du cas à trois états. De plus, le modèle présenté par Zare-
pour et al. dans [104] est semblable à celui qu’on propose ici, mais les taux qui caractérisent
les transitions des neurones sont différents.

§ 4.2.1. Modélisation du réseau de neurones biologiques

On considère un réseau de N neurones dont on veut représenter l’activité par une dyna-
mique MTC définie sur un graphe aléatoire. On prend alors une matrice de poids W de
dimension N et G le graphe aléatoire induit par cette matrice de poids. On interprète les
nœuds de G comme les neurones, et on interprète une composante Wjk de la matrice de
poids comme l’activité que le neurone k envoie au neurone j lorsqu’il s’active. Cette valeur
est donc positive si k est excitateur, et négative si k est inhibiteur.

Afin de représenter les états des neurones, on introduit un espace d’états ternaires (E, E)
pour G. On interprète alors :

• l’état 0 comme celui d’un neurone sensible, prêt à réagir à une excitation,
• l’état 1 comme celui d’un neurone actif, en train d’émettre un potentiel d’action,
• l’état i comme celui d’un neurone réfractaire.

On veut ensuite définir les taux de transition aj, bj et cj pour chaque neurone j du graphe
de façon à reproduire la dynamique de seuil qui régit l’activation des neurones. Pour ce
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faire, on introduit d’abord sur le graphe quatre paramètres d’ordre 1, notés α, β, γ et θ. On
interprète les composantes de θ comme les seuils d’activation des neurones du réseau, et
on interprète les composantes de α, β et γ comme les taux de transition entre les trois états
pour un neurone qui recevrait toujours l’excitation de seuil, selon le diagramme donné à la
figure 4.1. On supposera toujours que α, β et γ sont strictement positifs p.s.

0

1

i

αβ

γ

Figure 4.1 – Transitions
entre les trois états d’un
neurone.

Il est simple d’expliciter un espace des paramètres sur lequel le
graphe et ses paramètres peuvent être définis. En effet, soient
µW : B(RN×N) → [0, 1] la loi de probabilité voulue pour la ma-
trice de poids et µα, µβ, µγ, µθ : B(R) → [0, 1] les lois des para-
mètres d’ordre 1. Si l’on prend alors Θ := RN6

, G := B(RN6
)

et µ := µα ⊗ µβ ⊗ µγ ⊗ µθ ⊗ µW , l’espace de probabilité (Θ, G, µ)

forme l’espace des paramètres du graphe. Chacun des paramètres
peut alors être vu comme une projection sur l’une des cinq com-
posantes si l’on voit RN6

= (RN)4 × RN×N . On choisit les lois de
probabilité des paramètres de sorte qu’ils soient tous intégrables.

Il est alors possible de définir les taux de transition des neurones. On veut qu’un neurone j
s’active au taux αj dès qu’il reçoit une excitation supérieure à son seuil θj, et qu’il ne puisse
pas s’activer sinon. On définit alors

aj(ϑ, x) := αj1Tj(ϑ) où Tj :=
{

ϑ′ ∈ Θ :
N

∑
k=1

Wjk(ϑ
′)Re xk + Qj > θj(ϑ

′)
}
∈ G, (4.6)

où Qj ∈ R représente une activité entrante au neurone j externe au réseau, et où l’on sait
que Tj ∈ Gpuisque les paramètres sont des projections, qui sont G–mesurables. Les autres
taux de transition sont plus simples à définir, puisqu’ils ne dépendent pas de l’état du
graphe. Ainsi, on prend simplement

bj(ϑ, x) := β j(ϑ) et cj(ϑ, x) := γj(ϑ). (4.7)

Comme les paramètres sont tous G–mesurables et intégrables, on voit de (4.6) et de (4.7)
que pour chaque x ∈ E les projections aj(·, x), bj(·, x) et cj(·, x) sont toutes G–mesurables et
intégrables. Ainsi, par le théorème 2.3, si P est une mesure de probabilité sur (E, E), pour
tout ϑ ∈ Θ il existe une mesure de probabilité Pϑ sur (Ω, F) := (E, E)[0,∞) telle que les
conditions i) à iii) du théorème sont respectées, et telle que le processus de projection de
coordonnées {Xt}t≥0 respecte les conditions (2.7) données au corollaire 1. De plus, par le
corollaire 2, l’espace (Θ × Ω, G⊗ F) peut être muni d’une mesure de probabilité P telle
que pour toute variable aléatoire Z sur Θ × Ω,

E[Z] =
∫

Θ

∫

Ω
Z(ϑ, ω)dPϑ(ω)dµ(ϑ), (4.8)

où E est l’espérance par rapport à P. Le processus {Xt}t≥0 correspond alors à une dyna-
mique MTC qui représente l’état du réseau de neurones selon le temps.
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§ 4.2.2. Passage à la description macroscopique de la dynamique

On veut maintenant décrire la dynamique sur le graphe d’un point de vue macroscopique.
Pour ce faire, on divise d’abord le graphe en une collection P de n populations, et on
cherche à appliquer les résultats de la section 2.4. Comme on a vu que les projections
des taux de transition sur l’espace des paramètres sont intégrables, on cherche à trouver
des taux de transition moyens de la forme (2.59) de sorte que la démarche présentée à la
section 2.4 donne une description macroscopique moyenne de la dynamique.

En reprenant la notation de la section 2.4, on cherche pour chaque population J ∈ P des
fonctions aJ , bJ , cJ : [0, 1]2n → [0, ∞) telles que pour tout t ≥ 0,

aJ(Yt) =
1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt) =
1
|J0

t |
∑
j∈J0

t

αj1{∑N
k=1 Wjk Re Xk

t +Qj>θj

}(ϑ), (4.9a)

bJ(Yt) =
1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt) =
1
|J1

t |
∑
j∈J1

t

β j(ϑ) (4.9b)

et

cJ(Yt) =
1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt) =
1
|Ji

t |
∑
j∈Ji

t

γj(ϑ), (4.9c)

où les inégalités tiennent P–p.s. et où Yt note l’état macroscopique donné par Xt selon (2.49).

Comme dans le cas du modèle SIR présenté au chapitre 3, il est difficile de trouver de
telles fonctions dans le cas général. On trouvera donc plutôt des fonctions qui devraient
satisfaire ces contraintes approximativement losque les populations du graphe sont très
grandes. Pour ce faire, on suppose que les paramètres sont homogènes sur P au sens de la
définition 2.7, afin de reprendre les idées discutées à la section 3.2.3. On suppose également
que les activités entrantes externes Qj sont constantes à travers chaque population. On
notera donc ces activités entrantes externes avec des indices qui renvoient aux populations
plutôt qu’aux neurones.

En se basant sur la loi des grands nombres et en supposant que les ensembles J1
t et Ji

t sont
très grands avec une probabilité élevée, on approxime que

1
|J1

t |
∑
j∈J1

t

β j ≈ E[β j] =: β J et que
1
|Ji

t |
∑
j∈Ji

t

γj ≈ E[γj] =: γJ . (4.10)

De la même façon, on approxime que

N

∑
k=1

Wjk Re Xk
t = ∑

K∈P
∑

k∈K1
t

Wjk ≈ ∑
K∈P

|K1
t |WJK = ∑

K∈P
|K|WJK AK

t , (4.11)

où WJK := E[Wjk] pour j ∈ J et k ∈ K. Afin d’alléger la notation pour la suite, on définit
cJK := |K|WJK, un poids de connexion qui représente l’activité que la population K envoie
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à la population J si tous ses neurones sont actifs. On définit également

BJ
t := ∑

K∈P
cJK AK

t + QJ , (4.12)

où QJ est l’activité entrante externe à la population J. Ainsi, BJ
t représente l’activité totale

entrante dans la population J au temps t.

En utilisant (4.11) et en suivant le même principe que dans les derniers cas,

1
|J0

t |
∑
j∈J0

t

αj1{∑N
k=1 Wjk Re Xk

t +QJ>θj

} ≈ 1
|J0

t |
∑
j∈J0

t

αj1{BJ
t >θj} ≈ E

[
αj1{BJ

t >θj}
]
. (4.13)

Il est important de rappeler ici que l’intuition sur la seconde approximation est basée sur
la loi des grands nombres. Elle repose sur l’idée que l’ensemble sur lequel les variables
aléatoires sont sommées est très grand avec une probabilité très élevée, et que la compo-
sition de cet ensemble est indépendante des variables aléatoires sommées. Or, l’intuition
suggère qu’il pourrait y avoir une corrélation entre l’activation d’un neurone et son seuil :
si un neurone a un seuil très élevé, il risque moins de recevoir suffisamment d’excitation
pour s’activer. Ainsi, on peut s’attendre à ce que la seconde approximation en (4.13) soit de
moins en moins valide lorsque la variance des seuils est de plus en plus élevée.

L’approximation (4.13) peut être réécrite en utilisant le fait que les paramètres αj et θj sont
indépendants et en négligeant une possible corrélation entre αj et BJ

t . En effet, ceci donne
que

E
[
αj1{BJ

t >θj}
]
≈ E[αj]E

[
1{BJ

t >θj}
]
= E[αj]P[BJ

t > θj] = αJ FθJ (BJ
t ), (4.14)

où αJ := E[αj] et FθJ note la fonction de répartition des seuils θj pour j ∈ J.

En se basant sur (4.10), ainsi que sur (4.13) et (4.14), on définit donc les taux de transition
moyens

aJ(Yt) := αJ FθJ (BJ
t ), bJ(Yt) := β J et cJ(Yt) := γJ , (4.15)

où BJ
t est donné en fonction des composantes de l’état macroscopique Yt selon (4.12).

On remarque que, puisque les paramètres α, β et γ sont strictement positifs p.s., alors
αJ , β J , γJ > 0. Avec ces taux de transition, le système (2.60) donné à la section (2.4) prend la
forme

.
AJ(t) = −β JAJ(t) + αJE

[
SJ

t FθJ (BJ
t )
]
, (4.16a)

.
RJ(t) = −γJRJ(t) + β JAJ(t), (4.16b)

.
SJ(t) = −αJE

[
SJ

t FθJ (BJ
t )
]
+ γJRJ(t). (4.16c)

Il reste ensuite à rendre ce système autonome en trouvant une solution au problème de
fermeture de moments.

Naturellement, la première façon d’obtenir un système autonome à partir de (4.16) est de
négliger les variances des fractions de populations afin d’en obtenir l’approximation de
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champ moyen. On approxime alors que E
[
SJ

t FθJ (BJ
t )
]
= SJ

t (t)E
[
FθJ (BJ

t )
]
= SJ

t (t)FθJ

(
BJ(t)

)
,

où BJ(t) := E[BJ
t ]. Ainsi, l’approximation de champ moyen de (4.16) est le système

.
AJ = −β JAJ + αJSJ FθJ (BJ), (4.17a)
.
RJ = −γJRJ + β JAJ , (4.17b)

.
SJ = −αJSJ FθJ (BJ) + γJRJ . (4.17c)

§ 4.2.3. Réduction au modèle de Wilson–Cowan

La correspondance entre l’approximation de champ moyen (4.17) du système (4.16) et les
équations (4.5) de Wilson–Cowan n’est pas complètement directe. En effet, le modèle de
Wilson–Cowan ne considère pas explicitement que les fractions réfractaires des populations
excitatrice et inhibitrice varient dans le temps. En reprenant la notation de la section 4.1.2,
les proportions de neurones excitateurs et inhibiteurs qui sont réfractaires en un temps t
sont données respectivement par

∫ t
t−rE

E(s)ds = rEĒ(t) et par
∫ t

t−rI
I(s)ds = rI Ī(t). Ainsi,

dans le contexte du modèle de Wilson–Cowan, la fraction réfractaire d’une population de
neurones est toujours vue comme proportionnelle à sa fraction active. Or, cette supposition
n’est pas faite dans le contexte du système (4.17).

Pour retrouver le modèle de Wilson–Cowan à partir de (4.17), il est donc logique de fixer
les fractions réfractaires des populations à leurs solutions d’équilibre. En imposant

.
RJ = 0

dans (4.17b), on obtient que

0 = −γJRJ + β JAJ =⇒ RJ =
β J

γJ
AJ . (4.18)

En utilisant l’équivalence SJ = 1−AJ −RJ et en utilisant la solution d’équilibre (4.18) dans
l’expression (4.17a) de

.
AJ , on trouve que

.
AJ = −β JAJ + αJ

(
1 −

(
1 +

β J

γJ

)
AJ

)
FθJ (BJ). (4.19)

La forme de cette équation est presque la même que celle de (4.5). Cependant, les para-
mètres ne sont pas directement équivalents. De plus, les variables dynamiques Ē et Ī des
équations de Wilson–Cowan ne sont pas des fractions actives de populations, mais plu-
tôt des taux d’activation. Ainsi, pour comprendre l’équivalence entre les deux modèles, il
convient de définir des taux à partir des activités AJ . On définit donc TJ := β JAJ pour
chaque J ∈ P. En substituant dans (4.19), on trouve alors que

1
β J

.
TJ = −TJ + αJ

(
1 −

( 1
β J

+
1
γJ

)
TJ

)
FθJ (BJ). (4.20)

Cette équation correspond alors exactement à ce qu’ont proposé Wilson et Cowan, mais
pour un nombre quelconque de populations. En effet, dans le cas où le graphe est divisé en
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deux populations notées E et I, on obtient le système

1
βE

.
TE = −TE +

(
1 −

( 1
βE

+
1

γE

)
TE

)
αEFθE

( cEE

βE
TE +

cEI

β I
TI + QE

)
(4.21a)

1
β I

.
TI = −TI +

(
1 −

( 1
β I

+
1
γI

)
TI

)
αI FθI

( cIE

βE
TE +

cI I

β I
TI + QI

)
. (4.21b)

On peut alors voir les équivalences suivantes entre les quantités utilisées par Wilson et
Cowan et celles qu’on propose ici :

τJ =
1
β J

, rJ =
1
β J

+
1
γJ

, wJK =
cJK

βK
, et SJ = αJ FθJ . (4.22)

Ces équivalences font bien en sorte que les unités de ces quantités sont cohérentes entre
elles, et en les substituant dans (4.21), on retrouve bien les équations classiques (4.5).

§ 4.3. Effet de l’état réfractaire sur le modèle de Wilson–Cowan

On a vu à la section précédente une façon de modéliser la dynamique d’un réseau de neu-
rones biologiques par une dynamique MTC sur un graphe aléatoire. On a aussi vu que le
modèle de Wilson–Cowan pouvait être obtenu à partir de l’approximation de champ moyen
de ce modèle, en fixant les fractions réfractaires des populations à leurs solutions d’équi-
libre. Le modèle de Wilson–Cowan néglige donc une partie de la dynamique considérée
par l’approximation de champ moyen du modèle construit à la section précédente. Il est
alors légitime de se demander si des aspects importants de la dynamique sont perdus par
cette simplification.

Bien qu’une période réfractaire soit considérée dans la version originale du modèle de
Wilson–Cowan, plusieurs auteurs ont choisi de la négliger et la fixent à zéro [22, 32]. Or,
plus récemment, d’autres auteurs dont [87, 99] ont argumenté que la période réfractaire
avait un réel effet sur la dynamique d’un réseau de neurones biologiques. Weistuch et al.
ont d’ailleurs présenté dans [99] un modèle similaire à celui qu’on présente ici, mais en
temps discret et obtenu différemment.

Dans cette section, on s’intéresse d’abord à savoir si le modèle de Wilson–Cowan permet
de reproduire le comportement des solutions à long terme de l’approximation de champ
moyen du modèle construit à la section précédente. On veut ainsi vérifier s’il est valide de
fixer d’emblée les fractions réfractaires des populations à leurs solutions d’équilibre. Après
avoir donné quelques résultats généraux, on étudiera deux exemples où les deux modèles
prévoient des solutions d’équilibre très différentes.
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§ 4.3.1. Quelques résultats généraux

On veut ici comparer le système (4.17), que l’on peut réécrire comme
.
AJ = −β JAJ + αJ(1 −AJ −RJ)FθJ (BJ), (4.17a)
.
RJ = −γJRJ + β JAJ , (4.17b)

au système
.
AJ = −β JAJ + αJ

(
1 −

(
1 +

β J

γJ

)
AJ

)
FθJ (BJ). (4.19)

Le système (4.17) est défini dans R2n, puisqu’il y a deux axes pour chacune des n po-
pulations, alors que le système (4.19) est défini dans Rn, puisqu’il n’y a qu’un axe par
population. Cependant, ce ne sont pas tous les points de R2n qui correspondent à des états
biologiques du réseau de neurones. En effet, pour chaque population J, les quantités AJ , RJ

et SJ = 1−AJ −RJ représentent les espérances de fractions des neurones qui composent J.
Elles doivent donc toutes être entre 0 et 1. Ainsi, seuls les points de l’ensemble

Dn :=
{
(AJ ,RJ)J∈P ∈ [0, 1]2n : ∀J ∈ P,AJ +RJ ≤ 1

}
(4.23)

correspondent vraiment à des états macroscopiques du réseau de neurones.

Pour l’analyse de ces systèmes, on suppose que les FθJ sont de classe C1 sur R. Dans ce cas,
les champs vectoriels associés aux systèmes (4.17) et (4.19) sont tous les deux de classe C1,
et sont donc localement Lipschitz. Par le théorème 1.2, les deux systèmes admettent donc
des solutions uniques pour toutes conditions initiales dans leurs domaines respectifs.

Comme première étape de comparaison entre les deux systèmes, on peut remarquer une
correspondance entre leurs points fixes.

Proposition 4.1. Un point (A∗
J )J∈P ∈ Rn est un point fixe du système (4.19) si et seulement si le

point (A∗
J , β J

γJ
A∗

J )J∈P ∈ R2n est un point fixe du système (4.17).

Démonstration. Soient (A∗
J )J∈P un point fixe du système (4.19) et R∗

J := β J
γJ
A∗

J pour J ∈ P.
D’après (4.17a), pour tout J ∈ P,

.
AJ

∣∣∣∣
(AJ ,RJ)=(A∗

J ,R∗
J )

= −β JA∗
J + αJ

(
1 −A∗

J −
β J

γJ
A∗

J

)
FθJ (BJ) = 0, (4.24)

puisque (A∗
J )J∈P est un point fixe de (4.19). Or,

.
RJ

∣∣∣∣
(AJ ,RJ)=(A∗

J ,R∗
J )

= −γJ
β J

γJ
A∗

J + β JA∗
J = 0. (4.25)

Ainsi, le point (A∗
J ,R∗

J )J∈P est un point fixe de (4.17). De la même façon, si (A∗
J , β J

γJ
A∗

J )J∈P
est un point fixe de (4.17), alors l’évaluation de la dérivée

.
AJ donnée par (4.19) au point

AJ = A∗
J doit être nulle, puisque la substitution de (AJ ,RJ) = (A∗

J , β J
γJ
A∗

J ) dans (4.17a) doit
être nulle.
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Il n’est pas clair, toutefois, si la stabilité des points fixes des deux systèmes peut être reliée.

Pour aller plus loin, il est intéressant de noter que le système (4.19) peut être vu comme un
sous-espace du système (4.17). En effet, les points où les fractions réfractaires sont fixées
à leurs solutions d’équilibre forment un sous-espace euclidien de dimension n dans R2n,
sur lequel les deux équations différentielles donnent les mêmes champs vectoriels. L’inter-
section de ce sous-espace euclidien avec le domaine Dn est simplement donnée, pour n
populations, par

Dwc

n :=
{
(AJ ,RJ)J∈P ∈ Dn : ∀J ∈ P,RJ =

β J

γJ
AJ

}
. (4.26)

Il est alors intuitivement clair que le passage du système (4.17) au système (4.19) ne néglige
pas d’information importante sur la dynamique du réseau de neurones si l’ensemble Dwc

n

est attractif et si son bassin d’attraction inclus le domaine Dn. Malheureusement, il n’est
pas difficile de voir que ce n’est pas le cas.

Proposition 4.2. L’ensemble Dwc

n n’est pas invariant par le flot du système dynamique (4.17).

Démonstration. L’ensemble Dwc

n est une région d’un sous-espace euclidien de dimension
n dans R2n. D’après le théorème 1.4, pour que cet ensemble soit invariant par le flot du
système (4.17), il est donc nécessaire que le champ vectoriel donné par l’équation différen-
tielle (4.17) soit tangent à Dwc

n en chacun de ses points. Or, il est impossible que ce soit
le cas, puisque le champ vectoriel n’a pas de composante parallèle aux axes associés aux
composantes RJ de l’état macroscopique, mais Dwc

n n’est pas orthogonal à ces axes.

Pour le voir plus clairement, on fixe J ∈ P et x ∈ R tel que

0 <
αJγJ

αJ β J + αJγJ + β JγJ
< x <

αJγJ

αJ β J + αJγJ + 0
=

γJ

β J + γJ
< 1. (4.27)

Soit Y ∈ Dwc

n un point dont la composante selon l’axe AJ

vaut x, la composante selon l’axe RJ vaut β J
γJ

x, et les com-
posantes selon les autres axes sont nulles. On peut alors
remarquer que le vecteur Y⊥ avec 1 selon l’axe AJ , −γJ/β J

selon l’axe RJ et 0 selon les autres axes est orthogonal à
Dwc

n en Y. Comme
.
RJ
∣∣
Y = 0, alors le produit scalaire de

Y⊥ par la valeur du champ vectoriel associé à (4.17) en Y
vaut simplement

.
AJ

∣∣∣∣
Y
= −β J x + αJ

(
1 − β J + γJ

γJ
x
)

FθJ (cJ J x + QJ) (4.28)

≤ −β J x + αJ

(
1 − β J + γJ

γJ
x
)

(4.29)

= αJ −
β JγJ + αJ β J + αJγJ

γJ
< αJ − αJ = 0, (4.30)
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Figure 4.2 – Exemple de portrait
de phase du système (4.17) pour
une seule population. L’isocline.
R = 0 est l’ensemble Dwc

1 .
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où l’inégalité (4.29) suit du fait que FθJ ≥ 0 puisqu’elle est une fonction de répartition, et où
l’inégalité (4.30) suit de (4.27). Ce raisonnement est illustré à la figure 4.2 pour le cas d’une
seule population. On conclut alors que le champ vectoriel associé à (4.17) n’est pas tangent
à Dwc

n en au moins un de ses points. Par le théorème 1.4, cet ensemble ne peut donc pas
être invariant par le flot de (4.17).

On sait toutefois qu’un ensemble ne peut être attractif que s’il est invariant. Le résultat
précédent implique alors directement le suivant.

Corollaire. L’ensemble Dwc

n n’est pas un ensemble attractif du système dynamique (4.17).

Il n’est donc pas possible de conclure qu’en général, les solutions d’équilibre du sys-
tème (4.19) soient une bonne approximation de celles du système (4.17).

§ 4.3.2. Étude d’un exemple à une population

Étant donné leur caractère non linéaire, il est difficile d’étudier les différences entre les
systèmes dynamiques (4.17) et (4.19) d’un point de vue général. Cependant, on peut trouver
des exemples où les deux modèles prévoient des comportements différents. On s’intérresse
dans cette sous-section à un exemple particulier où les comportements à long terme des
solutions prévues par (4.17) et (4.19) sont qualitativement très différentes, même en prenant
dans les deux cas la même condition initiale.

On considère un cas où le graphe n’est composé que d’une population. Pour simplifier
la notation, on laissera donc tomber l’indice qui réfèrerait à cette unique population. On
suppose que les seuils suivent une loi logistique dans la population, de sorte que

Fθ(y) =
1

1 + exp
( y−θ

sθ

) , (4.31a)

où sθ est un facteur d’échelle qui correspond à l’écart type des seuils à un facteur π/
√

3 près.
On fixe également les paramètres

α = 5 ms−1, β = 6/5 ms−1, γ = 2/5 ms−1, θ = 2, sθ = 2/5, Q = 0, c = 8. (4.31b)

On choisit ensuite l’état initial

Y0 = (A0,R0) := (1/10, 3/10). (4.32)

On remarque que

R0 =
3
10

=
6
5
· 5

2
· 1

10
=

β

γ
A0, (4.33)

de sorte que la composante R de l’état initial (4.32) se trouve déjà à sa solution d’équilibre,
c’est-à-dire que Y0 ∈ Dwc

1 .
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Figure 4.3 – En haut, solution de (4.19) pour les paramètres (4.31) et la condition initiale (4.32). En
bas, solution de (4.17) pour les mêmes paramètres et la même condition initiale.
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Figure 4.4 – Portrait de phase du système de
champ moyen (4.17) pour les paramètres (4.31).

Les solutions des systèmes (4.17) et (4.19)
peuvent être obtenues numériquement
pour les paramètres (4.31) à partir de la
condition initiale (4.32). Les résultats sont
présentés à la figure 4.3. On y voit que
le modèle où les fractions réfractaires sont
fixées d’avance en fonction des fractions ac-
tives prévoit que la solution converge vers
un point fixe stable, alors que le modèle
de champ moyen prévoit que la solution
converge vers un cycle limite. Celui-ci peut
être visualisé plus facilement sur un por-
trait de phase du système de champ moyen.
Un tel portrait de phase est donné à la fi-
gure 4.4.

Ce résultat est particulièrement intéressant, puisque le modèle (4.19) où les fractions réfrac-
taires sont fixées n’a ici qu’une dimension, puisqu’il n’y a qu’une population. Ainsi, il ne
pourrait en aucun cas prévoir de cycle limite. De plus, d’après la proposition 4.1, le point
fixe vers lequel la solution de (4.19) converge doit aussi être un point fixe du système (4.17),
mais il semble ne plus être stable.

Pour mieux comprendre ce qui se produit, on peut combiner les deux systèmes en un seul
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en ajoutant un paramètre supplémentaire, qu’on note ε, afin de faire une transition entre
les deux systèmes. Pour ce faire, on considère le système

.
A = −βA+ α(1 −A−R)Fθ(B), (4.34a)

ε
.
R = −γR+ βA. (4.34b)

Le cas ε = 0 correspond ainsi à fixer R à sa solution d’équilibre et revient au système (4.19),
alors que le cas ε = 1 correspond au système de champ moyen (4.17).

Il est alors possible d’étudier ce qui se produit entre les deux systèmes lorsque la valeur
du paramètre ε varie entre 0 et 1. Pour ce faire, on calcule d’abord la matrice jacobienne du
système (4.34). On obtient la matrice

J=

(
−β + αFθ(B) + αSF′

θ(B)c −αFθ(B)
β/ε −γ/ε

)
. (4.35)

On pourrait calculer analytiquement les valeurs propres de cette matrice, mais puisqu’il se-
rait difficile d’obtenir analytiquement les coordonnées du point fixe d’intérêt, on ne pourrait
pas les y évaluer. Cependant, on peut facilement obtenir une estimation numérique de la
position du point fixe en trouvant numériquement les zéros du champ vectoriel donné par
l’équation différentielle (4.17) pour les paramètres choisis. On peut alors calculer numéri-
quement les valeurs propres de la matrice jacobienne (4.35). On obtient les valeurs propres
illustrées à la figure 4.5. D’après ces résultats, les parties réelles des valeurs propres passent
de négatives à positives en un certain ε près de 1/2, donc il se produit donc une bifurcation
de Hopf en ce point.

Pour mieux la visualiser, il est possible d’obtenir une estimation numérique du diagramme
de bifurcation. Pour ce faire, on a trouvé numériquement la position du point fixe, puis
pour différentes valeurs de ε on a ajouté une petite perturbation à cette valeur, et on a
intégré le système (4.17) sur un long intervalle de temps. Lorsque le point fixe est stable, la
solution converge vers le point fixe, mais lorsqu’il devient instable, un cycle limite se forme
autour du point fixe et la solution converge plutôt vers ce cycle. Ceci permet d’obtenir la
position du cycle limite pour différentes valeurs de ε. En répétant cette procédure pour de
nombreuses valeurs de ε, on obtient une estimation du diagramme de bifurcation, donnée à
la figure 4.6. On y voit bien la forme de la bifurcation et le cycle limite qui est créé alors que
la valeur de ε augmente. D’après le diagramme, cette bifurcation de Hopf est supercritique.

On conclut cette sous-section en remarquant que, même si l’existence du cycle limite pré-
senté dans cet exemple est une illustration très intéressante des différences qui existent
entre les systèmes (4.17) et (4.19), il n’est pas clair si ces différences peuvent être associées
à des propriétés du processus stochastique sous-jacent aux deux modèles. En effet, des tra-
jectoires du processus stochastique ont été obtenues à partir de simulations numériques en
choisissant les paramètres d’après (4.31) et l’état initial d’après (4.32). Cependant, dans tous
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Figure 4.5 – Valeurs propres de la matrice jacobienne (4.35), pour les paramètres (4.31), évaluée
au point fixe vers lequel la solution converge dans le cas ε = 0. Lorsque les parties imaginaires
deviennent non nulles, les courbes des parties réelles sont superposées.
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Figure 4.6 – Deux angles de vue du diagramme de bifurcation du système (4.34) selon le paramètre
ε, en gardant fixés les paramètres (4.31). La couleur de la surface correspond à une fonction de ε qui
est utilisée pour que l’on distingue mieux la surface.
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les cas observés, les trajectoires du processus stochastique ne correspondaient aux solutions
d’aucun des deux systèmes. À la place, on observe à chaque fois une décroissance des frac-
tions de neurones actifs, puis réfractaires, jusqu’à zéro, et aucun neurone ne se réactive.
Dans ce cas, on conclut donc qu’aucun des deux modèles n’est une bonne approximation
du comportement du processus stochastique.

§ 4.3.3. Étude d’un exemple à deux populations

Des cas semblables au précédent peuvent aussi être vus avec davantage de populations.
Par exemple, on considère ici un cas où le graphe est divisé en deux populations notées E
et I, qui réfèrent respectivement à des populations de neurones excitateurs et de neurones
inhibiteurs. On suppose que les seuils suivent des lois logistiques dans chacune des deux
populations, de sorte que les fonctions de répartition FθE et FθI des deux populations aient
toutes les deux la forme (4.31a). On fixe également les paramètres

αE = 10 ms−1, βE = 4/5 ms−1, γE = 4 ms−1, θE = 0, sθE = 2/5, QE = 0, (4.36a)

αI = 9 ms−1, β I = 1 ms−1, γI = 1 ms−1, θI = 3, sθI = 2/5, QI = 0 (4.36b)

et la matrice de connexion

c =

(
8 −12
9 −2

)
. (4.36c)

On choisit ensuite l’état initial

Y0 = (AE0,AI0,RE0,RI0) := (2/5, 2/5, 2/25, 2/5). (4.37)

De la même façon que dans l’exemple précédent,

RE0 =
2
25

=
4

20
· 2

5
=

βE

γE
AE0 et RI0 =

2
5
=

β I

γI
AI0, (4.38)

de sorte que Y0 ∈ Dwc

2 .

Les solutions des systèmes (4.17) et (4.19) à partir de la condition initiale (4.37) ont été
obtenues numériquement, et sont présentées à la figure 4.7a. D’après la figure, le modèle
de champ moyen prévoit que la solution converge vers un cycle limite, alors que l’autre
modèle prévoit plutôt que la solution converge vers un point fixe stable.

Il est également intéressant de comparer ces solutions à des trajectoires du processus sto-
chastique sous-jacent aux deux modèles, qui peuvent être obtenues par des simulations
numériques. Un résultat possible est présenté à la figure 4.7b. On voit alors bien que la
trajectoire oscille, et qu’elle semble plus près de la solution du modèle de champ moyen
(4.17) que celle du modèle où les fractions réfractaires sont fixées en fonction des fractions
actives.
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(a) En haut, solution de (4.19) pour les paramètres (4.36) et la condition initiale (4.37). En bas, solution de (4.17)
pour les mêmes paramètres et la même condition initiale.
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(b) Trajectoire possible du processus de Markov construit à la section 4.2 pour les paramètres (4.36) et l’état
initial donné par (4.37), pour un réseau de 1000 neurones par population. Voir l’annexe B.2 pour les détails sur
la méthodologie employée pour les simulations.

Figure 4.7 – Comparaison entre les solutions des systèmes (4.17) et (4.19) et une trajectoire du
processus de Markov construit à la section 4.2 pour les paramètres (4.36) et l’état initial (4.37).

Comme dans le dernier cas, pour mieux comprendre ce qui se produit on combine les deux
modèles à partir du système

.
AJ = −β JAJ + αJ(1 −AJ −RJ)FθJ (BJ), (4.39a)

ε
.
RJ = −γJRJ + β JAJ . (4.39b)

Le cas ε = 0 correspond alors au système (4.19), et le cas ε = 1 correspond au système
(4.17).
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Figure 4.8 – Valeurs propres de la matrice jacobienne (4.40) avec les paramètres (4.36) évaluées au
point fixe vers lequel la solution converge dans le cas ε = 0. Les parties réelles sont illustrées en
haut et au milieu, et les parties imaginaires sont illustrées en bas. Les parties réelles de λ1 et λ2 sont
égales, et λ3 et λ4 sont toutes les deux réelles.

La matrice jacobienne du système combiné (4.39) est donnée par



ξE αEF′
θE
(BE)cEISE −αEFθE(BE) 0

αI F′
θI
(BI)cIESI ξ I 0 −αI FθI (BI)

βE/ε 0 −γE/ε 0
0 β I/ε 0 −γI/ε




, (4.40)

où l’on a défini
ξ J := β J − αJ FθJ (BJ) + αJ F′

θJ
(BJ)cJ JSJ (4.41)

pour J ∈ {E, I} afin d’éviter les débordements.

Les valeurs propres de cette matrice peuvent être calculées numériquement en fonction de ε

de la même façon que dans le dernier cas. Les résultats sont donnés à la figure 4.8. D’après
ces résultats, la partie réelle d’une paire de valeurs propres conjuguées change de signe
près de la valeur ε = 0.55, donc il se produit une bifurcation de Hopf en ce point.
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Figure 4.9 – Diagrammes de bifurcation du système (4.39) selon ε, pour chacune des quatre compo-
santes. Dans chaque cas, le point jaune illustre le point de bifurcation, et la ligne pointillée indique
la valeur de la composante au point fixe. La ligne pleine indique le maximum et le minimum de la
solution sur un petit intervalle à la fin de l’intervalle d’intégration.

On peut mieux visualiser la bifurcation en traçant une estimation du diagramme de bifur-
cation. Cependant, comme le système dynamique a ici quatre dimensions, on ne peut pas
procéder de la même façon que dans le dernier cas pour tracer le diagramme. On a donc
plutôt calculé, pour chaque valeur de ε après la bifurcation, les valeurs maximale et mini-
male de chaque composante sur le cycle. Les résultats obtenus sont donnés à la figure 4.9.
D’après la forme de ces projections du diagramme de bifurcation, la bifurcation de Hopf
est supercritique.

§ 4.3.4. Conclusion

Après la comparaison du système de champ moyen (4.17) et du système (4.19) où les com-
posantes associées aux fractions réfractaires des populations sont fixées d’avance à leurs
solutions d’équilibre en fonction des fractions actives, on a vu que ces deux modèles pré-
sentent certainement plusieurs similarités importantes. En particulier, on a montré à la
proposition 4.1 que leurs points fixes sont les mêmes. Cependant, à la lumière du corollaire
de la proposition 4.2, on a vu que la dynamique du système (4.17) ne peut pas être réduite
d’emblée à celle du système (4.19).
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En effet, les exemples étudiés aux sous-sections 4.3.2 et 4.3.3 montrent que les points fixes
des deux systèmes peuvent ne pas avoir la même stabilité même s’ils sont aux mêmes
points. Pour étudier la dynamique complète du système (4.17), il est donc nécessaire de
tenir compte des fractions de populations associées à l’état réfractaire.

§ 4.4. Approximation de champ moyen de deuxième ordre

À la section 4.2, afin de décrire la dynamique d’un réseau de neurones biologiques d’un
point de vue macroscopique, on a proposé le système (4.16), donné par

.
AJ(t) = −β JAJ(t) + αJE

[
SJ

t FθJ (BJ
t )
]
, (4.16a)

.
RJ(t) = −γJRJ(t) + β JAJ(t), (4.16b)

.
SJ(t) = −αJE

[
SJ

t FθJ (BJ
t )
]
+ γJRJ(t). (4.16c)

Comme le modèle construit à la section 4.2 est stochastique, il est naturel de vouloir trouver
une solution au problème de fermeture de moments qui irait au-delà de l’approximation de
champ moyen. On pourrait alors considérer des corrélations non nulles entre les états de dif-
férents neurones du réseau. Il est important de remarquer que, du moins à la connaissance
de l’auteur de ce document, ce problème de fermeture de moments n’a jamais été étudié
auparavant. Comme discuté plus tôt, les auteurs qui tentent d’inclure des corrélations dans
les modèles de réseaux de neurones biologiques semblables au modèle de Wilson–Cowan
utilisent plutôt d’autres méthodes, comme des intégrales fonctionnelles ou des équations
de Langevin.

Pour attaquer ce problème, il sera plus approprié d’utiliser les moments centrés. Avec les
taux de transition moyens donnés en (4.15), le système (2.62) prend la forme

.
CJK

AA(t) = −(β J + βK)C
JK
AA(t) + αKCov[AJ

t , SK
t FθK(BK

t )] + αJCov[SJ
t FθJ (BJ

t ), AK
t ], (4.42a)

.
CJK

RR(t) = −(γJ + γK)C
JK
RR(t) + βKCKJ

AR(t) + β JC
JK
AR(t), (4.42b)

.
CJK

AR(t) = −(β J + γK)C
JK
AR(t) + βKCJK

AA(t) + αJCov[SJ
t FθJ (BJ

t ), RK
t ], (4.42c)

où l’on reprend la notation CJK
UV(t) := Cov[U J

t , VK
t ] où U et V remplacent A, R ou S. Il est

important de rappeler que ce système est approximatif au même titre que le système (4.16),
en considérant des paramètres homogènes sur la division en populations P.

Pour trouver une solution au problème de fermeture de moments, on cherche alors à ap-
proximer les membres de droite des équations (4.16) et (4.42). Il est intéressant de remar-
quer d’abord que les approximations utilisées dans le contexte du modèle SIR, présentées
à la section 3.3, ne s’appliquent pas bien à ce problème. En effet, ces approximations per-
mettent seulement d’approximer un moment d’ordre 3 en fonction de moments d’ordre 1
et 2. Dans le contexte du modèle SIR, ces approximations sont tout à fait appropriées,
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puisque les équations (3.12) et (3.18) qui donnent les dérivées des moments d’ordre 1 et 2
ne contiennent que des moments d’ordre 1, 2 et 3. Or, les équations (4.16) et (4.42) ont une
forme très différente en ce qu’elles incluent les fonctions de répartition des seuils. Si l’on
suppose que les seuils suivent des lois de probabilité unimodales et symétriques, ces fonc-
tions de répartition ont des formes sigmoïdales. Dans ce cas, les espérances de produits
qui impliquent ces fonctions ne dépendent pas que des moments d’ordre 1, 2 et 3, mais
dépendent en fait de moments d’ordre arbitrairement élevé.

On propose dans cette section une première solution à ce problème de fermeture de mo-
ments, qui peut être vue comme une approximation de champ moyen de deuxième ordre.
Il est important de noter que, même si l’on utilise la même expression pour désigner cette
approximation, elle est distincte de l’approximation étudiée à la section 3.3.2. Dans la pre-
mière sous-section, on présente d’abord l’approximation et le système résultant pour un
nombre quelconque de populations. Dans la seconde sous-section, on se concentre sur le
cas particulier à une population, pour lequel plusieurs résultats analytiques et numériques
sont présentés. On présente ensuite un exemple à deux populations à la troisième sous-
section. Finalement, on discute les résultats analytiques et numériques qu’on a obtenus et
on conclut sur la capacité de ce modèle à représenter la dynamique macroscopique d’un
réseau de neurones biologiques.

§ 4.4.1. La fermeture de moments

L’idée de l’approximation présentée ici est assez simple, et peut être vue comme une géné-
ralisation de l’approximation de champ moyen qui permette d’inclure les seconds moments.
L’approximation de champ moyen consiste à négliger les variances des variables aléatoires
d’intérêt, ce qui mène à négliger tous les moments centrés d’ordre supérieur. De la même
façon, on néglige ici les moments centrés d’ordre 3 et plus des variables aléatoires d’intérêt.

Pour utiliser cette idée afin d’approximer les membres de droite des équations (4.16) et
(4.42), on doit donc les réécrire afin qu’ils s’expriment en fonction des moments centrés des
composantes de l’état macroscopique. Pour ce faire, le plus simple est d’utiliser les déve-
loppements de Taylor des fonctions de répartition des seuils des différentes populations du
graphe. Pour simplifier, on suppose que ces fonctions sont toutes analytiques.

Afin d’approximer (4.16a) et (4.16c), on cherche d’abord à approximer les espérances de la
forme E

[
SJ

t FθJ (BJ
t )
]
. En exprimant FθJ d’après sa série de Taylor autour de l’espérance BJ(t)

de BJ
t ,

E
[
SJ

t FθJ (BJ
t )
]
= E

[
SJ

t

∞

∑
k=0

1
k!

F(k)
θJ

(
BJ(t)

)(
BJ

t −BJ(t)
)k
]

. (4.43)
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En supposant que FθJ est telle que l’espérance peut être distribuée dans la série, on voit que

E
[
SJ

t FθJ (BJ
t )
]
=

∞

∑
k=0

1
k!

F(k)
θJ

(
BJ(t)

)
E
[(

SJ
t − SJ(t)

)(
BJ

t −BJ(t)
)k
]

+
∞

∑
k=0

1
k!

F(k)
θJ

(
BJ(t)

)
SJ(t)E

[(
BJ

t −BJ(t)
)k
]
.

(4.44)

On remarque alors que le terme k = 0 de la première série est identiquement nul puisque
E[SJ

t −SJ(t)] = 0, de même que le terme k = 1 de la seconde série. Ensuite, comme on veut
négliger les moments centrés d’ordre supérieur à deux, on néglige les termes où k ≥ 2 dans
la première série, et ceux où k ≥ 3 dans la seconde. Ainsi,

E
[
SJ

t FθJ (BJ
t )
]
≈ F′

θJ

(
BJ(t)

)
E
[(

SJ
t − SJ(t)

)(
BJ

t −BJ(t)
)]

+ SJ(t)FθJ

(
BJ(t)

)
+

1
2
SJ(t)F′′

θJ

(
BJ(t)

)
E
[(

BJ
t −BJ(t)

)2] (4.45)

= SJ(t)FθJ

(
BJ(t)

)
+ F′

θJ

(
BJ(t)

)
CJ J

SB(t) +
1
2
SJ(t)F′′

θJ

(
BJ(t)

)
CJ J

BB(t). (4.46)

Il est important de remarquer ici que cette approximation ne dépend que des composantes
AJ

t et RJ
t de l’état macroscopique, puisque SJ

t et BJ
t en dépendent linéairement. En effet,

CJ J
SB(t) = Cov

[
SJ

t , BJ
t
]
= Cov

[
1 − AJ

t − RJ
t , ∑

K∈P
cJK AK

t + QJ

]
(4.47)

= − ∑
K∈P

cJK

(
Cov

[
AJ

t , AK
t
]
+ Cov

[
RJ

t , AK
t
])

= − ∑
K∈P

cJK
(
CJK

AA(t) + CKJ
AR(t)

)
. (4.48)

De la même façon,

CJ J
BB(t) = Cov

[
BJ

t , BJ
t
]
= Cov

[
∑

K∈P
cJK AK

t + QJ , ∑
L∈P

cJL AL
t + QJ

]
= ∑

K,L∈P
cJKcJLCKL

AA(t).

(4.49)
L’approximation de E

[
SJ

t FθJ (BJ
t )
]

ne dépend ainsi que des premiers et seconds moments
des composantes de l’état macroscopique.

Les mêmes idées peuvent être utilisées pour approximer les covariances qui impliquent des
fonctions de répartition dans (4.42). D’abord,

Cov
[
AJ

t , SK
t FθK(BK

t )
]
= E

[(
AJ

t −AJ(t)
)(

SK
t FθK(BK

t )− E
[
SK

t FθK(BK
t )
])]

(4.50)

= E
[(

AJ
t −AJ(t)

)(
SK

t − SK(t)
)

FθK(BK
t )
]

+ SK(t)E
[(

AJ
t −AJ(t)

)
FθK(BK

t )
]
.

(4.51)

Dans la première espérance, seul le terme constant donne un moment centré d’ordre infé-
rieur à trois lorsqu’on développe FθK en série de Taylor. Dans la deuxième, le terme constant
s’annule, et seul le terme linéaire donne un moment centré d’ordre inférieur à trois. On ob-
tient ainsi l’approximation

Cov
[
AJ

t , SK
t FθK(BK

t )
]
≈ FθK

(
BK(t)

)
CJK

AS(t) + SK(t)F′
θK

(
BK(t)

)
CJK

AB(t). (4.52)
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En remplaçant AJ
t par RJ

t , la même démarche mène à l’approximation

Cov
[
RJ

t , SK
t FθK(BK

t )
]
≈ FθK

(
BK(t)

)
CJK

RS(t) + SK(t)F′
θK

(
BK(t)

)
CJK

RB(t). (4.53)

En utilisant les approximations (4.46) pour E
[
SJ

t FθJ (BJ
t )
]
, (4.52) pour Cov

[
AJ

t , SK
t FθK(BK

t )
]

et
(4.53) pour Cov

[
RJ

t , SK
t FθK(BK

t )
]

dans le système (4.16)–(4.42), on obtient le système

.
AJ = −β JAJ + αJSJ FθJ (BJ) + αJ F′

θJ
(BJ)C

J J
SB +

αJ

2
SJ F′′

θJ
(BJ)C

J J
BB, (4.54a)

.
RJ = −γJRJ + β JAJ , (4.54b)

.
CJK

AA = −(β J + βK)C
JK
AA + αKFθK(BK)C

JK
AS + αKSKF′

θK
(BK)C

JK
AB

+ αJ FθJ (BJ)C
KJ
AS + αJSJ F′

θJ
(BJ)C

KJ
AB,

(4.54c)

.
CJK

RR = −(γJ + γK)C
JK
RR + βKCKJ

AR + β JC
JK
AR, (4.54d)

.
CJK

AR = −(β J + γK)C
JK
AR + βKCJK

AA + αJ FθJ (BJ)C
KJ
RS + αJSJ F′

θJ
(BJ)C

KJ
RB. (4.54e)

À partir de la relation SJ
t = 1 − AJ

t − RJ
t et de l’expression BJ

t = ∑L∈P cJL AL
t + QJ de

l’activité entrante, on peut réécrire toutes les covariances qui se trouvent dans ces équations
en fonction des covariances entre des fractions actives et réfractaires de populations du
graphe. Ainsi, le système (4.54) ne dépend que des espérances et des seconds moments
centrés des composantes AJ

t et RJ
t de l’état macroscopique.

Il est clair que si l’on néglige toutes les covariances dans le système (4.54), on retombe
précisément sur le système (4.17) obtenu de l’approximation de champ moyen. On peut
donc voir le système (4.54) comme une extension du modèle de champ moyen.

Il est facile de déterminer la dimension du système (4.54). D’abord, en notant n le nombre
de populations que comporte le graphe, on voit qu’il y a n équations de la forme (4.54a) et
n équations de la forme (4.54b) qui tiennent respectivement compte des composantes AJ et
RJ . Ensuite, on rappelle que pour toutes populations J et K du graphe, CJK

AA = CKJ
AA. Ainsi,

il y a n(n+1)
2 équations de la forme (4.54c) pour les composantes CJK

AA. De la même façon, il
y a n(n+1)

2 équations de la forme (4.54d) pour les composantes CJK
RR. Finalement, il y a aussi

n2 équations de la forme (4.54e) pour les composantes CJK
AR. Ainsi, le système (4.54) est de

dimension 2n + 2 n(n+1)
2 + n2 = n(2n + 3).

On peut d’emblée remarquer que, comme on suppose que les fonctions de répartition FθJ

sont analytiques, le champ vectoriel associé au système (4.54) est de classe C1. Ainsi, d’après
le théorème 1.2, ce système admet une solution unique pour toute condition initiale dans
Rn(2n+3). Pour l’étude analytique du système, on s’attaque au cas le plus simple, où le
graphe n’a qu’une population.
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§ 4.4.2. Étude du cas à une population

On étudie ici le système dynamique (4.54) pour le cas d’une seule population. Dans ce cas, le
système a cinq dimensions, et il est simple de l’écrire en utilisant seulement des covariances
entre les fractions active et réfractaire de la population. On obtient alors le système

.
A = −βA+ αSFθ(B)− αF′

θ(B)c(CAA + CAR) +
α

2
SF′′

θ (B)c2CAA, (4.55a)
.
R = −γR+ βA, (4.55b)

.
CAA = −2βCAA − 2αFθ(B)(CAA + CAR) + 2αSF′

θ(B)cCAA, (4.55c)
.
CRR = −2γCRR + 2βCAR, (4.55d)
.
CAR = −(β + γ)CAR + βCAA − αFθ(B)(CRR + CAR) + αSF′

θ(B)cCAR, (4.55e)

où l’on a laissé tombé les indices qui réfèreraient à l’unique population. Ce système est
étudié particulièrement dans l’idée de le comparer au système (4.17), obtenu dans l’ap-
proximation de champ moyen. On présente ici quelques résultats sur l’analyse de ce sys-
tème dynamique, notamment sur certains domaines invariants par son flot ainsi que sur ses
points fixes. On discute ensuite quelques résultats obtenus numériquement et qui visaient
à trouver des comportements distincts de ceux prévus par le système (4.17).

§ 4.4.2.1. Domaine physiologique

Bien que le système dynamique décrit par (4.55) soit défini dans R5, les variables dyna-
miques n’ont un sens que dans un domaine restreint de R5, à la manière de ce qu’on a
décrit à la section 4.3.1 lorsqu’on a défini le domaine Dn en (4.23). De la même façon qu’à
cette section, on veut qu’en tout temps A,R, S ∈ [0, 1], c’est-à-dire que (A,R) ∈ D1.

D’autres conditions peuvent toutefois être obtenues sur les variances des fractions active et
réfractaire ainsi que sur leur covariance. D’abord, puisque les variables aléatoires At et Rt

sont bornées entre 0 et 1 pour tout t ≥ 0, l’inégalité de Bhatia–Davis impose que

CAA ≤ A(1 −A) et que CRR ≤ R(1 −R). (4.56)

En utilisant le même raisonnement pour la fraction sensible, on voit que

CSS = CAA + 2CAR + CRR ≤ S(1 − S) ⇐⇒ CAR ≤ 1
2
(
S(1 − S)− CAA − CRR

)
. (4.57)

La covariance entre les fractions active et réfractaire peut ensuite être bornée à partir de
l’inégalité de Cauchy–Schwarz. En effet, celle-ci impose que |CAR| ≤

√
CAACRR . L’inégalité

s’applique aussi aux autres covariances qui ne sont pas des variances, mais ces cas sont re-
dondants. En effet, puisque CAR = −CAA −CAS et que CRR = CAA + 2CAS +CSS, l’inégalité
de Cauchy–Schwarz pour CAR montre que

(CAA + CAS)
2 = C2

AR ≤ CAACRR = CAA(CAA + 2CAS + CSS). (4.58)
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Or, en détaillant les deux côtés, on obtient l’inégalité

C2
AA + 2CAACAS + C2

AS ≤ C2
AA + 2CAACAS + CAACSS (4.59)

qui, une fois simplifiée, est exactement l’inégalité C2
AS ≤ CAACSS. Une démarche équiva-

lente montre que C2
AR ≤ CAACRR implique que C2

RS ≤ CRRCSS.

D’autres conditions peuvent encore borner la covariance entre les fractions active et réfrac-
taire. D’abord, puisque At et Rt sont positives pour tout t, leur produit est aussi positif.
Ainsi, CAR = E[AtRt]−AR ≥ −AR. De la même façon,

CAS = −CAA − CAR ≥ −AS ⇐⇒ CAR ≤ AS − CAA (4.60)

et

CRS = −CRR − CAR ≥ −RS ⇐⇒ CAR ≤ RS − CRR. (4.61)

On note d’ailleurs que les inégalités (4.60) et (4.61) impliquent ensemble l’inégalité (4.57) ;
en les sommant, on obtient que

CAR =
1
2
(CAR + CAR) ≤

1
2
(
AS − CAA +RS − CRR

)
, (4.62)

qui correspond à (4.57), puisque A+R = 1 − S .

Il est important de remarquer que les bornes inférieures sur CAR données par l’inégalité
de Cauchy–Schwarz et par la relation CAR ≥ −AR sont indépendantes, au sens où elles
peuvent l’une et l’autre être atteinte sans que l’autre ne le soit. D’abord, la borne donnée
par l’inégalité de Cauchy–Schwarz peut être atteinte sans que CAR = −AR, puisque les
variables aléatoires At et Rt pourraient être parfaitement anticorrélées sans que l’espérance
de leur produit ne soit nulle. Pour le sens inverse, le plus simple est de prendre un exemple.
Il serait possible que

(At, Rt) =





(0, 0) avec probabilité pS,
(1, 0) avec probabilité pA,
(0, 1) avec probabilité pR,

(4.63)

où pS + pA + pR = 1. Dans ce cas,

E
[
AtRt

]
= ∑

(a,r)∈{0,1}2

arP
[
At = a, Rt = r

]
= 0. (4.64)

Cependant, E[At] = E[A2
t ] = pA et E[Rt] = E[R2

t ] = pR, donc CAA = pA(1 − pA) et CRR =

pR(1 − pR). Il s’ensuit que CAR = −pA pR. De plus, puisque 1 − pA > 1 − pA − pS = pR et
que 1 − pR > 1 − pR − pS = pA si pS > 0, alors

CAR = −pA pR = −
√

p2
A p2

R > −
√

pA(1 − pA)pR(1 − pR) = −
√

CAACRR . (4.65)

La borne inférieure CAR ≥ −AR peut donc être atteinte sans que la borne inférieure don-
née par l’inégalité de Cauchy–Schwarz ne le soit. Les mêmes raisonnements s’appliquent
évidemment aux autres covariances.
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En résumé, la covariance CAR doit respecter les conditions

CAR ≥ −
√

CAACRR , CAR ≥ −AR, (4.66a)

CAR ≤
√

CAACRR , CAR ≤ AS − CAA, et CAR ≤ RS − CRR. (4.66b)

En rassemblant les conditions énumérées plus haut, on arrive à la conclusion que les va-
riables dynamiques ont un sens seulement dans le domaine

D+
1 :=

{
(A,R, CAA, CRR, CAR) ∈ [0, 1]4 × [−1, 1]

∣∣∣∣
A+R ≤ 1, CAR respecte (4.66),

CAA ≤ A(1 −A), CRR ≤ R(1 −R)

}
.

(4.67)
On appellera parfois cet ensemble le domaine physiologique, puisque c’est le domaine où
les variables dynamiques ont un sens du point de vue de l’étude du réseau de neurones
biologiques.

§ 4.4.2.2. Ensembles invariants

Dans un premier temps, il est intéressant de chercher si certains ensembles sont laissés
invariants par le flot du système dynamique (4.55), particulièrement si ces ensembles ont
un sens du point de vue biologique.

Par exemple, il serait intéressant d’arriver à montrer que le domaine D+
1 défini en (4.67)

est invariant. Ceci assurerait que les solutions du système qui débutent dans ce domaine y
restent toujours, c’est-à-dire que le système ne prévoit que des solutions correspondant à
des trajectoires possibles du processus stochastique sous-jacent. Malheureusement, la non
linéarité du système (4.55) et la complexité du domaine (4.67) rendent cette analyse difficile,
et aucun résultat en ce sens n’a pu être obtenu.

On peut cependant obtenir quelques résultats moins forts, et tout de même intéressants. Le
résultat suivant permet de voir le cas d’une seule population du système (4.17) obtenu de
l’approximation de champ moyen comme un sous-système de (4.55).

Proposition 4.3. Le plan CAA = CRR = CAR = 0 dans R5 est invariant par le flot du sys-
tème (4.55).

Démonstration. Il est clair à partir des expressions des dérivées de CAA, CRR et CAR données
en (4.55) qu’en tout point où CAA = CRR = CAR = 0, les dérivées

.
CAA,

.
CRR et

.
CAR sont

toutes nulles. Ainsi, le champ vectoriel donné par (4.55) est parallèle au plan CAA = CRR =

CAR = 0 dans R5. Par le théorème 1.4, ce plan est donc invariant par le flot de (4.55).

Le résultat suivant permet de voir que certaines bornes sur la covariance entre les fractions
active et réfractaire sont toujours respectées par une solution dont la condition initiale les
respecte.
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Proposition 4.4. Les ensembles

F± :=
{
(A,R, CAA, CRR, CAR) ∈ R5 : CAR = ±

√
CAACRR ̸= 0

}
(4.68)

sont invariants par le flot du système (4.55).

Démonstration. Soient g± : R2 × (0, ∞)2 × R → R les fonctions définies par

g±(A,R, CAA, CRR, CAR) :=
√

CAACRR ∓ CAR. (4.69)

Soient x une solution du système (4.54) et t tel que x(t) se trouve dans le domaine de g±.
Alors

.g±
(
x(t)

)
=
〈

Dg±
(
x(t)

)
, .x(t)

〉
=
〈

Dg±
(
x(t)

)
, f
(
x(t)

)〉
(4.70)

où ⟨·, ·⟩ note le produit scalaire usuel sur R5 et où f : R5 → R5 note le champ vectoriel
associé au système (4.55). Un calcul direct montre que

Dg±(A,R, CAA, CRR, CAR) =
(

0, 0, 1
2

√
CRR
CAA

, 1
2

√
CAA
CRR

,∓1
)

. (4.71)

Ainsi, en notant x(t) =
(
A(t),R(t), CAA(t), CRR(t), CAR(t)

)
, on voit que l’on peut écrire

un peu plus explicitement

.g±
(
x(t)

)
=

1
2

√
CRR(t)
CAA(t)

.
CAA

∣∣∣∣
x(t)

+
1
2

√
CAA(t)
CRR(t)

.
CRR

∣∣∣∣
x(t)

∓
.
CAR

∣∣∣∣
x(t)

, (4.72)

où
.
CAA,

.
CRR et

.
CAR sont les fonctions données par le système (4.55). En omettant les

dépendances sur t pour alléger la notation, on calcule alors que

.g±(x) =
1
2

√
CRR

CAA

(
−2βCAA − 2αFθ(B)(CAA + CAR) + 2αSF′

θ(B)cCAA

)

+
1
2

√
CAA

CRR

(
−2γCRR + 2βCAR

)

± (β + γ)CAR ∓ βCAA ± αFθ(B)(CRR + CAR)∓ αSF′
θ(EB)cCAR

(4.73)

= −β
√

CAACRR − αFθ(B)
√

CAACRR − αFθCAR

√
CRR

CAA
+ αSF′

θ(B)c
√

CAACRR

− γ
√

CAACRR + βCAR

√
CAA

CRR

± (β + γ)CAR ∓ βCAA ± αFθ(B)(CRR + CAR)∓ αSF′
θ(EB)cCAR

(4.74)

= −
(

β + αFθ(B) + γ ± β

√
CAA

CRR
∓ αFθ(B)

√
CRR

CAA
− αSF′

θ(B)c
)

g±(x). (4.75)

Il est alors clair que les ensembles où g± = 0 sont invariants par le flot du système (4.55),
puisque si g±(x) = 0, alors .g±(x) = 0. Or, g±(A,R, CAA, CRR, CAR) = 0 si et seulement si
CAR = ±√

CAACRR . Ainsi, on conclut que les ensembles F± sont invariants par le flot du
système (4.55).
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Ce résultat implique d’ailleurs qu’une solution de l’équation différentielle (4.55) dont la
condition initiale se trouve dans le domaine D+

1 , qui respecte forcément l’inégalité de
Cauchy–Schwarz, respectera toujours cette inégalité. Cependant, il est difficile de s’assu-
rer que les variances — en particulier CAA — n’augmenteront pas en dehors des bornes du
domaine D+

1 .

§ 4.4.2.3. Points fixes du système dynamique

On étudie maintenant les points fixes de l’équation différentielle (4.55). Le lemme suivant
montre qu’il est possible de classer ces points fixes en trois catégories, la première corres-
pondant aux points fixes du système de champ moyen (4.17). Les deux autres catégories
sont particulièrement intéressantes, puisque dans ces cas les composantes associées aux co-
variances pourraient être non nulles. De tels points fixes pourraient donc correspondre à
des états stables du système stochastique sous-jacent qui ne peuvent être modélisés par le
système de champ moyen.

Lemme 4.5. On suppose que (A∗,R∗, C∗
AA, C∗

RR, C∗
AR) ∈ R5 est un point fixe de (4.55), et pour

simplifier la notation, on note F(k) = F(k)
θ (B∗). Alors R∗ = β

γA∗ et C∗
RR = β

γ C∗
AR. De plus, l’une

des conditions suivantes doit être respectée :
i) C∗

AA = C∗
RR = C∗

AR = 0, et A∗ est une solution de l’équation

αFθ(B) =
βγA

γ − (β + γ)A . (4.76)

ii) C∗
AA = αF

γ C∗
AR,

C∗
AR =

γ

β + γ

(β + γ + αF)(βγ + βαF + γαF)− βγαF′c
(γ + αF)(αF′c)2 − 1

2 (β + γ + αF)α2FF′′c2
, (4.77)

et A∗ est une solution de l’équation αF′
θ(B)c

(
1 − (1 + β

γ )A
)
= β + γ + αFθ(B).

iii) C∗
AA = γ

β C∗
AR,

C∗
AR =

β

γ(β + γ)

(βγ + βαF + γαF)2 − βγ2αF′c
(β + γ)(αF′c)2 − 1

2 (βγ + βαF + γαF)αF′′c2
, (4.78)

et A∗ est une solution de l’équation γαF′
θ(B)c

(
1− (1+ β

γ )A
)
= βγ+ βαFθ(B)+γαFθ(B).

Démonstration. D’abord, il est clair à partir des expressions (4.55b) et (4.55d) des dérivées
de R et de CRR que R∗ = β

γA∗ et que C∗
RR = β

γ C∗
AR. Ensuite, en évaluant la dérivée (4.55e)

de CAR au point fixe et en substituant C∗
RR = β

γ C∗
AR, on obtient la relation

0 = −(β + γ)C∗
AR + βC∗

AA − αF
( β

γ
+ 1
)

C∗
AR + αS∗F′cC∗

AR (4.79)

= βC∗
AA −

(
β + γ + αF +

βαF
γ

− αF′cS∗
)

C∗
AR, (4.80)

où l’on utilise la notation F(k) = F(k)
θ (B∗) introduite dans l’énoncé du lemme. On conclut
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alors que

C∗
AA =

1
βγ

(
βγ + γ2 + γαF + βαF − γαF′cS∗)C∗

AR. (4.81)

De plus, en évaluant la dérivée (4.55c) de CAA au point fixe et en y substituant ce résultat,
on obtient que

0 = −2βC∗
AA − 2αF(C∗

AA + C∗
AR) + 2αS∗F′cC∗

AA (4.82)

= −2αFC∗
AR − 2

βγ

(
β + αF − αF′cS∗)(βγ + γ2 + γαF + βαF − γαF′cS∗)C∗

AR (4.83)

= − 2
βγ

((
βγ + βαF + γαF − γαF′cS∗)(β + αF − αF′cS

)

+ γ
(

βαF + βγ + γαF − γαF′cS∗))C∗
AR.

(4.84)

Ainsi, on trouve l’équation

0 =
2

βγ

(
β + γ + αF − αF′cS∗)(βγ + βαF + γαF − γαF′cS∗)C∗

AR. (4.85)

On a alors trois possibilités. D’abord, il se peut que C∗
AR = 0, auquel cas les relations

trouvées plus tôt montrent que C∗
AA = C∗

RR = 0. Dans ce cas, on obtient la valeur de
A∗ à partir de la dérivée de A évaluée au point fixe. En évaluant (4.55a) en un point
(A, β

γA, 0, 0, 0), on obtient que

.
A = −βA+ α

(
1 −

(
1 +

β

γ

)
A
)

Fθ(B) = −βA+ α

(
γ − (β + γ)A

γ

)
Fθ(B). (4.86)

Ainsi, (A∗, β
γA∗, 0, 0, 0) est un point fixe du système (4.55) si A∗ est une solution de (4.76).

Ensuite, l’équation (4.85) peut aussi être respectée si A∗ est une solution de l’équation

αF′
θ(B)c

(
1 −

(
1 +

β

γ

)
A
)
= β + γ + αFθ(B), (4.87)

c’est-à-dire que αF′cS∗ = β + γ + αF. Dans ce cas, on obtient alors de (4.81) que C∗
AA =

αF
γ C∗

AR. On peut ensuite trouver une expression pour C∗
AR en fonction de A∗ à partir de la

dérivée (4.55a) de A évaluée au point fixe. En y substituant C∗
AA = αF

γ C∗
AR, on trouve que

0 = −βA∗ + αS∗F − αF′c
(αF

γ
+ 1
)

C∗
AR +

α

2
S∗F′′c2 αF

γ
C∗

AR. (4.88)

En utilisant alors la relation S∗ = 1 − β+γ
γ A∗, équivalente à A∗ = γ

β+γ (1 − S∗), on voit que

0 =
(βγ + βαF + γαF)S∗ − βγ

β + γ
− 1

γ

(
αF′c(γ + αF)− 1

2
α2FF′′c2S∗

)
C∗

AR. (4.89)

On isole alors C∗
AR pour trouver que

C∗
AR =

γ

β + γ

(βγ + βαF + γαF)αF′cS∗ − βγαF′c
(γ + αF)(αF′c)2 − 1

2 α2FF′′c2αF′cS∗ . (4.90)
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On retrouve finalement l’expression annoncée pour C∗
AR dans le cas ii) en substituant

αF′cS∗ = β + γ + αF dans l’expression précédente.

Finalement, l’équation (4.85) peut être respectée dans un troisième cas : lorsque A∗ est une
solution de l’équation

γαF′
θ(B)c

(
1 −

(
1 +

β

γ

)
A
)
= βγ + βαFθ(B) + γαFθ(B), (4.91)

c’est-à-dire que γαF′cS∗ = βγ + βαF + γαF. Dans ce cas, on obtient de (4.81) que C∗
AA =

γ
β C∗

AR. Comme plus tôt, on trouve une expression pour C∗
AR à partir de la dérivée (4.55a) de

A évaluée au point fixe. En y substituant C∗
AA = γ

β C∗
AR, on trouve que

0 = −βA∗ + αS∗F − αF′c
(γ

β
+ 1
)

C∗
AR +

α

2
S∗F′′c2 γ

β
C∗

AR (4.92)

=
(βγ + βαF + γαF)S∗ − βγ

β + γ
− 1

β

(
αF′c(β + γ)− 1

2
γαF′′c2S∗

)
C∗

AR, (4.93)

où l’on a utilisé la relation A∗ = γ
β+γ (1 − S∗) comme plus tôt. On isole alors C∗

AR pour
trouver que

C∗
AR =

β

β + γ

(βγ + βαF + γαF)γαF′cS∗ − βγ2αF′c
γ(β + γ)(αF′c)2 − 1

2 γ2αF′′c2αF′cS∗ , (4.94)

et l’on retrouve l’expression annoncée en substituant γαF′cS∗ = βγ + βαF + γαF.

Les points fixes de la forme i) sont les plus faciles à étudier. Le résultat suivant donne un
critère pour leur existence, et même pour leur stabilité.

Proposition 4.6. Tous les points fixes du système (4.55) de la forme i) décrite au lemme 4.5 se
trouvent dans le domaine D+

1 , et il en existe toujours au moins un. De plus, un point fixe de cette
forme est stable si sa coordonnée A∗ respecte la condition

β + γ + αFθ(B∗)− αF′
θ(B∗)c

(
1 −

(
1 +

β

γ

)
A∗
)
> max

{
0, γ − βαFθ(B∗)

γ

}
, (4.95)

et il est instable si l’inégalité stricte inverse est respectée.

Remarque 1. Pour une population de neurones inhibiteurs, c’est-à-dire si c < 0, la condition
de stabilité est forcément respectée. En effet, dans ce cas le membre de gauche de (4.95)
est directement positif, et la condition est forcément vraie puisque Fθ est positive. On peut
interpréter ceci biologiquement en ce que si la valeur de A est légèrement supérieure à
sa valeur au point fixe, la population de neurones s’inhibe elle-même davantage, ce qui a
tendance à ralentir l’activation d’autres neurones, donc à faire diminuer la valeur de A vers
sa valeur au point fixe. À l’inverse, si la valeur de A un légèrement inférieure à sa valeur au
point fixe, la population de neurones s’inhibe moins, ce qui facilite l’activation des neurones
et fait augmenter la valeur de A.
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Remarque 2. Si β > αc sup F′
θ , la condition de stabilité est forcément respectée. Pour le voir,

on suppose que c ≥ 0 puisque le cas c < 0 est couvert par la remarque précédente. Alors le
membre de gauche de (4.95) est toujours supérieur à β+ γ− αF′

θ(B∗)c, puisque Fθ et F′
θ sont

positives et que S∗ = 1 − β+γ
γ A∗ est borné entre 0 et 1. Ainsi, la condition de stabilité est

respectée si β > αF′
θ(B∗)c. Pour comprendre l’interprétation biologique de cette condition

dans le cas où c ≥ 0, on remarque que si ∆A est petit, alors par une approximation de
Taylor, αFθ

(
c(A∗ + ∆A) + Q

)
≈ αFθ(B∗) + αF′

θ(B∗)c∆A. Une petite perturbation ∆A de
la fraction de neurones actifs a donc pour effet de modifier le taux d’activation d’environ
αF′

θ(B∗)c∆A, qui a toujours le signe de ∆A. Ainsi, lorsque β > αc sup F′
θ , les neurones se

désactivent trop rapidement pour qu’une modification de la fraction de neurones actifs
puisse avoir un effet durable sur la dynamique du réseau.

Démonstration. D’après le lemme 4.5, un point fixe de la forme i) doit avoir les coordonnées
(A∗, β

γA∗, 0, 0, 0) pour un certain A∗ ∈ R. L’existence d’un tel point fixe dans le domaine
D+

1 correspond à l’existence d’une solution à l’équation (4.76) telle que A∗,R∗, S∗ ∈ [0, 1].
Puisque S∗ = 1−A∗ −R∗ = 1− β+γ

γ A∗, alors 0 ≤ S∗ ≤ 1 si 0 ≤ A∗ ≤ γ
β+γ < 1, auquel cas

0 ≤ R∗ = β
γA∗ ≤ β

β+γ < 1. Ainsi, il existe un point fixe de la forme i) dans D+
1 s’il existe

une solution à l’équation (4.76) dans l’intervalle
[
0, γ

β+γ

]
.

On veut donc montrer que la fonction g :
[
0, γ

β+γ

)
→ R donnée par

g(A) := αFθ(cA+ Q)− βγA
γ − (β + γ)A (4.96)

a toujours un zéro. On remarque d’abord que g est continue, puisque Fθ est continue. De
plus,

βγA
γ − (β + γ)A → ∞ lorsque A → γ

β + γ
, (4.97)

alors que cette fonction vaut 0 lorsque A vaut 0. Par ailleurs, Fθ est bornée entre 0 et 1,
puisqu’elle est une fonction de répartition. On conlut donc que g(0) ≥ 0 et que g(A) → −∞
lorsque A → γ

β+γ , ce qui implique que g(A) < 0 pour un certain A ∈
[
0, γ

β+γ

)
. Par le

théorème des valeurs intermédiaires, g doit donc avoir un zéro dans
[
0, γ

β+γ

)
. Le système

(4.55) admet donc toujours au moins un point fixe de forme i) dans le domaine D+
1 .

On remarque également que le signe de βγA suit le signe de A, alors que le signe de
γ − (β + γ)A suit le signe de A− γ

β+γ . Ainsi, le membre de droite de (4.76) est non négatif
seulement si A ∈

[
0, γ

β+γ

)
. Comme Fθ est non négative, ceci montre que tous les zéros de

g se trouvent dans l’intervalle A ∈
[
0, γ

β+γ

)
. Tous les points fixes de forme i) se trouvent

donc dans le domaine D+
1 .

La stabilité d’un tel point fixe peut ensuite être étudiée à partir des valeurs propres de la
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matrice jacobienne. Une fois évaluée au point fixe, celle-ci est donnée par

J∗ :=




−β − ξ + ξ ′S∗ −ξ −ξ ′ + ξ ′′ 0 −ξ ′

β −γ 0 0 0
0 0 −2β − 2ξ + 2ξ ′S∗ 0 −2ξ

0 0 0 −2γ 2β

0 0 β −ξ −β − γ − ξ + ξ ′S∗




, (4.98)

où l’on a introduit ξ := αFθ(B∗), ξ ′ := αF′
θ(B∗)c et ξ ′′ := α

2 F′′
θ (B∗)c2 afin d’alléger la notation

pour le calcul. Comme J∗ est triangulaire par blocs, on peut séparer le calcul des valeurs
propres ; on a en effet que specJ∗ = specJ1 ∪ specJ2, où

J1 :=

(
−β − ξ + ξ ′S∗ −ξ

β −γ

)
(4.99)

et

J2 :=




−2β − 2ξ + 2ξ ′S∗ 0 −2ξ

0 −2γ 2β

β −ξ −β − γ − ξ + ξ ′S∗


. (4.100)

On commence par obtenir les valeurs propres de J1. On calcule donc le déterminant

det(J1 − λI) = (−β − ξ + ξ ′S∗ − λ)(−γ − λ) + βξ (4.101)

= λ2 + (β + γ + ξ − ξ ′S∗)λ + βγ + βξ + γξ − γξ ′S∗. (4.102)

Ainsi, det(J1 − λI) = 0 si et seulement si λ = λ±, où

λ± := −β + γ + ξ − ξ ′S∗

2
±
√(β + γ + ξ − ξ ′S∗

2

)2
− βγ − βξ − γξ + γξ ′S∗ . (4.103)

On obtient ensuite les valeurs propres de J2. De même, on calcule le déterminant

det(J2 − λI) = (−2β − 2ξ + 2ξ ′S∗ − λ)(−2γ − λ)(−β − γ − ξ + ξ ′S∗ − λ)

+ 2βξ(−2γ − λ) + 2βξ(−2β − 2ξ + 2ξ ′S∗ − λ)
(4.104)

= −(β + γ + ξ − ξ ′S∗ + λ)
(
(2β + 2ξ − 2ξ ′S + λ)(2γ + λ) + 4βξ

)
(4.105)

= −4(β + γ + ξ − ξ ′S∗ + λ)det(J1 − λ
2 I). (4.106)

Ainsi, det(J2 − λI) = 0 si et seulement si λ = 2λ± ou λ = λ0 := −β − γ − ξ + ξ ′S∗.

On trouve donc que
specJ∗ =

{
λ0, λ+, λ−, 2λ+, 2λ−

}
. (4.107)

En termes des variables initiales, ces valeurs propres sont données par

λ0 = −β − γ − αFθ(B∗) + αF′
θ(B∗)cS∗ (4.108a)
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et

λ± =
λ0

2
±
√

λ2
0

4
− βγ − βαFθ(B∗)− γαFθ(B∗) + γαF′

θ(B)cES∗

=
λ0

2

(
1 ±

√
1 − 4

βγ + βαFθ(B∗) + γαFθ(B∗)− γαF′
θ(B∗)c S∗

(β + γ + αFθ(B∗)− αF′
θ(B∗)cS∗)2

)
.

(4.108b)

On sait que le point fixe est stable si les parties réelles de toutes les valeurs propres de J∗

sont négatives. Comme λ0 est forcément réelle, on veut donc que λ0 < 0. Cependant, les λ±
peuvent avoir une partie imaginaire non nulle. Si c’est le cas, alors leur partie réelle vaut
λ0/2, de sorte que si λ0 < 0, alors Re λ± < 0. Si les λ± sont réelles, alors on veut simplement
que l’argument de la racine reste inférieur à 1, puisque dans ce cas λ± < 0 si λ0 < 0, et
dans le cas contraire λ+ et λ− sont forcément de signes opposés.

Pour que les parties réelles de toutes les valeurs propres de J∗ soient négatives, il est donc
nécessaire et suffisant que

λ0 < 0 et que βγ + βαFθ(B∗) + γαFθ(B∗)− γαF′
θ(B∗)cS∗ > 0. (4.109)

On note que

βγ + βαFθ(B∗) + γαFθ(B∗)− γαF′
θ(B∗)cS∗ = −γλ0 + βαFθ(B∗)− γ2, (4.110)

de sorte que le second critère de (4.109) est équivalent à λ0 < γ2−βαFθ(B∗)
γ . Ainsi, le point

fixe est stable si et seulement si

− λ0 > max
{

0,
γ2 − βαFθ(B∗)

γ

}
, (4.111)

ce qui correspond au critère annoncé une fois l’expression de λ0 détaillée.

Il est plus difficile d’assurer l’existence de points fixes des deux autres formes décrites au
lemme 4.5. On donne toutefois une condition qui permet de les écarter de ce domaine.

Proposition 4.7. Si β > αc sup F′
θ , alors tous les points fixes du système (4.55) dans D+

1 sont de
la forme i) donnée au lemme 4.5.

Démonstration. On a vu en (4.85) que les coordonnées (A∗,R∗, C∗
AA, C∗

RR, C∗
AR) d’un point

fixe doivent toujours respecter la relation

0 =
2

βγ

(
β + γ + αF − αF′cS∗)(βγ + βαF + γαF − γαF′cS∗)C∗

AR, (4.112)

où l’on reprend la notation F(k) = F(k)
θ (B∗) utilisée plus tôt. On suppose que ce point fixe

se trouve dans le domaine D+
1 , ce qui implique que 0 ≤ S∗ ≤ 1. On rappelle que Fθ est

bornée entre 0 et 1 et que F′
θ est positive. Ainsi, si c < 0, les deux parenthèses dans (4.112)
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sont strictement positives. Si c ≥ 0, alors les mêmes propriétés montrent que

β + γ + αF − αF′cS∗ ≥ β + γ − αc sup F′
θ (4.113)

et que

βγ + βαF + γαF − γαF′cS∗ ≥ βγ − γαc sup F′
θ . (4.114)

Comme β > αc sup F′
θ , ces deux quantités sont strictement positives. Dans tous les cas, les

deux parenthèses dans (4.112) sont strictement positives, de sorte que cette condition ne
puisse être respectée que si C∗

AR = 0 ce qui, comme dans la preuve du lemme 4.5, mène à
la conclusion que le point fixe est de forme i).

Il est beaucoup plus difficile d’obtenir une condition générale qui assurerait l’existence de
points fixes de formes ii) et iii) dans le domaine D+

1 . Cependant, ces points fixes sont ceux
qui présentent le plus d’intérêt, puisqu’ils permettraient de prédire des états stables d’un
réseau de neurones biologiques qui ne pourraient pas être prédits par les modèles de champ
moyen.

Pour tenter d’étudier de tels points fixes, on peut en chercher dans des contextes restreints,
avec quelques suppositions additionnelles. En effet, on rappelle que des points fixes de
formes ii) et iii) existent lorsque la valeur A∗ au point fixe est respectivement telle que

S∗ =
β + γ + αFθ(B∗)

αF′
θ(B∗)c

ou S∗ =
βγ + βαFθ(B∗) + γαFθ(B∗)

γαF′
θ(B∗)c

. (4.115)

Dans chacun de ces deux cas, pour que S∗ soit entre 0 et 1, il est impératif que la valeur de
F′

θ soit assez grande. Si les seuils suivent une loi de probabilité unimodale et symétrique,
alors leur densité F′

θ sera plus grande près de leur moyenne θ. On pourrait donc chercher
des points fixes pour une activité entrante externe

Q = θ − cA∗ = θ − cγ

β + γ
(1 − S∗), (4.116)

de sorte que B∗ = cA∗ + Q = θ, et que le point fixe se trouve exactement au point d’in-
flexion de la fonction de répartition. Dans ce cas, Fθ(B∗) = 1/2 et F′

θ(B∗) = max F′
θ , et les

valeurs de S∗ deviennent

S∗ =
α + 2β + 2γ

2αF′
θ(B∗)c

et S∗ =
αβ + αγ + 2βγ

2γαF′
θ(B∗)c

. (4.117)

Les valeurs prévues pour S∗ en (4.117) ne dépendent que des paramètres. Elles permettent
donc toujours de trouver des points fixes de formes ii) et iii), qui peuvent se trouver dans
le domaine D+

1 comme ils peuvent ne pas s’y trouver.

Il est possible, à partir de ces valeurs, d’évaluer la matrice jacobienne du système à l’un ou
l’autre de ces points fixes afin d’en étudier la stabilité. Étant donnée la taille des matrices,
le calcul explicite des valeurs propres n’a pas permis de mener à un critère utile sur la
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stabilité des points fixes. Plutôt que de tenter de travailler les valeurs propres elles-mêmes
pour trouver des critères, on a donc plutôt tenté d’utiliser les propriétés de la matrice.

Par exemple, un résultat de Wolkowicz et Styan [102] donne des conditions pour que toutes
les parties réelles des valeurs propres d’une matrice soient négatives. Malheureusement,
avec les deux matrices jacobiennes étudiées ici, ces résultats mènent à des conditions suf-
fisantes à la stabilité qui ne peuvent jamais être satisfaites, du moins pour des points fixes
qui se trouveraient dans le domaine physiologique D+

1 . Wolkowicz et Styan ont proposé
d’autres critères dans [103], mais ceux-ci dépendent des normes de fonctions de la ma-
trice d’intérêt, ce qui mène ici à des calculs très lourds, desquels aucun résultat n’a pu être
obtenu. On mentionne également que les diagonales des deux matrices jacobiennes com-
portent des entrées positives, de sorte qu’il n’est pas possible d’utiliser le théorème des
cercles de Gershgorin [36] (voir aussi le théorème 6.1.1 dans [51] pour un énoncé du théo-
rème en anglais) afin d’obtenir un critère qui montrerait que les points fixes sont stables.

Le seul résultat qui a été obtenu en lien avec la stabilité des points fixes de formes ii) ou
iii) est un critère simple d’instabilité pour un point fixe de forme iii) dans le domaine D+

1 ,
dans le cas où ce point fixe est déterminé par (4.117) avec les suppositions qui ont mené à
cette expression. Dans ce cas, on peut en effet montrer que la trace de la matrice jacobienne
évaluée au point fixe est donnée par

2
αβ

γ
− 4γ + αF′′′

θ (θ)c3 γ

2β
S∗C∗

AR. (4.118)

Si cette trace est strictement positive, alors la partie réelle d’au moins une valeur propre doit
être strictement positive, auquel cas le point fixe doit être instable. Si le point fixe se trouve
dans le domaine D+

1 , alors S∗ ≤ 1 et C∗
AR ≤ 1/4. De plus, comme on suppose que les seuils

suivent une loi de probabilité unimodale et symétrique, alors F′′
θ doit être décroissante en

θ par la proposition 1.8, de sorte que F′′′
θ (θ) ≤ 0. Pour que la trace (4.118) soit strictement

positive, il est donc suffisant que

2
αβ

γ
− 4γ + αF′′′

θ (θ)c3 γ

2β

1
4
> 0, (4.119)

c’est-à-dire que
16αβ2 > 32βγ2 − αγF′′′

θ (θ)c3. (4.120)

§ 4.4.2.4. Quelques résultats numériques

Pour avoir une meilleure intuition sur le système (4.55), on a effectué des intégrations nu-
mériques des équations différentielles. Ainsi, on a pu explorer les solutions possibles du
système pour différentes valeurs des paramètres.

Pour ce faire, on a d’abord obtenu de nombreuses solutions du système en choisissant
des paramètres aléatoirement, et en fixant des conditions initiales aléatoirement dans le
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domaine D+
1 . De ces essais, on a vu que dans la grande majorité des cas, les variances

décroissent toutes rapidement vers zéro, et les solutions stables prévues par le modèle (4.55)
sont les mêmes que celles prévues par le modèle issu de l’approximation de champ moyen.
Dans certains cas des solutions différentes ont été obtenues, mais alors celles-ci n’avaient
pas de sens puisque dans ces cas les variances augmentent rapidement, avec une tendance
qui semble être exponentielle. Ceci se produit même pour des paramètres près de valeurs
pour lesquelles les variances décroissent rapidement vers zéro.

On présente un exemple de ce phénomène à la figure 4.10, qui présente trois cas où l’on
compare la solution du modèle de champ moyen de deuxième ordre (4.55) à la solution du
modèle de champ moyen (4.17) pour les mêmes paramètres et la même condition initiale,
à l’exception de l’activité entrante externe Q que l’on fait varier entre les trois cas. On a
choisi ici de prendre pour les seuils une loi logistique, avec une fonction de répartition de
la forme (4.31a). Les paramètres choisis ici sont

α = 0,24 ms−1, β = 1 ms−1, γ = 1,8 ms−1, θ = 0, sθ = 0,1, c = 8, (4.121)

avec l’état initial
(
A0,R0, CAA0, CRR0, CAR0

)
:=
(
0,12; 0,49; 0,016; 0,095;−0,03

)
, (4.122)

où l’on ignore simplement les covariances pour obtenir la condition initiale à considérer
pour le modèle de champ moyen.

La figure 4.10a illustre le cas où Q = 0. On voit bien que les variances décroissent rapide-
ment vers zéro et que les solutions stables prévues par les deux modèles sont les mêmes.
Toutefois, en ajoutant une petite inhibition externe Q = −1/2 (figure 4.10b), les variances
se mettent à croître très rapidement pour sortir du domaine permis. Finalement, en aug-
mentant l’inhibition externe jusqu’à Q = −3/2 (figure 4.10c), les solutions redeviennent très
similaires.

Il est intéressant de comparer ces solutions à des trajectoires possibles du processus stochas-
tique sous-jacent, illustrées à la figure 4.11. En comparant avec la figure 4.10, on constate
que, du moins pour le cas Q = −1/2, la prédiction du modèle issu de l’approximation de
champ moyen est beaucoup plus près des trajectoires du processus stochastique que la
prédiction du modèle (4.55), et ce même si l’on ignore les variances.

On peut aussi tenter une approche plus systématique en vue de trouver des états stables
avec des covariances non nulles. Pour ce faire, on se base sur les points fixes de formes ii)
et iii) discutés au lemme 4.5. Si une solution débute près d’un tel point fixe, elle convergera
vers lui s’il est stable, ce qui mènera à un état stable où les covariances sont non nulles.
Sinon, à la lumière des résultats précédents, on s’attend à ce qu’elle converge plutôt vers
un état stable avec des covariances nulles ou à ce qu’elle sorte du domaine physiologique,
bien que d’autres comportements soient également possibles.
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(b) Solutions pour Q = −1/2.
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(c) Solutions pour Q = −3/2.

Figure 4.10 – Pour trois valeurs d’activité entrante Q, solutions des systèmes (4.55) (en haut) et
(4.17) (en bas) pour les paramètres (4.121) et l’état initial (4.122).
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Figure 4.11 – Trajectoires possibles du processus de Markov construit à la section 4.2 pour les
paramètres (4.121) et l’état initial (4.122), pour un réseau de 1000 neurones et avec Q = 0 en haut,
Q = −1/2 au milieu et Q = −3/2 en bas. Voir l’annexe B.2 pour les détails sur la méthodologie
employée pour les simulations.

Ainsi, on a voulu tester l’existence et la stabilité des points fixes de formes ii) et iii) en tentant
d’explorer les domaines des paramètres. Pour ce faire, pour chacune des deux formes de
points fixes, on a effectué un million de fois le test décrit par les étapes suivantes :

i) Prendre des paramètres aléatoirement. Spécifiquement, on a pris les taux α, β et γ

aléatoirement selon des lois de probabilité exponentielles de moyenne 5, et le coeffi-
cient de connexion c selon une loi de probabilité uniforme entre −10 et 10. On a fixé
le seuil moyen à 0 et son facteur d’échelle à 1/10. Pour mesurer le temps en unités de
1/β, on a ensuite divisé les taux α, β et γ par β.

ii) Choisir la condition initiale de façon à la fixer au point fixe selon (4.117), et fixer la
valeur de Q selon (4.116).

iii) Si la condition initiale se trouve en dehors de D+
1 , rejeter ce cas-ci et passer au suivant.

iv) Ajouter à la condition initiale une perturbation choisie aléatoirement sur une sphère
de rayon 10−6.

v) Intégrer numériquement le système dynamique (4.55) sur 1000 unités de temps.
vi) Si la solution est sortie de D+

1 , rejeter ce cas-ci et passer au suivant.
vii) Si la norme du vecteur composé des trois covariances est inférieure à un certain seuil,

choisi comme 10−5, rejeter ce cas-ci et passer au suivant.
viii) Reprendre les étapes v) à vii) en intégrant plutôt sur 100000 unités de temps.

Évidemment, plus on effectue de tests, plus on explore les valeurs possibles des paramètres,
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mais plus il faut de temps pour réaliser les tests. Le choix — certes plutôt arbitraire —
d’effectuer un million de tests pour chaque forme de points fixes est fait dans l’idée de
trouver un équilibre entre la quantité de tests et leur durée. Le tout prend environ six
heures avec un ordinateur portable standard, doté d’un processeur de 2,40 GHz et de 8 Gb
de mémoire vive.

Au bout du compte, tous les cas testés finissent par être rejetés. Ces résultats suggèrent
alors que les points fixes de forme ii) et iii) sont toujours instables, au moins lorsqu’ils se
trouvent dans le domaine physiologique et que leurs composantes associées aux covariances
sont assez grandes.

Les résultats numériques discutés dans cette sous-section suggèrent que, du moins dans le
cas d’une seule population, le modèle de champ moyen de deuxième ordre (4.55) ne permet
pas de représenter de nouveaux aspects de la dynamique réelle du graphe. Cependant, il
reste pertinent de chercher des comportements intéressants avec davantage de populations.

§ 4.4.3. Exemple à deux populations

Lorsque le graphe est divisé en deux populations, le système dynamique (4.54) a 14 dimen-
sions. Il devient donc difficile de l’étudier analytiquement. On présente donc ici un exemple
étudié numériquement, trouvé alors qu’on cherchait à savoir si le système (4.54) permettait
de prévoir des états stables distincts de ceux prévus par les modèles de champ moyen.

Les paramètres sont choisis de façon similaire à ceux choisis dans l’exemple étudié à la
section 4.3.3. On considère deux populations notées E et I qui réfèrent respectivement à des
populations excitatrice et inhibitrice. On suppose que les seuils suivent des lois logistiques
dans ces deux populations, de sorte que les fonctions de répartition FθJ soient données par
(4.31a). On fixe ensuite les paramètres

αE = 10 ms−1, βE = 4/5 ms−1, γE = 4 ms−1, θE = 0, sθE = 2/5, QE = 0, (4.123a)

αI = 9 ms−1, β I = 1 ms−1, γI = 1 ms−1, θI = 6, sθI = 2/5, QI = 0 (4.123b)

et la matrice de connexion

c =

(
12 −16
14 −4

)
, (4.123c)

et on choisit l’état initial
(
AE; AI ; RE; RI ; CEE

AA; CEI
AA; CI I

AA; CEE
RR; CEI

RR; CI I
RR; CEE

AR; CEI
AR; CIE

AR; CI I
AR
)

=
(

0,4; 0,4; 0,08; 0,4; 0,073; 0,037; 0,019; 0,003; 0,008; 0,02; 0,016; 0,038; 0,008; 0,02
)
.

(4.124)

À partir de ces paramètres, on trouve la solution de l’équation différentielle (4.54) par une
intégration numérique en commençant par la condition initiale (4.124). Il est alors intéres-
sant de comparer le résultat au résultat de l’intégration numérique de l’équation différen-
tielle (4.17) issue de l’approximation de champ moyen, en gardant les mêmes paramètres.
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Figure 4.12 – En haut, solution de (4.54) pour les paramètres (4.123) et la condition initiale (4.124). En
bas, solution de (4.17) pour les mêmes paramètres et la condition initiale (4.124) sans les covariances.

On doit alors adapter la condition initiale (4.124), puisque les covariances ne sont pas in-
cluses dans le système (4.17). Pour ce faire, on néglige simplement les covariances, ce qui
est équivalent à trouver la solution de (4.54) en prenant de (4.124) les composantes AJ et
RJ de l’état initial et en fixant toutes les covariances à zéro.

Les résultats de ces deux intégrations numériques sont présentés à la figure 4.12. Les deux
modèles prévoient ainsi des comportements très différents pour les deux cas : alors que
le modèle de champ moyen prévoit que la solution converge vers un point fixe stable, le
modèle qui inclut les covariances prévoit une convergence vers un cycle limite stable.

Ces résultats sont à première vue encourageants : ils suggèrent que l’extension (4.54) du
modèle de champ moyen (4.17) permet, en incluant les covariances, de prédire des phé-
nomènes différents qui seraient plus près de la réalité. Un tel résultat serait nouveau et
montrerait que le système (4.54) est une meilleure approximation du processus stochas-
tique sous-jacent que le système (4.17).

Pour s’en assurer, on compare les solutions obtenues à des trajectoires du processus sto-
chastique, qui peuvent être obtenues par des simulations numériques. Un exemple d’une
trajectoire typique est présentée à la figure 4.13. Malheureusement, il est alors clair que
l’oscillation prévue par le modèle (4.54) ne représente pas du tout le comportement du
processus stochastique, et que celui-ci correspond en fait beaucoup mieux à la solution du
modèle de champ moyen.
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Figure 4.13 – Trajectoire possible du processus de Markov construit à la section 4.2 pour les para-
mètres (4.123) et l’état initial (4.124), pour un réseau de 1000 neurones par population. Voir l’an-
nexe B.2 pour les détails sur la méthodologie employée pour les simulations.

§ 4.4.4. Conclusion

Si le modèle issu de l’approximation de champ moyen de deuxième ordre proposé à la
section 4.4.1 semblait prometteur, on n’a finalement trouvé aucune façon de montrer qu’il
permettait de modéliser davantage d’aspects de la dynamique initiale du graphe que le
modèle issu de l’approximation de champ moyen.

En effet, même si on a pu trouver des points fixes dont les composantes associées aux
covariances pouvaient être non nulles, on n’a pas pu montrer que ces points fixes pouvaient
être stables. Par ailleurs, les résultats numériques discutés dans cette section ont permis de
voir seulement des cas où les résultats du modèles qui inclut les covariances sont les mêmes
que ceux du modèle de champ moyen, des cas où la prédiction du modèle qui inclut les
covariances n’a pas de sens, ou bien des cas où les prédictions des deux modèles sont
distinctes, mais où les résultats de simulations du processus stochastique sont plus près de
la prédiction du modèle de champ moyen que de celle du modèle qui inclut les covariances.

Il semble donc approprié de conclure que l’approximation de champ moyen de deuxième
ordre ne mène pas à un meilleur modèle de la dynamique macroscopique du réseau de
neurones que l’approximation de champ moyen.

§ 4.5. Nouvelle solution au problème de fermeture de moments

On s’intéresse ici au système (4.16)–(4.42), donné par

.
AJ(t) = −β JAJ(t) + αJE

[
SJ

t FθJ (BJ
t )
]
, (4.16a)

.
RJ(t) = −γJRJ(t) + β JAJ(t), (4.16b)

.
CJK

AA(t) = −(β J + βK)C
JK
AA(t) + αKCov[AJ

t , SK
t FθK(BK

t )] + αJCov[SJ
t FθJ (BJ

t ), AK
t ], (4.42a)

.
CJK

RR(t) = −(γJ + γK)C
JK
RR(t) + βKCKJ

AR(t) + β JC
JK
AR(t), (4.42b)

.
CJK

AR(t) = −(β J + γK)C
JK
AR(t) + βKCJK

AA(t) + αJCov[SJ
t FθJ (BJ

t ), RK
t ]. (4.42c)
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On poursuit la recherche d’une solution au problème de fermeture de moments qui irait
au-delà de l’approximation de champ moyen. À la section précédente, on a introduit une
approximation de champ moyen de deuxième ordre, mais on a vu qu’elle ne permettait pas
de mieux modéliser le comportement du processus stochastique sous-jacent. En effet, on a
vu que le système (4.54) pouvait mener à des solutions qui sortent du domaine valide.

Intuitivement, on peut facilement penser que la faiblesse principale de l’approximation
de champ moyen de deuxième ordre est qu’elle approxime des fonctions bornées par des
fonctions qui se sont pas bornées. Par exemple, on a vu en (4.46) l’approximation

E
[
SJ

t FθJ (BJ
t )
]
≈ SJ(t)FθJ

(
BJ(t)

)
+ F′

θJ

(
BJ(t)

)
CJ J

SB(t) +
1
2
SJ(t)F′′

θJ

(
BJ(t)

)
CJ J

BB(t). (4.46)

Or, la variable aléatoire SJ
t est bornée entre 0 et 1, de même que FθJ , puisqu’elle est une

fonction de répartition. Ainsi, le membre de gauche de (4.46) est borné entre 0 et 1. Cepen-
dant, le membre de droite ne l’est pas en général. Le même phénomène se produit pour
les autres approximations qui mènent au système dynamique (4.54) proposé à la section
précédente. Ceci pourrait expliquer les cas où les solutions du système (4.54) sortent du
domaine physiologique, comme celui présenté à la figure 4.10.

On propose alors dans cette section une autre solution au problème de fermeture de mo-
ments, qui est construite à partir de fonctions bornées. Puisque l’essentiel du défi provient
des fonctions de répartition des seuils, on se concentre d’abord sur la construction d’une
fonction qu’on utilisera afin d’approximer l’espérance de fonctions de forme sigmoïdale.
En supposant que les seuils suivent des lois de probabilité unimodales et symétriques, on
utilise cette fonction pour proposer une nouvelle solution au problème de fermeture de
moments pour le système (4.16)–(4.42). On présente finalement quelques exemples où ce
nouveau système est comparé au système issu de l’approximation de champ moyen.

§ 4.5.1. Approximation de l’espérance d’une fonction de forme sigmoïdale

On veut d’abord approximer l’espérance de la fonction de répartition des seuils FθJ dans
une population J lorsqu’elle est évaluée à l’activité entrante BJ

t . On suppose ici que la loi
de probabilité des seuils dans la population J est unimodale et symétrique et que FθJ est
quelques fois dérivable, de sorte que FθJ ait une forme sigmoïdale.

Afin de considérer les covariances, il est logique de rechercher une approximation de la
forme E

[
FθJ (BJ

t )
]
≈ GJ

(
BJ(t), CJ J

BB(t)
)
, où GJ : R × [0, ∞) → [0, 1] est à déterminer.

§ 4.5.1.1. Conditions à respecter

On obtient d’abord quelques caractéristiques que doit posséder GJ pour correspondre à
l’intuition sur ce que représente E

[
FθJ (BJ

t )
]
. D’abord, si J reçoit une plus grande activité

entrante, elle répondra davantage. Ainsi, GJ doit être croissante selon son premier argu-
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ment. Ensuite, si J reçoit une très grande inhibition elle ne devrait pas répondre, alors que
si elle reçoit une très grande excitation, sa réponse devrait être maximale. Autrement dit,
GJ(BJ , CJ J

BB) devrait tendre vers 0 lorsque BJ → −∞, et vers 1 lorsque BJ → ∞.

On a également un peu d’information sur la variable aléatoire FθJ (BJ
t ) pour des valeurs

extrêmes de la variance de BJ
t . Si cette variance est nulle, alors FθJ (BJ

t ) = FθJ

(
BJ(t)

)
p.s., donc

on veut que GJ(BJ , 0) = FθJ (BJ) pour n’importe quelle valeur moyenne BJ . Au contraire, si
la variance de BJ

t est très grande, FθJ (BJ
t ) devrait tendre vers une variable aléatoire binaire

qui vaut 0 ou 1 avec probabilités 1/2, et ce peu importe la valeur de BJ . Ainsi, on veut que
GJ(BJ , CJ J

BB) → 1/2 lorsque CJ J
BB → ∞.

On sait ensuite que l’approximation de Taylor d’ordre 2 de FθJ autour de BJ(t) devrait être
valide pour de très petites variances de BJ

t . Cette approximation dicte que

E
[
FθJ (BJ

t )
]
≈ E

[
FθJ

(
BJ(t)

)
+ F′

θJ

(
BJ(t)

)(
BJ

t −BJ(t)
)
+

1
2

F′′
θJ

(
BJ(t)

)(
BJ

t −BJ(t)
)2
]

= FθJ

(
BJ(t)

)
+

1
2

F′′
θJ

(
BJ(t)

)
CJ J

BB(t).
(4.125)

Celle-ci doit être bonne pour toute valeur de BJ(t) lorsque CJ J
BB(t) est petite, donc la dérivée

de GJ par rapport à son second argument doit être 1
2 F′′

θJ

(
BJ(t)

)
lorsque évaluée à (BJ(t), 0).

Finalement, l’étude du système résultant sera plus difficile si GJ n’est pas suffisamment
régulière. On cherche donc une approximation qui soit continûment dérivable.

En résumé, on cherche GJ : R × [0, ∞) → [0, 1] telle que :
i) GJ est de classe C1 sur R × [0, ∞) ;

ii) ∀x ∈ R, GJ(x, 0) = FθJ (x) et G(x, y) → 1/2 lorsque y → ∞ ;
iii) ∀y ≥ 0, GJ(x, y) → 0 lorsque x → −∞ et GJ(x, y) → 1 lorsque x → ∞ ;
iv) ∀y ≥ 0, la fonction x 7→ GJ(x, y) est croissante ;
v) ∀x ∈ R, ∂yGJ(x, 0) = 1

2 F′′
θJ
(x).

§ 4.5.1.2. Construction de l’approximation

Afin de trouver une fonction qui respecte les conditions données à la section précédente, il
est instructif de débuter par trouver une intuition de ce à quoi pourrait ressembler l’espé-
rance de FθJ (BJ

t ) lorsque BJ
t a une variance non nulle. Dans ce contexte, il est plus simple

de travailler avec une forme explicite pour FθJ , afin de pouvoir observer la situation graphi-
quement. On suppose donc ici que les seuils suivent une loi logistique dans la population J.
On rappelle que dans ce cas, la fonction de répartition FθJ : R → (0, 1) est donnée par

FθJ (x) :=
1

1 + exp
( x−θJ

sθJ

) , (4.126)

où sθJ est un facteur d’échelle qui correspond à l’écart type des seuils à un facteur π/
√

3

près. Un exemple de cette fonction est donné à la figure 4.14.
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Figure 4.14 – En haut à gauche, exemple de graphe de FθJ si les seuils suivent une loi logistique de
moyenne θJ = 0 et de facteur d’échelle sθJ = 1. En bas à gauche, graphe de la dérivée seconde de
la fonction FθJ donnée en haut. À droite, schématisation d’une estimation de l’espérance de FθJ (BJ

t )

selon la valeur de BJ(t). Chaque flèche représente la translation d’une valeur de FθJ (BJ(t)) vers la
valeur estimée de l’espérance de FθJ (BJ

t ) lorsque l’espérance de BJ
t est BJ(t).

Pour obtenir une intuition sur E[FθJ (BJ
t )], on imagine que BJ

t suive une loi normale de
moyenne BJ(t) et d’écart type égal à 1. Dans ce cas, la probabilité que BJ

t se trouve dans un
intervalle d’une largeur de 4 centré sur BJ(t) est d’environ 95%. On peut alors facilement
imaginer si FθJ

(
BJ(t)

)
surestime ou sous-estime la valeur de E[FθJ (BJ

t )] pour différentes
valeurs de BJ(t), en imaginant que toutes les valeurs possibles de BJ

t se trouvent dans
l’intervalle [BJ(t)− 2,BJ(t) + 2].

En observant la figure 4.14, on voit que la valeur de FθJ (BJ
t ) ne varie pas beaucoup si BJ

t

se trouve dans l’intervalle [−8,−4], qui correspond à une valeur moyenne de BJ(t) = −6.
Ainsi, à ce point, FθJ

(
BJ(t)

)
devrait être une bonne approximation de E[FθJ (BJ

t )]. Déplaçant
l’intervalle de 2 vers la droite, les valeurs de FθJ (BJ

t ) sont moins uniformes, étant donnée
l’augmentation de FθJ vers la droite de l’intervalle. Dans ce cas, la valeur de FθJ

(
BJ(t)

)

risque d’être plus faible que E[FθJ (BJ
t )]. Cet effet s’accentue lorsqu’on déplace à nouveau

l’intervalle de 2 vers la droite. Cependant, il devient moins important en approchant trop le
centre de l’intervalle de zéro, qui correspond au seuil moyen, car FθJ devient alors de plus
en plus antisymétrique dans l’intervalle. À l’extrême, pour un intervalle centré à zéro, les
valeurs de FθJ (BJ

t ) sont réparties symétriquement autour de 1/2, de sorte que E[FθJ (BJ
t )] =

1/2 = FθJ (0) = FθJ (θJ).

Comme FθJ est impaire selon l’axe y = 1/2 autour de θJ , c’est-à-dire que FθJ (θJ − x) =

1 − FθJ (θJ + x) pour chaque x ∈ R, les remarques précédentes s’appliquent pour des va-
leurs moyennes BJ(t) positives, mais à l’inverse. Ainsi, lorsque BJ(t) dépasse zéro, on peut
d’abord s’attendre à ce que FθJ

(
BJ(t)

)
surestime la valeur de E[FθJ (BJ

t )], et lorsque BJ(t) de-
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vient trop élevée et que FθJ (BJ
t ) ne varie presque plus, cet effet est très atténué et FθJ

(
BJ(t)

)

risque d’être une bonne estimation de E[FθJ (BJ
t )].

La discussion précédente est schématisée à droite de la figure 4.14. Il est intéressant de
remarquer que, d’après la forme de F′′

θJ
, si la variance de BJ

t est non nulle, mais petite,

alors son effet sur E[FθJ (BJ
t )] prévu par la discussion précédente correspond à celui prévu

par l’approximation de Taylor (4.125). Globalement, la translation de la courbe de FθJ vers
ce à quoi pourrait ressembler E[FθJ (BJ

t )], qui est décrite par les flèches sur la figure 4.14,
s’apparente à une augmentation de l’écart type de la loi des seuils.

Une fois l’écart type de la loi des seuils augmenté, la nouvelle fonction de répartition peut
facilement être exprimée en fonction de l’ancienne. En effet, si l’on note θj la variable aléa-
toire qui représente le seuil d’un neurone j ∈ J et si l’on note σθJ son écart type, alors
augmenter l’écart type de la loi comme σθJ 7→ (1 + a)σθJ pour un a ≥ 0 correspond à
modifier la variable aléatoire θj comme θj 7→ θJ + (θj − θJ)(1 + a) = θj(1 + a)− aθJ . Or,

P
[
θj(1 + a)− aθJ ≥ x

]
= P

[
θj ≥

x + aθJ

1 + a

]
= FθJ

(
x + aθJ

1 + a

)
, (4.127)

où FθJ note toujours la fonction de répartition de véritable la loi de probabilité des seuils.
Ainsi, un changement d’écart type σθJ 7→ (1 + a)σθJ correspond à un changement de la
fonction de répartition FθJ vers la fonction x 7→ FθJ

( x+θJ a
1+a

)
.

On suppose que le changement d’écart type recherché peut dépendre à la fois de la valeur
moyenne BJ(t) et de la variance de BJ

t . En effet, on s’attend à ce que l’effet soit négligeable
pour une variance presque nulle, mais pas pour des variances plus élevées. On recherche
donc une approximation GJ de la forme

GJ(x, y) := FθJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)
, (4.128)

où gJ : R × [0, ∞) → [0, ∞) est une fonction inconnue, suffisamment régulière.

Les conditions données à la section 4.5.1.1 permettent de trouver facilement un candidat
pour gJ . En effet, on veut d’après la condition ii) que GJ(x, 0) = FθJ (x) pour tout x, ce qui
est vrai si gJ(x, 0) = 0. On remarque ensuite que

∂yGJ(x, y) = F′
θJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)(
θJ ∂ygJ(x, y)
1 + gJ(x, y)

−
(
x + θJ gJ(x, y)

)
∂ygJ(x, y)

(
1 + gJ(x, y)

)2

)
(4.129)

= F′
θJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)
θJ − x

(
1 + gJ(x, y)

)2 ∂ygJ(x, y). (4.130)

Ainsi, avec gJ(x, 0) = 0,

∂yGJ(x, 0) = F′
θJ
(x)(θJ − x) ∂ygJ(x, 0). (4.131)
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Figure 4.15 – À gauche, exemples de fonctions x 7→ gJ(x, y) avec gJ donnée par (4.133), en supposant
que les seuils suivent une loi logistique dans J. À droite, fonctions x 7→ GJ(x, y) correspondantes
d’après (4.128). On suppose pour ces exemples un seuil moyen θJ = 0 et un facteur d’échelle sθJ = 1.

La condition v) impose que ∂yGJ(x, 0) = 1
2 F′′

θJ
(x). Pour qu’elle soit respectée, il est donc

nécessaire que

∂ygJ(x, 0) =
1

2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

. (4.132)

Pour x ̸= θJ , la dernière condition amène naturellement à prendre comme candidat

gJ(x, y) :=
y

2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

, (4.133)

qui définit gJ sur (R \ {θJ})× [0, ∞) tant que F′
θJ
> 0. Il restera à définir gJ en x = θJ .

Il est intéressant de remarquer que si les seuils suivent une loi logistique, cette fonction a
même une forme de cloche selon son premier argument. Quelques exemples de fonctions
x 7→ GJ(x, y) et x 7→ gJ(x, y) pour différentes valeurs de y sont données à la figure 4.15.

Sous certaines conditions supplémentaires, on peut montrer que la fonction proposée plus
haut respecte bien les conditions données à la section 4.5.1.1. Pour le montrer, on commence
par donner quelques résultats sur la fonction gJ .

Lemme 4.8. Soit FθJ : R → [0, 1] la fonction de répartition d’une loi de probabilité unimodale et
symétrique autour de θJ . On suppose que FθJ est de classe C3 et que F′

θJ
> 0. Soit gJ : R2 → R

définie par

gJ(x, y) :=





y
2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

si x ̸= θJ ,

−y
2

F′′′
θJ
(θJ)

F′
θJ
(θJ)

si x = θJ .

(4.134)

Alors :
i) Pour tout x ∈ R, gJ(x, 0) = 0 ;

ii) gJ ≥ 0 sur R × [0, ∞) ;
iii) gJ est continue.

Démonstration. D’abord, le point i) est évident puisque gJ est toujours linéaire selon y. En-
suite, puisque la loi des seuils est unimodale et symétrique autour de θJ , on sait d’après
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la proposition 1.8 que F′′
θJ
(x) ⋛ 0 lorsque x ≶ θJ . Ainsi, le rapport de F′′

θJ
(x) et θJ − x est

toujours positif. Comme on suppose que FθJ > 0, alors gJ(x, y) ≥ 0 pour tout x ̸= θJ et pour
tout y ≥ 0. Finalement, puisque F′′

θJ
est positive à gauche de θJ mais négative à sa droite, elle

doit être décroissante en θJ . Ainsi, F′′′
θJ
(θJ) ≤ 0 et gJ(θJ , y) ≥ 0. Ceci termine de montrer ii).

Finalement, il est clair que gJ est continue sur (R \ {θJ}) × R et sur {θJ} × R. Il reste à
montrer que pour tout y ∈ R, gJ est bien continue en x = θJ . Comme F′′

θJ
(θJ) = 0, la règle

de l’Hôpital implique que

lim
x→θJ

F′′
θJ
(x)

θJ − x
= lim

x→θJ

F′′′
θJ
(x)

−1
= −FθJ (θJ). (4.135)

Fixant alors y ∈ R, le résultat précédent peut être utilisé pour calculer que

lim
x→θJ

gJ(x, y) = lim
x→θJ

y
2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

=
y

2F′
θJ
(θJ)

· −F′′′
θJ
(θJ) = gJ(θJ , y). (4.136)

gJ est donc bien continue en x = θJ pour tout y, ce qui termine de montrer iii).

Lemme 4.9. Soient FθJ et gJ les fonctions introduites au lemme 4.8. Si FθJ est de classe C4, alors
gJ est de classe C1 sur R2. De plus,

∂xgJ(x, y) =





y
2(θJ − x)F′

θJ
(x)

( F′′
θJ
(x)

θJ − x
+ F′′′

θJ
(x)−

(
F′′

θJ
(x)
)2

F′
θJ
(x)

)
si x ̸= θJ ,

0 si x = θJ ,

(4.137)

et

∂ygJ(x, y) =





1
2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

si x ̸= θJ ,

−1
2

F′′′
θJ
(θJ)

F′
θJ
(θJ)

si x = θJ .

(4.138)

Démonstration. On note d’abord que pour tout x ∈ R, la fonction y 7→ gJ(x, y) est linéaire.
Sa dérivée existe donc toujours, et un calcul direct mène à la formule (4.138). De plus,
comparant avec la définition de gJ , on voit que ∂ygJ(x, y) = gJ(x, 1) pour tout y ∈ R. Ainsi,
puisque le lemme 4.8 montre que gJ est continue, alors ∂ygJ est continue.

Il reste à montrer l’énoncé correspondant pour la dérivée partielle ∂xgJ . On remarque
d’abord que d’après le lemme 4.8, la fonction x 7→ g(x, 0) est identiquement nulle sur
R. L’existence et la continuité de la dérivée de cette fonction sont donc triviales.

On fixe alors y ̸= 0. Pour x ̸= θJ , on calcule d’abord que

∂xgJ(x, y) =
y
2

( F′′′
θJ
(x)

(θJ − x)F′
θJ
(x)

+
F′′

θJ
(x)

(θJ − x)2F′
θJ
(x)

− 1
θJ − x

(F′′
θJ
(x)

F′
θJ
(x)

)2)
, (4.139)
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d’où

∂xgJ(x, y) =
y

2(θJ − x)

(F′′′
θJ
(x)

F′
θJ
(x)

+
F′′

θJ
(x)

(θJ − x)F′
θJ
(x)

−
(F′′

θJ
(x)

F′
θJ
(x)

)2)
. (4.140)

Puisque F′
θJ

> 0, cette expression est bien définie et continue pour tout x ̸= θJ . Il reste à
vérifier l’existence et la continuité de ∂xgJ en x = θJ . Pour x ̸= θJ ,

gJ(x, y)− gJ(θJ , y)
x − θJ

=
y

2(x − θJ)

( F′′
θJ
(x)

(θJ − x)F′
θJ
(x)

+
F′′′

θJ
(θJ)

F′
θJ
(θJ)

)
(4.141)

= −y
2

F′
θJ
(θJ)F′′

θJ
(x) + (θJ − x)F′′′

θJ
(θJ)F′

θJ
(x)

(θJ − x)2F′
θJ
(θJ)F′

θJ
(x)

. (4.142)

Lorsque x → θJ , le numérateur et le dénominateur de cette expression tendent tous deux
vers 0. La règle de l’Hôpital montre donc que

∂xgJ(θJ , y) = lim
x→θJ

gJ(x, y)− gJ(θJ , y)
x − θJ

(4.143)

= −y
2

lim
x→θJ

F′
θJ
(θJ)F′′′

θJ
(x)− F′′′

θJ
(θJ)F′

θJ
(x) + (θJ − x)F′′′

θJ
(θJ)F′′

θJ
(x)

(θJ − x)2F′
θJ
(θJ)F′′

θJ
(x)− 2(θJ − x)F′

θJ
(θJ)F′

θJ
(x)

. (4.144)

Un calcul direct montre que le dernier terme tend vers zéro lorsque x → θJ . En utilisant à
nouveau la règle de l’Hôpital pour traiter les deux autres, on peut vérifier que

∂xgJ(θJ , y) = −y
4

F′′′′
θJ

(θJ)

F′
θJ
(θJ)

. (4.145)

Par la proposition 1.8, on sait que F′′′′
θJ

est impaire autour de θJ , de sorte que F′′′′
θJ

(θJ) = 0.
Ainsi, on voit que ∂xgJ(θJ , y) = 0.

Il reste à vérifier la continuité de ∂xgJ pour x = θJ . Pour x ̸= θJ , on a d’après (4.140) que

∂xgJ(x, y) =
y

2(θJ − x)

[
F′′′

θJ
(x)

F′
θJ
(x)

−
F′′′

θJ
(θJ)

F′
θJ
(θJ)

−
(F′′

θJ
(x)

F′
θJ
(x)

)2

+
F′′

θJ
(x)

(θJ − x)F′
θJ
(x)

+
F′′′

θJ
(θJ)

F′
θJ
(θJ)

]
. (4.146)

Comparant avec (4.141), on voit donc que

∂xgJ(x, y) =
y
2

F′
θJ
(θJ)F′′′

θJ
(x)− F′′′

θJ
(θJ)F′

θJ
(x)

(θJ − x)F′
θJ
(θJ)F′

θJ
(x)

− y
2

F′′
θJ
(x)

θJ − x

F′′
θJ
(x)

(
F′

θJ
(x)
)2 − gJ(x, y)− gJ(θJ , y)

x − θJ
.

(4.147)

Avec les propriétés déjà utilisées jusqu’ici, on peut alors facilement vérifier que les deux
premiers termes tendent vers zéro lorsque x → θJ . On obtient donc que

lim
x→θJ

∂xgJ(x, y) = − ∂xgJ(θJ , y) = 0. (4.148)

Ainsi, la dérivée partielle ∂xgJ est continue partout sur R2.

Comme les deux dérivées partielles ∂xgJ et ∂ygJ existent et sont continues partout sur R2,
on voit que gJ est bien de classe C1 sur ce domaine.
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On peut maintenant montrer que, sous quelques suppositions supplémentaires sur FθJ et
gJ , GJ

(
BJ(t), CJ J

BB(t)
)

est effectivement une bonne approximation de E[FθJ (BJ
t )] au sens où

elle respecte les conditions données à la section 4.5.1.1.

Théorème 4.10. Soit GJ : R2 → [0, 1] définie par

GJ(x, y) := FθJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)
, (4.149)

où gJ est définie de même qu’au lemme 4.8. En plus des suppositions tenues sur FθJ au lemme 4.8,
on suppose que :

i) FθJ est de classe C4 sur R ;
ii) ∀y ≥ 0, la fonction x 7→ gJ(x, y) est bornée sur R ;

iii) ∀x ∈ R et ∀y ≥ 0, 1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y) ≥ 0.
Alors, GJ respecte les conditions suivantes :

i) GJ est de classe C1 sur R2 ;
ii) ∀x ∈ R, GJ(x, 0) = FθJ (x) et G(x, y) → 1/2 lorsque y → ∞ ;

iii) ∀y ≥ 0, GJ(x, y) → 0 lorsque x → −∞ et GJ(x, y) → 1 lorsque x → ∞ ;
iv) ∀y ≥ 0, la fonction x 7→ GJ(x, y) est croissante ;
v) ∀x ∈ R, ∂yGJ(x, 0) = 1

2 F′′
θJ
(x).

Démonstration. Par le lemme 4.9, gJ est de classe C1 sur R2. La fonction (x, y) 7→ x+θJ y
1+y l’est

aussi. Comme GJ est issue de leur composition, elle l’est donc aussi. Ceci montre i).

On étudie ensuite les comportements limites de GJ selon y. On fixe donc x ∈ R. D’après
le lemme 4.8, on sait que gJ(x, 0) = 0. Ainsi, GJ(x, 0) = FθJ (x). De plus, puisque gJ(x, 1)
est positive, on voit directement que gJ(x, y) = ygJ(x, 1) → ∞ lorsque y → ∞, ce qui
implique que

(
x + θJ gJ(x, y)

)
/
(
1 + gJ(x, y)

)
→ θJ lorsque y → ∞. Ainsi, on trouve que

GJ(x, y) → FθJ (θJ) = 1/2 lorsque y → ∞. Ceci termine de montrer ii).

On passe ensuite aux comportements limites de GJ selon x. On fixe donc y ≥ 0. On sait que
la fonction x 7→ gJ(x, y) est bornée sur R, de sorte que

lim
x→±∞

x + θJ gJ(x, y)
1 + gJ(x, y)

= ±∞. (4.150)

On obtient donc que

lim
x→−∞

GJ(x, y) = lim
x→−∞

FθJ (x) = 0 et lim
x→∞

GJ(x, y) = lim
x→∞

FθJ (x) = 1, (4.151)

ce qui montre iii).

On sait ensuite que la fonction x 7→ GJ(x, 0) est croissante, puisqu’elle toujours égale à FθJ ,
qui est une fonction de répartition. Fixant y > 0, on calcule aisément que

∂xGJ(x, y) = F′
θJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)
1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y)

(
1 + gJ(x, y)

)2 . (4.152)
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On sait que F′
θJ
> 0, et on suppose que 1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y) ≥ 0. Ainsi, on voit

que ∂xGJ(x, y) ≥ 0 pour tout x ∈ R, c’est-à-dire que la fonction x 7→ GJ(x, y) est croissante.
Ceci termine de montrer iv).

Finalement, un calcul direct permet de voir que

∂yGJ(x, y) = F′
θJ

(
x + θJ gJ(x, y)
1 + gJ(x, y)

)
(θJ − x) ∂ygJ(x, y)
(
1 + gJ(x, y)

)2 . (4.153)

On sait que gJ(x, 0) = 0 pour tout x ∈ R. Ainsi,

∂yGJ(x, 0) = F′
θJ
(x)(θJ − x) ∂ygJ(x, 0). (4.154)

À partir de l’expression de ∂ygJ donnée au lemme 4.9, on trouve donc que pour x ̸= θJ ,

∂yGJ(x, 0) = F′
θJ
(x)(θJ − x)

1
2(θJ − x)

F′′
θJ
(x)

F′
θJ
(x)

=
1
2

F′′
θJ
(x). (4.155)

De plus, il est clair de (4.154) que ∂yGJ(θJ , 0) = 0. Puisque F′′
θJ
(θJ) = 0, on conclut donc que

∂yGJ(x, 0) = 1
2 F′′

θJ
(x) pour tout x ∈ R, ce qui montre v).

L’inconvénient principal du théorème 4.10 est que les suppositions tenues sur FθJ et gJ ne
sont pas très évocatrices. Heureusement, ces conditions ne sont pas difficiles à vérifier pour
des lois de probabilités données. On en donne deux exemples aux sous-sections suivantes.

§ 4.5.1.3. Application à la loi normale

On suppose que les seuils de la population J suivent une loi normale de moyenne θJ et
d’écart type σθJ . Alors

F′
θJ
(x) =

1
σθJ

√
2π

exp
(
−1

2

( x − θJ

σθJ

)2
)

. (4.156)

Dans ce cas, FθJ est infiniment dérivable d’après les propriétés de la fonction exponentielle.
De plus, la loi normale est effectivement unimodale et symétrique. Les conclusions des
lemmes 4.8 et 4.9 sont donc respectées pour la loi normale.

On peut alors trouver une expression plus explicite pour gJ . Un calcul direct à partir de
l’expression (4.156) montre que

F′′
θJ
(x) =

θJ − x
σ3

θJ

√
2π

exp
(
−1

2

( x − θJ

σθJ

)2
)
=

θJ − x
σ2

θJ

F′
θJ
(x). (4.157)

Ainsi, en définissant gJ comme au lemme 4.8, on a pour x ̸= θJ que

gJ(x, y) =
y

2σ2
θJ

. (4.158)
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On pourrait calculer la dérivée troisième de FθJ pour calculer directement gJ(θJ , y), mais
l’expression précédente correspond à une fonction continue partout sur R2. Comme on sait
que gJ est continue sur ce même domaine, (4.158) doit donc être vraie partout.

Ensuite, puisque gJ est constante selon son premier argument, il est clair que pour tout
y ≥ 0 la fonction x 7→ gJ(x, y) est bornée sur R, et que ∂xgJ ≡ 0. Comme gJ ≥ 0, on peut
donc conclure que 1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y) ≥ 0 pour tout (x, y) ∈ R × [0, ∞).

Ainsi, avec cette loi de probabilité, toutes les hypothèses du théorème 4.10 sont respectées,
et GJ possède les propriétés i) à v) données au théorème.

§ 4.5.1.4. Application à la loi logistique

On suppose que les seuils de la population J suivent une loi logistique de moyenne θJ et de
facteur d’échelle sθJ . Alors

FθJ (x) = σ
( x − θJ

sθJ

)
où σ(ξ) :=

1
1 + e−ξ

. (4.159)

À nouveau, FθJ est infiniment dérivable d’après les propriétés de la fonction exponentielle.
De plus, la loi logistique est unimodale et symétrique. Les conclusions des lemmes 4.8 et
4.9 sont donc vraies pour la loi logistique.

La fonction logistique σ possède la propriété que σ′ = σ(1 − σ). À partir de celle-ci, on
vérifie aisément que

F′
θJ
=

1
sθJ

FθJ (1 − FθJ ), (4.160a)

F′′
θJ
=

1
s2

θJ

FθJ (1 − FθJ )(1 − 2FθJ ) =
1

sθJ

F′
θJ
(1 − 2FθJ ), (4.160b)

F′′′
θJ

=
1

s3
θJ

FθJ (1 − FθJ )(1 − 6FθJ + 6F2
θJ
) =

1
s2

θJ

F′
θJ
(1 − 6FθJ + 6F2

θJ
). (4.160c)

Ainsi, on voit de la définition de gJ donnée au lemme 4.8 que pour x ̸= θJ ,

gJ(x, y) =
y

2sθJ

1 − 2FθJ (x)
θJ − x

. (4.161)

De plus, puisque FθJ (θJ) = 1/2,

F′′′
θJ
(θJ) =

1
s2

θJ

F′
θJ
(θJ)

(
1 − 3 + 6(1/2)2) = −

F′
θJ
(θJ)

2s2
θJ

, (4.162)

de sorte que
gJ(θJ , y) =

y
4s2

θJ

. (4.163)
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Pour pouvoir appliquer le théorème 4.10, il reste à montrer que la fonction x 7→ gJ(x, y) est
bornée pour chaque y ≥ 0, et que 1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y) ≥ 0 pour tout x ∈ R et
pour tout y ≥ 0.

On fixe alors y ≥ 0 et x ∈ R tel que |x − θJ | ≥ 1. L’expression (4.161) de gJ montre que

∣∣gJ(x, y)
∣∣ = y

2sθJ

∣∣∣∣
1 − 2FθJ (x)

θJ − x

∣∣∣∣ ≤
3y

2sθJ

, (4.164)

puisque 0 ≤ FθJ ≤ 1. La fonction x 7→ gJ(x, y) est donc bornée sur (−∞, θJ − 1]∪ [θJ + 1, ∞).
Or, cette fonction est continue sur R, donc en particulier sur [θJ − 1, θJ + 1]. Elle y est donc
bornée. On conclut donc qu’elle est bornée partout sur R.

D’après l’expression donnée pour ∂xgJ au lemme 4.9, on a pour x ̸= θJ que

(θJ − x) ∂xgJ(x, y) =
y
2

(1 − 2FθJ (x)
sθJ (θJ − x)

+
1 − 6FθJ (x) + 6F2

θJ
(x)

s2
θJ

−
(
1 − 2FθJ (x)

)2

s2
θJ

)
(4.165)

=
y

2sθJ

1 − 2FθJ (x)
θJ − x

(
1 − 2

sθJ

θJ − x
1 − 2FθJ (x)

(
FθJ (x)− F2

θJ
(x)
))

. (4.166)

En comparant avec (4.161), on trouve que

(θJ − x) ∂xgJ(x, y) = gJ(x, y)
(

1 + 2
x − θJ

sθJ

FθJ (x)
(
1 − FθJ (x)

)

1 − 2FθJ (x)

)
. (4.167)

Pour retravailler cette expression, on remarque d’après l’expression (4.159) de FθJ , en utili-
sant à nouveau ξ := (x−θJ)/sθJ , que

1 − FθJ (x) =
e−ξ

1 + e−ξ
et que 1 − 2FθJ (x) = −1 − e−ξ

1 + e−ξ
, (4.168)

de sorte que

FθJ (x)
(
1 − FθJ (x)

)

1 − 2FθJ (x)
= − 1

1 + e−ξ

e−ξ

1 + e−ξ

1 + e−ξ

1 − e−ξ
= − e−ξ

1 − e−2ξ
= − 1

eξ − e−ξ
. (4.169)

On trouve ainsi que

(θJ − x) ∂xgJ(x, y) = gJ(x, y)
(

1 − 2ξ

eξ − e−ξ

)
= gJ(x, y)

(
1 − ξ

sinh ξ

)
. (4.170)

Or, on sait que |ξ| ≤ |sinh ξ| pour tout ξ ∈ R, donc que | ξ
sinh ξ | ≤ 1 pour tout ξ ̸= 0. Puisque

gJ est positive, on conclut donc que (θJ − x) ∂xgJ(x, y) ≥ 0 pour tout x ̸= θJ et pour tout
y ≥ 0. De plus, on sait d’après le lemme 4.9 que ∂xgJ(θJ , y) = 0 pour tout y ≥ 0. On conclut
ainsi que l’expression 1 + gJ(x, y) + (θJ − x) ∂xgJ(x, y) est positive pour tout x ∈ R et pour
tout y ≥ 0.

Ainsi, avec cette loi de probabilité, toutes les hypothèses du théorème 4.10 sont respectées,
et GJ possède les propriétés i) à v) données au théorème.
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§ 4.5.2. Fermeture de moments

À partir de la fonction GJ étudiée à la sous-section prédécente, on peut donner des approxi-
mations des espérances de produits qui impliquent des fonctions de répartition, en vérifiant
à chaque fois que ces approximations sont cohérentes avec les approximations de champ
moyen de premier et de deuxième ordre.

Les espérances dont on veut trouver des approximations pour rendre le système (4.16)–
(4.42) autonome sont de formes

E
[
SJ

t FθJ (BJ
t )
]
, E

[
AJ

t SK
t FθK(BK

t )
]

et E
[
RJ

t SK
t FθK(BK

t )
]

(4.171)

pour des populations J et K du graphe. On traite ces deux cas séparément.

D’abord, on cherche à approximer E
[
SJ

t FθJ (BJ
t )
]

par une fonction des espérances de SJ
t

et de BJ
t , de leur covariance, ainsi que de la variance de BJ

t puisqu’elle pourrait inter-
venir de la même façon que dans l’approximation de E

[
FθJ (BJ

t )
]

construite à la section
précédente. On peut obtenir plusieurs conditions que doit posséder une telle approxi-
mation. D’abord, si les variances de SJ

t et de BJ
t sont nulles, on sait que E

[
SJ

t FθJ (BJ
t )
]
=

SJ
t (t)FθJ

(
BJ(t)

)
. De même, si la covariance entre SJ

t et BJ
t est nulle, on s’attend à ce que

E
[
SJ

t FθJ (BJ
t )
]
= SJ(t)E

[
FθJ (BJ

t )
]
. Ceci donne une condition claire si l’on convient que l’on

approxime E
[
FθJ (BJ

t )
]
≈ GJ

(
BJ(t), CJ J

BB(t)
)
. Ensuite, puisque FθJ est croissante, on sait que

le signe de la covariance Cov[SJ
t , FθJ (BJ

t )] = E
[
SJ

t FθJ (BJ
t )
]
− SJ(t)E

[
FθJ (BJ

t )
]

devrait suivre
le signe de la covariance entre SJ

t et BJ
t .

Des conditions sur les comportements limites de E
[
SJ

t FθJ (BJ
t )
]

peuvent aussi être obtenues.
En effet, si BJ(t) est très grande positivement, FθJ (BJ

t ) est très près de 1 avec une probabilité
très élevée. On s’attend alors à ce que E

[
SJ

t FθJ (BJ
t )
]

soit près de BJ(t). De la même façon, si
BJ(t) est très grande négativement, FθJ (BJ

t ) est très près de zéro avec une probabilité élevée
et l’on s’attend à ce que E

[
SJ

t FθJ (BJ
t )
]

soit aussi près de zéro.

Finalement, on peut trouver quelques conditions pour assurer que l’approximation obte-
nue soit cohérente avec l’approximation de Taylor d’ordre 2. En effet, on a vu en (4.46)
l’approximation

E
[
SJ

t FθJ (BJ
t )
]
≈ SJ(t)FθJ

(
BJ(t)

)
+ F′

θJ

(
BJ(t)

)
CJ J

SB(t) +
1
2
SJ(t)F′′

θJ

(
BJ(t)

)
CJ J

BB(t). (4.46)

Celle-ci devrait toujours être bonne pour de petites covariances, ce qui impose des condi-
tions sur les dérivées de l’approximation évaluées à des covariances nulles.

Le résultat suivant introduit une fonction qui remplit les conditions énumérées plus haut et
qui est suffisamment régulière, du moins sur un domaine restreint. Pour l’énoncé suivant,
on omet les indices relatifs aux populations sur les variables puisque leur signification n’est
pas pertinente, mais on utilise tout de même les mêmes lettres afin de faciliter le lien avec
les explications précédentes.
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Proposition 4.11. Soient FθJ , gJ et GJ les fonctions introduites au lemme 4.8 et au théorème 4.10.
Soit f : (0, ∞)× R3 → [0, 1] donnée par

f (S ,B, CSB, CBB) := SGJ

(
B +

CSB

S , CBB

)
. (4.172)

Alors :
i) f est de classe C1 sur (0, ∞)× R3 ;

ii) Pour S > 0 et B ∈ R, f (S ,B, 0, 0) = SFθJ (B) ;
iii) Pour S > 0, B, CSB ∈ R et CBB ≥ 0, f (S ,B, CSB, CBB) ⋛ SGJ(B, CBB) si CSB ⋛ 0 ;
iv) Pour S > 0, B, CSB ∈ R et CBB ≥ 0, f (S ,B, CSB, CBB) → S lorsque B → ∞ et

f (S ,B, CSB, CBB) → 0 lorsque B → −∞ ;
v) Pour S > 0 et B ∈ R, ∂CSB f (S ,B, 0, 0) = F′

θJ
(B) ;

vi) Pour S > 0 et B ∈ R, ∂CJ J
BB

f (S ,B, 0, 0) = 1
2SF′′

θJ
(B).

Démonstration. Ces propriétés sont toutes des conséquences assez directes des propriétés
de GJ démontrées au théorème 4.10. On démontre ces résultats point par point.

i) On sait que GJ est de classe C1 sur R2. Puisque la fonction (S ,B, CSB) 7→ B + CSB/S

est de classe C1 sur (0, ∞)× R2, alors f est de classe C1 sur (0, ∞)× R3.
ii) On sait que GJ(x, 0) = FθJ (x) pour tout x ∈ R. Ainsi, f (S ,B, 0, 0) = SGJ(B, 0) =

SFθJ (B) pour S > 0 et pour B ∈ R.
iii) On a vu que la fonction x 7→ GJ(x, y) est croissante sur R pour tout y ≥ 0. On déduit

donc que pour S > 0, pour B, CSB ∈ R et pour CBB ≥ 0,

f (S ,B, CSB, CBB) = S
(
B +

CSB

S , CBB

)
⋛ SGJ(B, CBB) si CSB ⋛ 0. (4.173)

iv) On a vu que si x ∈ R et y ≥ 0, alors GJ(x, y) → 0 lorsque x → −∞ et GJ(x, y) → 1
lorsque x → ∞. Pour S > 0, pour B, CSB ∈ R et pour CBB ≥ 0, on voit alors que
f (S ,B, CSB, CBB) = SGJ(B+CSB/S , CBB) → 0 lorsque B → −∞, et f (S ,B, CSB, CBB) =

SGJ(B + CSB/S , CBB) → S lorsque B → ∞.
v) D’après l’expression (4.152) de la dérivée de GJ selon sa première composante, puisque

gJ(x, 0) = ∂xgJ(x, 0) = 0 pour tout x ∈ R, on voit directement que si S > 0 et B ∈ R,

∂CSB f (S ,B, 0, 0) = SF′
θJ
(B) · 1

S = F′
θJ
(B). (4.174)

vi) On a vu au théorème 4.10 que ∂yGJ(x, 0) = 1
2 F′′

θJ
(x) pour tout x ∈ R. Ainsi, si S > 0

et B ∈ R, alors ∂CBB f (S ,B, 0, 0) = 1
2SF′′

θJ
(B).

On cherche maintenant à trouver une approximation de E
[
AJ

t SK
t FθK(BK

t )
]

par une fonction
des espérances de AJ

t , de SK
t et de BK

t ainsi que de leurs covariances et de la variance de BK
t .

On cherche du même coup une approximation des espérances de la forme E
[
RJ

t SK
t FθK(BK

t )
]
,

puisque les deux formes sont très similaires. De la même façon que dans le dernier cas, on
peut obtenir quelques conditions sur l’approximation voulue.
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D’abord, si les variances de ces variables aléatoires sont nulles, leurs covariances le sont
toutes aussi et E

[
AJ

t SK
t FθK(BK

t )
]
= AJ(t)SK(t)FθK

(
BK(t)

)
. De même, si elles ne sont pas

corrélées, alors E
[
AJ

t SK
t FθK(BK

t )
]
= AJ(t)SK(t)E

[
FθK(BK

t )
]

ce qui, à nouveau, donne une
condition claire en utilisant la fonction GJ pour approximer l’espérance de FθK(BK

t ).

Ensuite, on trouve quelques conditions pour assurer que l’approximation obtenue soit co-
hérente avec l’approximation de Taylor d’ordre 2. En effet, on a vu en (4.52) l’approximation

Cov
[
AJ

t , SK
t FθK(BK

t )
]
≈ FθK

(
BK(t)

)
CJK

AS(t) + SK(t)F′
θK

(
BK(t)

)
CJK

AB(t). (4.52)

En lui additionnant le produit de AJ(t) et de l’approximation (4.46) pour l’espérance de
SK

t FθK(BK
t ), on obtient que

E
[
AJ

t SK
t FθK(BK

t )
]
= AJ(t)E

[
SK

t FθK(BK
t )
]
+ Cov

[
AJ

t , SK
t FθK(BK

t )
]

(4.175)

≈ AJ(t)
(
SK(t)FθK

(
BK(t)

)
+ F′

θK

(
BK(t)

)
CKK

SB (t)

+
1
2
SK(t)F′′

θK

(
BK(t)

)
CKK

BB (t)
)

+ FθK

(
BK(t)

)
CJK

AS(t) + SK(t)F′
θK

(
BK(t)

)
CJK

AB(t)

(4.176)

=
(
AJ(t)SK(t) + CJK

AS(t)
)

FθK

(
BK(t)

)

+
(
AJ(t)CKK

SB (t) + SK(t)C
JK
AB(t)

)
F′

θK

(
BK(t)

)

+
1
2
AJ(t)SK(t)F′′

θK

(
BK(t)

)
CKK

BB (t).

(4.177)

Comme cette approximation devrait être bonne pour de petites covariances, elle impose des
conditions sur les dérivées de l’approximation recherchée lorsque évaluée à des covariances
nulles.

Le résultat suivant introduit une fonction qui remplit les conditions énumérées plus haut et
qui est suffisamment régulière, mais seulement sur un domaine restreint, de la même façon
que dans le dernier cas.

Proposition 4.12. Soient FθJ , gJ et GJ les fonctions introduites au lemme 4.8 et au théorème 4.10.
Soit f : (0, ∞)2 × R5 → [0, 1] donnée par

f (A, S ,B, CAS, CAB, CSB, CBB) := (AS + CAS)GJ

(
B +

CAB

A +
CSB

S , CBB

)
. (4.178)

Alors :
i) f est de classe C1 sur (0, ∞)2 × R5 ;

ii) Pour A, S > 0, B ∈ R et CBB ≥ 0, alors f (S ,B, 0, 0, 0, CBB) = ASGJ(B, CBB) ;
iii) Pour A, S > 0 et B ∈ R, f (A, S ,B, 0, 0, 0, 0) = ASFθJ (B) ;
iv) Pour A, S > 0 et B ∈ R, ∂CAS f (A, S ,B, 0, 0, 0, 0) = FθJ (B) ;
v) Pour A, S > 0 et B ∈ R, ∂CAB f (A, S ,B, 0, 0, 0, 0) = SF′

θJ
(B) ;

vi) Pour A, S > 0 et B ∈ R, ∂CSB f (A, S ,B, 0, 0, 0, 0) = AF′
θJ
(B) ;

vii) Pour A, S > 0 et B ∈ R, ∂CBB f (A, S ,B, 0, 0, 0, 0) = 1
2ASF′′

θJ
(B).
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Remarque. Ce résultat donne une approximation de E
[
AJ

t SK
t FθK(BK

t )
]

qui respecte les critères
énoncés plus tôt, mais montre aussi que l’approximation

E
[
RJ

t SK
t FθK(BK

t )
]
≈
(
RJ(t)SK(t) + CJK

RS(t)
)
GK

(
BK(t) +

CJK
RB(t)
RJ(t)

+
CKK

SB (t)
SK(t)

, CKK
BB (t)

)
(4.179)

respecte les critères analogues.

Démonstration. À nouveau, ces résultats sont tous des conséquences assez directes des pro-
priétés de GJ démontrées au théorème 4.10. On abrège donc les détails.

D’abord, le résultat i) suit du fait que GJ est de classe C1 sur R2, puisque les cas où A = 0
ou S = 0 sont exclus du domaine de f . Les résultats ii) et iii) suivent ensuite directement
de l’évaluation de f , puisque GJ(x, 0) = FθJ (x) pour tout x ∈ R. Le résultat iv) suit de la
même propriété de GJ une fois la dérivée par rapport à CAS calculée.

Ensuite, on a vu à partir de l’expression (4.152) de ∂xGJ que ∂xGJ(x, 0) = F′
θJ
(x) pour tout

x ∈ R. Les résultats v) et vi) suivent alors de l’évaluation de ∂CAB f et de ∂CSB f . Finalement,
on a vu que ∂yGJ(x, 0) = 1

2 F′′
θJ
(x) pour tout x ∈ R, ce qui implique le résultat vii).

Les fonctions introduites aux deux propositions précédentes suffisent à donner une solution
au problème de fermeture de moments pour le système (4.16)–(4.42). Pour l’écrire de façon
plus concise, on introduit des fonctions HJ : (0, ∞)2 × R5 → R données par

HJ(A, S ,B, CAS, CAB, CSB, CBB) := (AS + CAS)GJ

(
B +

CAB

A +
CSB

S , CBB

)

−ASGJ

(
B +

CSB

S , CBB

)
.

(4.180)

Ces fonctions permettent de représenter les approximations des covariances de formes
Cov[AJ

t , SK
t FθK(BK

t )] et Cov[RJ
t , SK

t FθK(BK
t )] prévues par les propositions 4.11 et 4.12.

Ces approximations mènent alors au système, pour des populations J et K du graphe,

.
AJ = −β JAJ + αJSJGJ

(
BJ +

CJ J
SB
SJ

, CJ J
BB

)
, (4.181a)

.
RJ = −γJRJ + β JAJ , (4.181b)

.
CJK

AA = −(β J + βK)C
JK
AA + αK HK(AJ , SK ,BK , CJK

AS, CJK
AB, CKK

SB , CKK
BB )

+ αJ HJ(AK , SJ ,BJ , CKJ
AS, CKJ

AB, CJ J
SB, CJ J

BB),
(4.181c)

.
CJK

RR = −(γJ + γK)C
JK
RR + βKCKJ

AR + β JC
JK
AR, (4.181d)

.
CJK

AR = −(β J + γK)C
JK
AR + βKCJK

AA + αJ HJ(RK , SJ ,BJ , CKJ
RS, CKJ

RB, CJ J
SB, CJ J

BB). (4.181e)

Comme dans le cas du système (4.54) obtenu de l’approximation de champ moyen d’ordre 2,
toutes les variables utilisées dans ce système peuvent être exprimées seulement en fonction
des fractions actives et réfractaires des populations du graphe. Ainsi, le système (4.181) est
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bien autonome. De plus, ce système constitue une extension du modèle de champ moyen
(4.17) dans le même sens que le système (4.54). En effet, si l’on néglige toutes les covariances
dans le système (4.181), d’après les propriétés des fonctions GJ démontrées au théorème 4.10
on retrouve exactement le système moyen (4.17).

Finalement, il est bon de remarquer que même si ce système est défini dans Rn(2n+3) de la
même façon que le système (4.54), ce n’est pas exactement sur ce domaine que l’on peut
facilement étudier ses solutions. En effet, on a montré aux propositions 4.11 et 4.12 que si
les FθJ sont de classe C4, alors les fonctions utilisées pour approximer les espérances de
produits sont de classe C1, mais seulement sur des domaines restreints : on doit exclure
les points où une composante de la forme AJ , RJ ou SJ devient nulle. Dans ce cas, le
théorème 1.2 montre que le système (4.181) a des solutions uniques sur D◦

n × Rn(2n+1), où

D◦
n =

{
(AJ ,RJ)J∈P ∈ (0, 1)2n : ∀J ∈ P,AJ +RJ < 1

}
(4.182)

est l’intérieur du domaine Dn défini en (4.23).

Étant donnée la forme des équations, ce système est encore plus difficile à étudier analy-
tiquement que le système (4.54) obtenu de l’approximation de champ moyen de deuxième
ordre. L’analyse qu’on en a faite jusqu’ici est seulement basée sur des exemples numériques.

§ 4.5.3. Quelques résultats numériques

On présente ici quelques exemples où le système (4.181) est étudié numériquement. On
revient d’abord sur les exemples présentés aux sections 4.4.2.4 et 4.4.3, où le système obtenu
de l’approximation de champ moyen de deuxième ordre prévoit des résultats qui n’ont
pas de sens ou ne concordent pas avec les simulations du processus stochastique. On se
concentre ensuite sur l’étude d’un nouvel exemple où le modèle (4.181) et le modèle de
champ moyen mènent à des prédictions différentes, et où la prédiction du modèle (4.181)
est plus près des trajectoires prévues par les simulations du processus stochastique.

§ 4.5.3.1. Comparaison avec le système de champ moyen de deuxième ordre

On a vu à la section 4.4.2.4 qu’une des faiblesses importantes du système (4.54) issu de
l’approximation de champ moyen de deuxième ordre est qu’il prévoit parfois des solutions
dont les composantes reliées aux covariances sortent du domaine physiologique (4.67), qui
est le domaine où les valeurs de ces variables sont cohérentes avec l’interprétation qu’on
veut en faire. Ce problème est bien illustré par l’exemple pour lequel les solutions sont
présentées à la figure 4.10.

Parmi les solutions du système (4.181) obtenues par des intégrations numériques, on n’a
pas vu de cas où les composantes associées aux covariances se mettent à grandir de façon
exponentielle de la façon illustrée à la figure 4.10. Par exemple, avec l’état initial (4.122) et
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Figure 4.16 – Solutions du système (4.181) pour l’état initial (4.122) et pour les paramètres (4.121),
avec Q = 0 en haut, Q = −1/2 au milieu et Q = −3/2 en bas.

0 2 4 6 8 10
Temps [ms]

0.0

0.2

0.4

0.6

0.8

1.0

AE

CEE
AA

RE

CEE
RR

SE

CEE
SS

AI

CI I
AA

RI

CI I
RR

SI

CI I
SS

Figure 4.17 – Solution du système (4.181) pour les paramètres (4.123) et l’état initial (4.124).

les paramètres (4.121) utilisés pour obtenir les solutions de la figure 4.10, le système (4.181)
a les solutions illustrées à la figure 4.16 pour les trois valeurs d’activité entrante externe.
Dans les trois cas, les variances diminuent rapidement vers zéro et les solutions concordent
toutes avec les trajectoires du processus stochastiques présentées à la figure 4.11.

On a aussi vu à la section 4.4.3 un exemple où le système (4.54) obtenu de l’approximation
de champ moyen de deuxième ordre menait à une solution très différente de celle prévue
par le modèle de champ moyen, mais où les trajectoires du processus stochastique prévues
par les simulations numériques correspondaient davantage aux solutions du modèle de
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Figure 4.18 – En haut, solution du système (4.17) obtenu de l’approximation de champ moyen pour
les paramètres (4.183) et l’état initial (4.184) où l’on ignore les covariances. Au milieu, solution du
système (4.181) pour les mêmes paramètres et le même état initial, sans ignorer les covariances. En
bas, statistiques obtenues à partir de 100 trajectoires possibles du processus stochastique. Les régions
colorées autour des courbes qui représentent les valeurs moyennes sont bornées par un écart type
de chaque côté de la moyenne. Voir l’annexe B.2 pour les détails sur la méthodologie employée pour
les simulations.

champ moyen. La solution du système (4.181) obtenue numériquement, qui est présentée à
la figure 4.17, concorde avec celle du système de champ moyen ainsi qu’avec les trajectoires
du processus stochastique.

Ces résultats suggèrent que cette nouvelle extension du modèle de champ moyen ne souffre
pas des faiblesses du modèle de champ moyen de deuxième ordre (4.54).

§ 4.5.3.2. Étude d’un exemple à une population

On présente ici un exemple où la solution du système (4.181) converge vers un état stable
distinct de celui vers lequel la solution du système de champ moyen (4.17) converge.

On considère un graphe constitué d’une seule population. On suppose que les seuils suivent
une loi logistique avec une fonction de répartition de la forme (4.31a), et on fixe les para-
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mètres
α = 0,56 ms−1, β = 1 ms−1, γ = 0,4 ms−1,

θ = 0,73, sθ = 0,1, Q = 0, c = 5,36
(4.183)

et l’état initial
(
A0,R0, CAA0, CRR0, CAR0

)
:=
(
0,46; 0,29; 0,05; 0,05;−0,025

)
, (4.184)

où l’on ignore simplement les covariances pour obtenir la condition initiale à considérer
pour le modèle de champ moyen.

En intégrant numériquement les équations différentielles (4.181) et (4.17) pour ces para-
mètres, on obtient les solutions présentées à la figure 4.18. En plus des intégrations numé-
riques, 100 trajectoires possibles du processus stochastique sous-jacent ont été obtenues à
partir de simulations numériques. À partir de ces trajectoires, on a obtenu une estimation
des valeurs moyennes et des variances des fractions de la population dans chacun des trois
états. Ces résultats sont aussi illustrés à la figure 4.18.
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A

0.0

0.2

0.4

0.6

0.8

1.0

R

.
A = 0.
R = 0
Moyenne
Solution
Séparatrice

Figure 4.19 – Portrait de phase du système de
champ moyen (4.17) pour les paramètres (4.183).
La solution tracée est celle du système de champ
moyen, et la moyenne indiquée est la trajectoire
obtenue des statistiques illustrées en bas de la fi-
gure 4.18. La courbe qui représente la séparatrice
entre les bassins d’attraction des deux points fixes
stables a été estimée en intégrant à l’envers dans le
temps à partir d’états près du point fixe instable.

D’après les résultats de la figure 4.18, il est
clair que les résultats prévus par le mo-
dèle (4.181), qui inclut les covariances, cor-
respondent mieux aux résultats prévus par
les trajectoires du processus stochastique
que ceux prévus par le modèle de champ
moyen.

Pour mieux comprendre ce qui se produit,
il est instructif de tracer un portrait de
phase du système de champ moyen (4.17)
pour ces paramètres. On trace également
sur ce portrait de phase la solution du sys-
tème de champ moyen, ainsi que la trajec-
toire donnée par les simulations du pro-
cessus stochastique. Le tout est illustré à
la figure 4.19. On voit bien que les trajec-
toires du processus stochastique sortent du
bassin d’attraction du point fixe vers lequel
converge la solution du système de champ
moyen.

Puisque le système (4.181) qui inclut les co-
variances a ici cinq dimensions, on ne peut
pas tracer son portrait de phase. Cepen-
dant, on peut toujours tracer sa projection
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Figure 4.20 – Projections des portraits de phase du système (4.181) dans le plan A–R pour des
variances de 0, 1/1000 et 2/1000.

dans le plan A–R en fixant des valeurs pour les covariances. Trois exemples de telles pro-
jections sont présentés à la figure 4.20. Il est intéressant d’y observer particulièrement la
région du plan de phase pour des valeurs de (A,R) autour de (0,2; 0,5). Dans cette région,
des solutions convergent vers le point fixe à zéro pour des valeurs de R plus faibles lorsque
les variances augmentent. Ceci semble cohérent avec le comportement des trajectoires du
processus stochastique, selon la courbe illustrée à la figure 4.19.

Dans ce cas ci, le modèle (4.181) permet donc de reproduire le comportement du processus
stochastique, alors que le modèle de champ moyen ne peut pas le faire.

§ 4.5.4. Conclusion

On a proposé ici une nouvelle solution au problème de fermeture de moments pour le
système (4.16)–(4.42), en basant les approximations d’espérances de produits qui impliquent
des fonctions de forme sigmoïdale sur des observations qualitatives sur la forme de ces
espérances. On a ainsi obtenu le système dynamique (4.181).

Ce nouveau système dynamique semble prometteur pour fournir une bonne approximation
du comportement macroscopique de la dynamique MTC présenté à la section 4.2 afin de
représenter l’activité d’un réseau de neurones biologiques, tout en permettant des corréla-
tions non nulles entre les fractions des populations qui se trouvent dans chacun des trois
états. En effet, on a vu plus tôt que le modèle issu de l’approximation de champ moyen de
deuxième ordre et présenté à la section 4.4 avait des faiblesses importantes : il prévoit des
solutions qui sortent du domaine où elles peuvent avoir un sens par rapport aux variables
aléatoires qu’elles servent à représenter, et il prévoit des solutions qui ont un comportement
tout autre que celui des trajectoires du processus stochastique. Or, les exemples présentés
dans cette section suggèrent que le nouveau système dynamique (4.181) ne souffre pas de
ces problèmes.
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De plus, on a vu un exemple d’un cas où le système (4.181) prévoit des solutions qui se rap-
prochent davantage des trajectoires du processus stochastique que les solutions du modèle
de champ moyen (4.17). Si cet exemple est encourageant, il serait néanmoins intéressant de
trouver d’autres cas où les prévisions du système (4.181) sont plus près du comportement
du processus stochastique que celles du modèle de champ moyen, notamment lorsque le
graphe est divisé en davantage de populations. En effet, dans ces cas, le système a davan-
tage de dimensions, donc des dynamiques plus variées sont possibles.
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La modélisation mathématique de phénomènes biologiques qui impliquent un très grand
nombre d’unités est une tâche ardue, d’autant plus lorsque l’on veut décrire des corrélations
entre les états de ces unités. Le modèle de Wilson–Cowan n’échappe pas à cette tendance.
En effet, la version classique de ce modèle ne décrit que les activités moyennes de différentes
populations de neurones sans pouvoir étudier leurs corrélations, et beaucoup d’efforts sont
mis dans la recherche actuelle afin d’en inclure. Par ailleurs, le modèle de Wilson–Cowan est
très semblable à différents modèles utilisés dans d’autres disciplines, comme les modèles
épidémiologiques compartimentaux. Malgré les similarités qui existent entre ces modèles,
leurs liens sont peu étudiés dans la littérature. Dans ce mémoire, on voulait ainsi proposer
une nouvelle construction plus générale de ces modèles, dont chacun serait un cas parti-
culier. On espérait ainsi mieux comprendre leurs fondements mathématiques, et parvenir
à proposer une généralisation du modèle de Wilson–Cowan qui permettrait de décrire des
corrélations entre les états de différents neurones.

Dans le but de modéliser des phénomènes biologiques où les unités peuvent prendre trois
états qui évoluent de façon cyclique, on a ainsi proposé au chapitre 2 la construction d’un
processus stochastique qui attribue des états aux nœuds d’un graphe et qui décrit leur
évolution. On a ensuite vu comment ce modèle microscopique peut mener à une descrip-
tion macroscopique de la dynamique sur le graphe. En effet, on a supposé que les nœuds
étaient répartis en un certain nombre de populations, et on a défini des variables aléatoires
qui représentent les fractions des nœuds de chaque population qui se trouvent dans cha-
cun des trois états possibles. On a alors décrit une méthode, basée sur un problème de
fermeture de moments, qui permet d’obtenir un modèle macroscopique sous la forme d’un
système d’équations différentielles ordinaires. Un tel système peut alors inclure les seconds
moments des variables aléatoires qui correspondent à l’état macroscopique comme il peut
décrire seulement l’évolution de leurs valeurs moyennes.

On a ensuite présenté deux applications de cette modélisation. Au chapitre 3, on a vu
une application en épidémiologie, qui mène à une nouvelle construction du modèle SIR.
Le problème de fermeture de moments pour ce modèle a déjà été largement étudié dans la
littérature. On a donc présenté quelques solutions qui ont déjà été proposées, et qui incluent
ou non les seconds moments des variables aléatoires d’intérêt.

Ensuite, on a vu au chapitre 4 une application en neurosciences, qui permet de modéliser
l’activité d’un réseau de neurones biologiques. Dans ce contexte, on a obtenu un problème
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de fermeture de moments dont les solutions décrivent la dynamique du réseau de neurones
d’un point de vue macroscopique. À la connaissance de l’auteur, ce problème n’avait jamais
été étudié précédemment. Cependant, on a vu que sa solution de champ moyen correspond
à une légère généralisation du modèle de Wilson–Cowan. En effet, un système équivalent
à celui de Wilson–Cowan peut être obtenu à partir du système de champ moyen en y
fixant les fractions réfractaires des populations de neurones à leurs états d’équilibre, qui
sont donnés en fonction des fractions actives des populations. Une comparaison entre ces
deux modèles a alors montré que le modèle équivalent à celui de Wilson–Cowan ne peut
pas représenter tous les comportements prévus par le modèle de champ moyen, qui inclut
l’état réfractaire explicitement.

Après avoir étudié ce modèle de champ moyen, on a étudié d’autres solutions au pro-
blème de fermeture de moments pour ce modèle de dynamique neuronale afin d’inclure
les moments d’ordre 2. Deux nouvelles solutions ont alors été proposées. Malheureusement,
l’étude de la première de ces deux solutions n’a pas montré que ce modèle permet d’amélio-
rer les prédictions du modèle de champ moyen. Au contraire, on a vu des cas où ce modèle
prévoit des solutions invraisemblables, et d’autres cas où ses prédictions ne correspondent
pas au comportement du processus stochastique sous-jacent alors que celles du modèle de
champ moyen en sont une bonne approximation. Cependant, la seconde solution qu’on a
proposée a plus de potentiel. En effet, on a vu que ce modèle ne souffre pas des problèmes
de la première solution, et on a vu un exemple où il permet d’améliorer les prédictions du
modèle de champ moyen : dans ce cas, la solution de ce modèle est une meilleure approxi-
mation des trajectoires du processus stochastique sous-jacent que la solution du modèle de
champ moyen. Ce nouveau modèle n’a toutefois pu être étudié que par quelques exemples.
Il serait donc intéressant d’en faire une étude théorique plus poussée lors de travaux futurs.

L’étude de ces applications a également mis en évidence plusieurs défis qui surviennent
lorsqu’on tente de trouver un système autonome d’équations différentielles à partir du
problème de fermeture de moments. En effet, les nouvelles constructions de modèles clas-
siques ont permis de mieux en cerner les fondements mathématiques, et ainsi de mieux en
comprendre les limites.

En particulier, on a vu que la construction des modèles macroscopiques dépend de l’exis-
tence des taux de transition moyens de la forme (2.59). Or, dans les applications qu’on a
étudiées, l’existence de tels taux de transition moyens n’est garantie que lorsque les para-
mètres qui caractérisent les nœuds du graphe sont constants dans une même population.
Si ce n’est pas le cas, les taux de transition moyens ne sont qu’approximatifs. Toutefois, on
a vu que si les paramètres sont modélisés comme des variables aléatoires indépendantes et
identiquement distribuées, ces approximations sont justifiées, à tout le moins lorsqu’il n’y a
pas de corrélation entre les paramètres et les états des nœuds. Dans le cas contraire, les ap-
proximations sont moins bonnes. Par exemple, dans le contexte du modèle de dynamique
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neuronale étudié au chapitre 4, il est logique d’imaginer qu’il peut y avoir une corréla-
tion entre l’état d’un neurone et son seuil d’activation. Ceci pourrait expliquer pourquoi il
arrive que les prédictions des modèles macroscopiques ne concordent pas avec le compor-
tement du processus stochastique sous-jacent, comme c’est le cas dans l’exemple discuté à
la section 4.3.2. Ainsi, il serait intéressant de voir si un processus stochastique peut servir à
construire un modèle macroscopique à partir d’une méthode différente de celle proposée à
la section 2.4.

Une autre faiblesse majeure des modélisations qu’on a étudiées dans ce mémoire est la
difficulté à caractériser dans quelle mesure une solution à un problème de fermeture de
moments est approximative. Dans tous les cas étudiés ici, la seule méthode qu’on a pu
utiliser afin de vérifier si un système macroscopique est cohérent avec le processus stochas-
tique sous-jacent est de comparer les solutions du système à des trajectoires du processus
stochastique simulées numériquement.

Finalement, on remarque que, malgré le fait que la dynamique markovienne ternaire cy-
clique construite au chapitre 2 puisse être appliquée dans plusieurs contextes afin de re-
présenter différents phénomènes biologiques, la forme du processus stochastique en limite
forcément les champs d’application. Or, il serait possible de construire un processus sto-
chastique un peu plus général, notamment en permettant davantage d’états possibles. Les
méthodes qu’on a utilisées dans ce mémoire pourraient alors être appliquées pour retrou-
ver, par exemple, les autres modèles épidémiologiques compartimentaux, ou pour modéli-
ser bien d’autres phénomènes biologiques.
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Annexe A

Dérivées des seconds moments

Ce chapitre présente les démarches nécessaires afin d’obtenir les systèmes (2.61) et (2.62),
qui décrivent comment évoluent les covariances de fractions de populations d’un graphe
aléatoire sur lequel une dynamique MTC est définie. Pour dériver ces systèmes, la démarche
est très semblable à celle présentée au chapitre 2 pour obtenir le système (2.60). Dans les
preuves présentées ici, il arrivera fréquemment que plusieurs calculs soient très similaires
entre eux. Afin d’éviter d’alourdir inutilement ce chapitre, on présente souvent les détails
pour un seul cas.

On considère G un graphe aléatoire d’ordre N sur un espace de probabilité (Θ, G, µ). On
suppose qu’une dynamique MTC est définie pour G sur l’espace (Θ × Ω, G⊗ F, P), et
qu’elle est décrite par les taux aj, bj et cj, au sens de la définition 2.10. On note {Xt}t≥0 le
processus de projection de coordonnées sur (Ω, F), et on rappelle que l’on interprète une
composante X j

t de Xt comme l’état du nœud j au temps t.

Pour chaque paire de nœuds j, k et chaque ϑ ∈ Θ, soient pϑ
jk, rϑ

jk, ρϑ
jk : [0, ∞) → [0, 1] données

par
pϑ

jk(t) := P[X j
t = Xk

t = 1 | ϑ], rϑ
jk(t) := P[X j

t = Xk
t = i | ϑ] (A.1a)

et
ρϑ

jk(t) := P[X j
t = 1, Xk

t = i | ϑ]. (A.1b)

On introduit également les fonctions pjk, rjk, ρjk : [0, ∞) → [0, 1] données par

pjk(t) := P[X j
t = Xk

t = 1], rjk(t) := P[X j
t = Xk

t = i], (A.2a)

et
ρjk(t) := P[X j

t = 1, Xk
t = i]. (A.2b)

On introduit d’abord le résultat suivant pour manipuler plus facilement ces probabilités.

Lemme A.1. Soit G un graphe aléatoire muni d’une dynamique MTC. Pour chaque paire de
nœuds j, k de G, soient pϑ

jk, rϑ
jk, ρϑ

jk : [0, ∞) → [0, 1] définies par (A.1). Alors pour tout t ≥ 0 et

pour tout ϑ ∈ Θ, pϑ
jk(t) = E

[
Re(X j

t)Re(Xk
t ) | ϑ

]
, rϑ

jk(t) = E
[
Im(X j

t) Im(Xk
t ) | ϑ

]
et ρϑ

jk(t) =

E
[
Re(X j

t) Im(Xk
t ) | ϑ

]
.
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Démonstration. Ces résultats suivent tout simplement du fait que chaque X j
t prend ses va-

leurs dans l’ensemble {0, 1, i}. En effet, soit t ≥ 0, une paire de nœuds j, k de G, et ϑ ∈ Θ.
Alors

ρϑ
jk(t) = P

[
X j

t = 1, Xk
t = i | ϑ

]
= Re(1) Im(i)P[X j

t = 1, Xk
t = i] (A.3)

= ∑
x,y∈{0,1,i}

Re(x) Im(y)P[X j
t = x, Xk

t = y | ϑ] = E
[
Re(X j

t) Im(Xk
t ) | ϑ

]
. (A.4)

Les résultats pour pϑ
jk et rϑ

jk sont obtenus de la même façon, en faisant apparaître à la seconde
égalité deux parties réelles ou bien deux parties imaginaires selon le cas.

L’analogue de ce résultat sans conditionnement sur la projection sur l’espace des paramètres
est aussi vrai.

Lemme A.2. Soit G un graphe aléatorie muni d’une dynamique MTC. Pour chaque paire de
nœuds j, k de G, soient pjk, rjk, ρjk : [0, ∞) → [0, 1] définies par (A.2). Alors pour tout t ≥ 0,
pjk(t) = E

[
Re(X j

t)Re(Xk
t )
]
, rjk(t) = E

[
Im(X j

t) Im(Xk
t )
]

et ρjk(t) = E
[
Re(X j

t) Im(Xk
t )
]
.

Démonstration. Soient t ≥ 0 et j, k une paire de nœuds de G. On a vu au lemme précédent
que ρϑ

jk(t) = E
[
Re(X j

t) Im(Xk
t ) | ϑ

]
. Ainsi, en utilisant la proposition 1.13 pour obtenir une

forme intégrale de cette espérance conditionnelle, on voit que

ρjk(t) =
∫

Θ
E
[
Re(X j

t) Im(Xk
t ) | ϑ

]
dµ(ϑ) (A.5)

=
∫

Θ

∫

Ω
Re
(
X j

t(ω)
)

Im
(
Xk

t (ω)
)

dPϑ(ω)dµ(ϑ) = E
[
Re(X j

t) Im(Xk
t )
]
. (A.6)

Les identités pour pjk et rjk sont obtenues de la même façon.

On peut maintenant obtenir des expressions pour les dérivées de ces quantités, du moins
dans le cas où l’on conditionne sur l’espace des paramètres.

Théorème A.3. Pour tout ϑ ∈ Θ, les fonctions pϑ
jk, rϑ

jk et ρϑ
jk introduites au lemme A.1 sont

dérivables sur (0, ∞) et dérivables à droite en 0. De plus, pour tout t ≥ 0,

.pϑ
jk(t) = −E

[
Re(X j

t)Re(Xk
t )
(
bj(ϑ, Xt) + bk(ϑ, Xt)

)
| ϑ
]

+ E
[
Re(X j

t)
(
1 − |Xk

t |
)
ak(ϑ, Xt) | ϑ

]
+ E

[
Re(Xk

t )
(
1 − |X j

t|
)
aj(ϑ, Xt) | ϑ

]
,

(A.7a)

.rϑ
jk(t) = −E

[
Im(X j

t) Im(Xk
t )
(
cj(ϑ, Xt) + ck(ϑ, Xt)

)
| ϑ
]

+ E
[
Im(X j

t)Re(Xk
t )bk(ϑ, Xt) | ϑ

]
+ E

[
Im(Xk

t )Re(X j
t)bk(ϑ, Xt) | ϑ

]
,

(A.7b)

.
ρϑ

jk(t) = −E
[
Re(X j

t) Im(Xk
t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)
| ϑ
]

+ E
[
Re(X j

t)Re(Xk
t )bk(ϑ, Xt) | ϑ

]
+ E

[
Im(Xk

t )
(
1 − |X j

t|
)
aj(ϑ, Xt) | ϑ

]
.

(A.7c)

Démonstration. Soit ϑ ∈ Θ. Comme dans la preuve du théorème 2.6, afin d’alléger la nota-
tion, on travaille directement sur l’espace de probabilité (Ω, F, Pϑ) afin d’éviter le condi-
tionnement sur ϑ. On démontre donc ici l’équivalent des relations (A.7) sur (Ω, F, Pϑ).
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À partir des résultats démontrés ici, on retrouve le système (A.7) à partir de la relation
E[Y | ϑ] = Eϑ[Y], qui est vraie pour toute Y mesurable sur (Ω, F).

Soient t ≥ 0 et ∆t > 0. On rappelle que E = {0, 1, i}N est l’ensemble des valeurs possibles
de Xt. Ainsi,

ρϑ
jk(t + ∆t) = Pϑ[X j

t+∆t = 1, Xk
t+∆t = i] (A.8)

= ∑
x∈E

Pϑ[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x]Pϑ[Xt = x]. (A.9)

Pour ξ ∈ {0, 1, i}, on note fξ : {0, 1, i} → {0, 1} la fonction qui envoie ξ à 1 et qui envoie les
deux autres nombres à zéro. En explicitant les composantes de x dans le conditionnement
de la relation précédente, on voit que

Pϑ[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x]

= ∑
ξ ,ζ∈{0,1,i}

fξ(xj) fζ(xk)P
ϑ[X j

t+∆t = 1, Xk
t+∆t = i | Xt = x, X j

t = ξ , Xk
t = ζ]. (A.10)

D’après la propriétés iii) du théorème 2.3, on peut vérifier que lorsque ∆t ↓ 0, si xj = 1 et
xk = i, alors

P[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x] = 1 − bj(ϑ, Xt)∆t − ck(ϑ, Xt)∆t + o(∆t), (A.11)

si xj = 1 et xk = 1 alors

P[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x] = bk(ϑ, Xt)∆t + o(∆t), (A.12)

si xj = 0 et xk = i alors

P[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x] = aj(ϑ, Xt)∆t + o(∆t), (A.13)

et si on a à la fois xj ̸= 1 et xk ̸= i, alors

P[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x] = o(∆t). (A.14)

En utilisant ces relations, (A.10) devient, lorsque ∆ ↓ 0,

P[X j
t+∆t = 1, Xk

t+∆t = i | Xt = x] = Re(xj) Im(xk)
(
1 − bj(ϑ, Xt)∆t − ck(ϑ, Xt)∆t

)

+ Re(xj)Re(xk)bk(ϑ, Xt)∆t

+
(
1 − |xj|

)
Im(xk)aj(ϑ, Xt)∆t + o(∆t),

(A.15)

où l’on a remplacé les fonctions fξ et fζ par des fonctions appropriées pour chaque cas. En
substituant cette relation dans (A.9), on voit que

ρϑ
jk(t + ∆t) = ∑

x∈E

(
Re(xj) Im(xk)

(
1 − bj(ϑ, Xt)∆t − ck(ϑ, Xt)∆t

)

+ Re(xj)Re(xk)bk(ϑ, Xt)∆t

+
(
1 − |xj|

)
Im(xk)aj(ϑ, Xt)∆t

)
Pϑ[Xt = x] + o(∆t)

(A.16)
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Comme E est l’ensemble des valeurs possibles pour Xt, on trouve donc que

ρϑ
jk(t + ∆t) = Eϑ

[
Re(X j

t) Im(Xk
t )− Re(X j

t) Im(Xk
t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)]
∆t

+ Eϑ
[
Re(X j

t)Re(Xk
t )bk(ϑ, Xt)

]
∆t

+ Eϑ
[(

1 − |X j
t|
)

Im(Xk
t )aj(ϑ, Xt)

]
∆t + o(∆t).

(A.17)

Par le lemme A.1, on sait que ρϑ
jk(t) = Eϑ

[
Re(X j

t) Im(Xk
t )
]
. On voit donc que

ρϑ
jk(t + ∆t)− ρϑ

jk(t)

∆t
= −Eϑ

[
Re(X j

t) Im(Xk
t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)]

+ Eϑ
[
Re(X j

t)Re(Xk
t )bk(ϑ, Xt)

]

+ Eϑ
[(

1 − |X j
t|
)

Im(Xk
t )aj(ϑ, Xt)

]
+

1
∆t

o(∆t).

(A.18)

Puisque 1
∆t o(∆t) → 0 lorsque ∆t ↓ 0, la relation précédente montre donc que la dérivée à

droite de ρϑ
jk existe et est donnée par (A.7c). Comme l’équation de Kolmogorov montre que

ρϑ
jk est dérivable sur (0, ∞), ce résultat donne la valeur de la dérivée .

ρϑ
jk(t).

Un raisonnement semblable mène aux expressions des dérivées de pϑ
jk et de rϑ

jk.

On obtient ensuite le corollaire suivant où l’on élimine le conditionnement sur l’espace des
paramètres.

Corollaire. Si pour tout x ∈ E et pour tout nœud j de G, les fonctions aj(·, x), bj(·, x) et cj(·, x)
sont intégrables, alors les fonctions pjk, rjk et ρjk introduites au lemme A.2 sont dérivables sur
(0, ∞) et dérivables à droite en 0, et pour tout t ≥ 0,

.pjk(t) = −E
[
Re(X j

t)Re(Xk
t )
(
bj(ϑ, Xt) + bk(ϑ, Xt)

)]

+ E
[
Re(X j

t)
(
1 − |Xk

t |
)
ak(ϑ, Xt)

]
+ E

[
Re(Xk

t )
(
1 − |X j

t|
)
aj(ϑ, Xt)

]
,

(A.19a)

.rjk(t) = −E
[
Im(X j

t) Im(Xk
t )
(
cj(ϑ, Xt) + ck(ϑ, Xt)

)]

+ E
[
Im(X j

t)Re(Xk
t )bk(ϑ, Xt)

]
+ E

[
Im(Xk

t )Re(X j
t)bk(ϑ, Xt)

]
,

(A.19b)

.
ρjk(t) = −E

[
Re(X j

t) Im(Xk
t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)]

+ E
[
Re(X j

t)Re(Xk
t )bk(ϑ, Xt)

]
+ E

[
Im(Xk

t )
(
1 − |X j

t|
)
aj(ϑ, Xt)

]
.

(A.19c)

Démonstration. On note d’abord que pour tout ϑ ∈ Θ, pour tout t ≥ 0 et pour chaque paire
de nœuds j, k du graphe, le théorème A.3 montre que

|ρϑ
jk(t)| ≤ E

[∣∣Re(X j
t) Im(Xk

t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)∣∣
∣∣∣ ϑ
]

+ E
[∣∣Re(X j

t)Re(Xk
t )bk(ϑ, Xt)

∣∣
∣∣∣ ϑ
]
+ E

[∣∣Im(Xk
t )
(
1 − |X j

t|
)
aj(ϑ, Xt)

∣∣
∣∣∣ ϑ
] (A.20)

≤ E
[
|bj(ϑ, Xt)|+ |ck(ϑ, Xt)|+ |bk(ϑ, Xt)|+ |aj(ϑ, Xt)|

∣∣ ϑ
]
. (A.21)
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Comme E est fini, on peut définir

f (ϑ) := ∑
x∈E

(
|bj(ϑ, Xt)|+ |ck(ϑ, Xt)|+ |bk(ϑ, Xt)|+ |aj(ϑ, Xt)|

)
, (A.22)

qui est intégrable puisque l’on suppose que les fonctions aℓ(·, x), bℓ(·, x) et cℓ(·, x) sont
intégrables pour chaque x ∈ E. Cette fonction permet de borner |ρϑ

jk(t)| :

|ρϑ
jk(t)| ≤ ∑

x∈E
E
[
|bj(ϑ, Xt)|+ |ck(ϑ, Xt)|+ |bk(ϑ, Xt)|+ |aj(ϑ, Xt)|

∣∣ ϑ
]
= E[ f (ϑ) | ϑ], (A.23)

de sorte que |ρϑ
jk(t)| ≤ f (ϑ). Comme f est intégrable, cette condition de de domination

justifie de passer la dérivée sous l’intégrale, et on trouve que

.
ρjk(t) =

d
dt

∫

Θ
ρϑ

jk(t)dµ(ϑ) =
∫

Θ

.
ρϑ

jk(t)dµ(ϑ). (A.24)

L’expression de la dérivée de ρjk suit alors directement de l’intégration de l’expression de
ρϑ

jk obtenue au théorème A.3, en utilisant la proposition 1.13.

Les deux autres résultats peuvent être démontrés de la même façon.

On veut ensuite passer aux résultats analogues sur les populations de graphe. Pour ce faire,
on procède de la même façon qu’à la section 2.4. On suppose que le graphe est divisé en
une collection P de n populations. Afin d’alléger la notation, on note EJK

UV(t) := E[U J
t VK

t ],
où U et V remplacent A, R ou S. Alors

EJK
AR(t) = E[AJ

t AK
t ] = E

[
1

|J||K| ∑
j∈J,k∈K

Re(X j
t) Im(Xk

t )

]
=

1
|J||K| ∑

j∈J,k∈K
ρjk(t), (A.25)

de sorte que
.
EJK

AR(t) =
1

|J||K| ∑
j∈J,k∈K

.
ρjk(t). (A.26)

Des identités semblables peuvent évidemment être obtenues dans les autres cas.

À partir de (A.26) et de l’expression de .
ρϑ

jk donnée au corollaire du théorème A.3, on calcule
que

.
EJK

AR(t) =
1

|J||K| ∑
j∈J,k∈K

(
−E

[
Re(X j

t) Im(Xk
t )
(
bj(ϑ, Xt) + ck(ϑ, Xt)

)]

+ E
[
Re(X j

t)Re(Xk
t )bk(ϑ, Xt)

]

+ E
[
Im(Xk

t )
(
1 − |X j

t|
)
aj(ϑ, Xt)

])
.

(A.27)
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Comme l’espérance est linéaire, il s’ensuit que

.
EJK

AR(t) = −E

[
1
|J| ∑

j∈J
Re(X j

t)bj(ϑ, Xt)
1
|K| ∑

k∈K
Im(Xk

t )

]

− E

[
1
|J| ∑

j∈J
Re(X j

t)
1
|K| ∑

k∈K
Im(Xk

t )ck(ϑ, Xt)

]

+ E

[
1
|J| ∑

j∈J
Re(X j

t)
1
|K| ∑

k∈K
Re(Xk

t )bk(ϑ, Xt)

]

+ E

[
1
|J| ∑

j∈J

(
1 − |X j

t|
)
aj(ϑ, Xt)

1
|K| ∑

k∈K
Im(Xk

t )

]
.

(A.28)

On réintroduit alors les ensembles Jξ
t = {j ∈ J : X j

t = ξ} pour ξ ∈ {0, 1, i}. On note que
AJ

t = |J1
t |/|J|, que RJ

t = |Ji
t |/|J| et que SJ

t = |J0
t |/|J|. Ainsi,

.
EJK

AR(t) = −E

[
AJ

t

|J1
t |

∑
j∈J1

t

bj(ϑ, Xt) RK
t

]
− E

[
AJ

t
RK

t

|Ki
t|

∑
k∈Ki

t

ck(ϑ, Xt)

]

+ E

[
AJ

t
AK

t

|K1
t |

∑
k∈K1

t

bk(ϑ, Xt)

]
+ E

[
SJ

t

|J0
t |

∑
j∈J0

t

aj(ϑ, Xt) RK
t

]
.

(A.29)

Afin d’obtenir les dérivées des seconds moments, on suppose comme à la section 2.4 que
pour chaque population J ∈ P, il existe des fonctions aJ , bJ , cJ : [0, 1]2n → [0, ∞) telles que

aJ(Yt) =
1
|J0

t |
∑
j∈J0

t

aj(ϑ, Xt), bJ(Yt) =
1
|J1

t |
∑
j∈J1

t

bj(ϑ, Xt) et cJ(Yt) =
1
|Ji

t |
∑
j∈Ji

t

cj(ϑ, Xt),

(A.30)
où les égalités tiennent P–p.s. et où Yt est l’état macroscopique qui correspond à l’état
microscopique Xt selon (2.49). Si de telles fonctions existent, alors (A.29) devient

.
EJK

AR(t) = −E
[
AJ

t RK
t
(
bJ(Yt) + cK(Yt)

)]
+ E

[
AJ

t AK
t bK(Yt)

]
+ E

[
SJ

t RK
t aJ(Yt)

]
. (A.31)

De la même façon, on peut montrer que

.
EJK

AA(t) = −E
[
AJ

t AK
t
(
bJ(Yt) + bK(Yt)

)]
+ E

[
AJ

t SK
t aK(Yt)

]
+ E

[
SJ

t AK
t aJ(Yt)

]
(A.32)

et que

.
EJK

RR(t) = −E
[
RJ

t RK
t
(
cJ(Yt) + cK(Yt)

)]
+ E

[
RJ

t AK
t bK(Yt)

]
+ E

[
AJ

t RK
t bJ(Yt)

]
. (A.33)

Les dérivées des seconds moments qui impliquent des fractions de populations dans l’état
0 peuvent alors être obtenues à partir du fait que AJ

t + RJ
t + SJ

t = 1 pour tout t ≥ 0, pour
toute population J. En effet, cette relation montre par exemple que EJK

AS = AJ − EJK
AA − EJK

AR.
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Ainsi,
.
EJK

AS =
.
AJ −

.
EJK

AA −
.
EJK

AR. D’après les résultats (A.31) et (A.32) et d’après l’expression
(2.60a) de la dérivée de AJ , on a alors que

.
EJK

AS(t) = −E
[
AJ

t bJ(Yt)
]
+ E

[
SJ

t aJ(Yt)
]

+ E
[
AJ

t AK
t
(
bJ(Yt) + bK(Yt)

)]
− E

[
AJ

t SK
t aK(Yt)

]
− E

[
SJ

t AK
t aJ(Yt)

]

+ E
[
AJ

t AK
t
(
bJ(Yt) + cK(Yt)

)]
− E

[
AJ

t AK
t bK(Yt)

]
− E

[
SJ

t RK
t aJ(Yt)

]
(A.34)

= −E
[
AJ

t SK
t aK(Yt)

]
− E

[
AJ

t
(
1 − AK

t − RK
t
)
bJ(Yt)

]

+ E
[
AJ

t RK
t cK(Yt)

]
+ E

[
SJ

t
(
1 − AK

t − RK
t
)
aJ(Yt)

] (A.35)

= −E
[
AJ

t SK
t
(
bJ(Yt) + aK(Yt)

)]
+ E

[
AJ

t RK
t cK(Yt)

]
+ E

[
SJ

t SK
t aJ(Yt)

]
. (A.36)

On peut obtenir de la même façon que
.
EJK

RS(t) = −E
[
RJ

t SK
t
(
cJ(Yt) + aK(Yt)

)]
+ E

[
RJ

t RK
t cK(Yt)

]
+ E

[
AJ

t SK
t bJ(Yt)

]
(A.37)

et que
.
EJK

SS(t) = −E
[
SJ

t SK
t
(
aJ(Yt) + aK(Yt)

)]
+ E

[
SJ

t RK
t cK(Yt)

]
+ E

[
RJ

t SK
t cJ(Yt)

]
. (A.38)

Ceci termine de dériver le système des seconds moments non centrés (2.61).

Les résultats pour les dérivées des produits mènent directement au système des seconds
moments centrés (2.62). Pour alléger, on note CJK

UV := Cov[U J
t , VK

t ] où U et V remplacent A,
R ou S. Alors CJK

AR = EJK
AR −AJRK, de sorte que

.
CJK

AR(t) =
.
EJK

AR −
.
AJRK(t)−AJ(t)

.
RK. (A.39)

En utilisant les résultats (A.31) et (2.60), on calcule que
.
CJK

AR(t) = −E
[
AJ

t RK
t
(
bJ(Yt) + cK(Yt)

)]
+ E

[
AJ

t AK
t bK(Yt)

]
+ E

[
SJ

t RK
t aJ(Yt)

]

+ E
[
AJ

t bJ(Yt)
]
RK(t)− E

[
SJ

t aJ(Yt)
]
RK(t)

+AJ(t)E
[
RK

t cK(Yt)
]
−AJ(t)E

[
AK

t bK(Yt)
]

(A.40)

= −Cov[AJ
t bJ(Yt), RK

t ]− Cov[AJ
t , RK

t cK(Yt)]

+ Cov[AJ
t , AK

t bK(Yt)] + Cov[SJ
t aJ(Yt), RK

t ].
(A.41)

De la même façon, on peut obtenir que
.
CJK

AA(t) = −Cov[AJ
t , AK

t bK(Yt)]− Cov[AJ
t bJ(Yt), AK

t ]

+ Cov[AJ
t , SK

t aK(Yt)] + Cov[SJ
t aJ(Yt), AK

t ],
(A.42)

et que
.
CJK

RR(t) = −Cov[RJ
t , RK

t cK(Yt)]− Cov[RJ
t cJ(Yt), RK

t ]

+ Cov[RJ
t , AK

t bK(Yt)] + Cov[AJ
t bJ(Yt), RK

t ],
(A.43)

ce qui termine de dériver le système (2.62).
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Annexe B

PopNet

Aux chapitres 3 et 4, plusieurs résultats d’intégrations numériques d’équations différen-
tielles et de simulations de processus stochastiques ont été présentés. Tous ces résultats ont
été obtenus à partir du paquetage PopNet [77], écrit dans le langage Python. On présente
ici brièvement les idées importantes des méthodes utilisées pour réaliser ces expériences
numériques. Pour plus de détails, on réfère à la documentation de PopNet.

§ B.1. À propos des intégrations numériques

Les intégrations numériques d’équations différentielles dont des résultats sont présentés
dans ce mémoire ont toutes été réalisées à l’aide de la classe ode du module integrate de
la librarire SciPy [96]. Cette classe fournit plusieurs intégrateurs numériques, mais l’inté-
grateur vode a été utilisé dans tous les cas présentés ici.

§ B.2. À propos des simulations du processus stochastique

PopNet permet également de simuler numériquement des trajectoires du processus sto-
chastique présenté à la section 4.2, qui décrit l’évolution de l’état d’un réseau de neurones
biologiques d’un point de vue microscopique. Ces simulations sont faites à partir de l’al-
gorithme de Doob–Gillespie [37]. Plus de détails sont donnés dans la documentation de la
classe Simulator, dans le module executors de PopNet.

Pour toutes les simulations dont des résultats sont présentés au chapitre 4, les valeurs
des paramètres α, β et γ sont fixées à leurs valeurs moyennes pour tous les neurones. De
même, la valeur d’un poids de connexion Wjk entre deux neurones k et j est toujours fixée
à la valeur prévue par le coefficient cJK qui décrit la connexion de la population K ∋ k vers
la population J ∋ j selon la relation Wjk = WJK = cJK/|K|, où |K| est la taille de K. Toutefois,
les valeurs des seuils d’activation θ sont tirées de lois logistiques dont les paramètres sont
spécifiés dans chaque cas. Finalement, l’état initial X j

0 d’un neurone j d’une population J est
choisi aléatoirement selon une loi de probabilité telle que P[X j

0 = 1] = AJ0, P[X j
0 = i] = RJ0

et P[X j
0 = 0] = SJ0, où AJ0, RJ0 et SJ0 sont les espérances initiales des fractions de J dans

chaque état.
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